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Résumé

La détection de lésions associées à la maladie d'Alzheimer ou de démences connexes

à partir d'images obtenues par un système d'imagerie nucléaire (SPECT) est difficile
à cause de la nature floue et bruitée de ces images.

Ce mémoire analyse des images SPECT 3D de cerveaux dans le but de faciliter

le classement de ces cerveaux dans l'une des deux classes, soit sain ou malade. Des

algorithmes de traitement d'images sont utilisés, conjointement avec un atlas, pour
extraire un vecteur d'attributs sur chaque voxel. Par la suite, nous attribuons une

valeur à chaque cerveau définie par le nombre de voxels hors normes relativement à

cet atlas.

Les trois algorithmes utilisés couvrent la correction d'intensité entre deux images,

la mise en correspondance par une technique de flux optique et la segmentation de
l'image en trois zones : matière grise, matière blanche et autre. Le vecteur d'attribut

fournit l'information sur l'intensité, la zone et le déplacement pour relier ce voxel au

voxel correspondant de l'atlas.

Suite aux calculs des hors normes pour tous les cerveaux de la banque de données,

nous utilisons des algorithmes de classification supervisés pour vérifier la performance

des attributs à séparer ces images en deux classes. Les premiers tests sont effectués

sur les ensembles des ICS (Images des Cerveaux Sains) et ICD (Images des Cerveaux
Diffus), nous obtenons des taux de classification supérieurs à 93%. Puis nous étudions
la robustesse de l'atlas et la sensibilité des tests pour s'assurer de l'exactitude des taux



0
11

de classeinent obtenus.

Par ces expériences, nous avons démontré le potentiel de nos algorithmes à séparer

les deux groupes et nous espérons que ces travaux aideront à faciliter le diagnostic

des patients en médecine nucléaire.

Mots clés

Traitement d'images, Recalage, Flux optique, Classification, SPECT
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Abstract

Due to the nature of SPECT images that are noisy and blurred, it is difficult to

detect abnormalities (Alzheimer disease or related dementia).

This master's thesis analyses 3D brain SPECT images to facilitate the brain clas-

sification in two classes : normal or abnormal. We use notions of image processing

and computerized atlas construction to extract attributes for each voxel. Then, we

give an abnormality index to each brain by counting the number of voxels outside the

normal range of these attributes.

Three algorithms are proposed for intensity correction between two images, optical

flow alignment, and segmentation in three regions : grey matter, white matter, and

other. The attributes provide, for each voxel, information on the intensity, region of

interest, and displacement between the brain voxels and their corresponding atlas

voxels.

After the count of abnormal voxels for each brain in the database, we use super-

vised classification algorithms to evaluate the efficiency of our attributes to separate

the two classes. For two groups, that include volunteers and patients with diseases,

we obtain classification scores above 93%. Finally, we successfully test the robustness

of the atlas and the sensibility of the classification algorithms to validate the previous

results.

In this work, we have shown the potential of our algorithms to classify diffuse brain

abnormality vs. normality, and we hope that this method will eventually facilitate

u
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clinical diagnostic assessment in nuclear médecine.

Key Words

Image Processing, Registration, Optical Flow, Classification, SPECT
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Chapitre l

Introduction

Dans ce chapitre, nous décrivons les problèmes auxquels nous nous sommes intéres-

ses. Nous faisons aussi un bref survol des méthodes d'acquisition d'image numérique

dans le domaine médical. Puis, nous donnons un aperçu des différentes sections de ce

mémoire.

1.1 Problématique et motivation

De nos jours, les médecins requièrent de plus en plus d'information pour analyser

l'état des patients et pour donner les diagnostics les plus justes. L'information provient

de difïérentes sources. Par exemple, lors d'une consultation, le médecin s'informe

sur le bien-être de leur patient tout en faisant une analyse visuelle des symptômes.

Pour approfondir les examens, les médecins font appel à des tests cliniques et, si la

complexité du cas le demande, ils utilisent des moyens de haute technologie comme

l'imagerie médicale.

Les hôpitaux génèrent, en moyenne, 500 000 images numériques par an pour re-

chercher les causes des symptômes des patients [Cha99]. Pour traiter ces images, les
ressources fournies par les ordinateurs sont sollicitées pour :

0



0 CHAPITRE l. INTRODUCTION 2

- faciliter l'acquisition des images bidimensionnelles (2D) et tridimensionnelles

(3D),
- l'affichage des images acquises,

- le contrôle des systèmes d'imagerie,

- le pré-traitement des images originales pour prélever l'information pertinente.

Dans ce mémoire, nous nous concentrons sur les images de cerveaux prises par la

méthode de Tomographie par Emission de Photon unique Contrôlée par Ordinateur

(SPECT1). Ce type d'image sera détaillé à la section 1.2.

Il a été prouvé que l'imagerie SPECT aide les médecins à mieux diagnostiquer la

presence de la maladie d'Alzheimer et de démences connexes (maladie de Creutzfeldt-

Jakob, démence à corps de Lewy, maladie de Pick, démence vasculaire, etc.) [JTD+01].

Néanmoins, les outils de pré-traitement et d'analyse sur les images SPECT des cer-

veaux n'ont pas encore l'efîlcacité désirée pour automatiser le dépistage et pour la

détection de la maladie à un stade précoce.

Au Canada, en 1994, 316 500 personnes âgées de plus de 65 ans étaient touchées

de la maladie d'Alzheimer ou de démences connexes. En 2031, on estime que ce

nombre atteindra 750 000 personnes [VieOl]. Selon une étude réalisée en 1998, les
coûts annuels de prise en charge de chaque cas de maladie d'Alzheimer varient entre

9 451 $ et 36 794 $ selon la gravité de l'afFection [KWOO]. En revanche, il ne faut
pas seulement voir les chifFres, mais les problèmes sociaux qui sont engendrés par ces

maladies. Ces problèmes touchent la dignité de la personne touchée, le désarroi de la

famille, des amis et de la société en général [Lyo95].

C'est pourquoi nous nous concentrons, dans ce mémoire, sur les problèmes qui

enfreignent l'utilisation des techniques informatiques en clinique. Nous étudierons

certaines techniques de traitement d'images pour faciliter la détection des patients à

risque, pour automatiser le processus de dépistage et pour faciliter la détection des

symptômes de ces maladies.

1 Single Photon Emission Computerized Tomography

u



0 CHAPITRE l. INTRODUCTION 3

Les techniques que nous élaborons dans ce mémoire pourront être utilisées en

symbiose avec les nouveaux moyens qui sont offerts aux médecins pour freiner la pro-

gression des dommages attribués à la maladie d'Alzheimer et aux démences connexes

[SpaOl].

1.2 Imagerie SPECT

L'imagerie SPECT, parmi un ensemble de méthodes d'acquisition d'image, est

grandement utilisées dans le domaine médical pour obtenir une image fonctionnelle

d'un organe à un coût raisonnable. Dans cette section, nous décrivons les méthodes

d'imagerie qui sont utilisées puis nous présentons en particulier les principes de l'ima-

gerie SPECT.

1.2.1 Descriptions des méthodes d'acquisition

Pour recueillir de l'information sur la structure ou le fonctionnement des organes

de l'homme, les médecins peuvent utiliser de multiples techniques [Wol93], tel que :

- instruments à rayons X,

- instruments à rayons gamma 7,

- systèmes IRM, soit l'imagerie par résonance magnétique,

- instruments à ultrasons.

Les instruments à rayons X ont été les premiers systèmes à tomographie optique ou

non numérique utilisés en médecine. La tomographie optique, c'est-à-dire non assistée

par ordinateur, est un procédé de radiographie qui permet d'obtenir une image nette

d'un seul plan de coupe d'organe, avec effacement des autres plans [Lar92].

La technique par ultrasons est employée pour mieux percevoir les tissus mous

tel que les muscles, qui sont très peu différentiables par la technique à rayons X.

Cette technique, comparativement aux rayons X, ne bombarde pas la personne, sous

u
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examen, de rayons nocifs. Elle est utilisée lorsque la région à explorer comporte plu-
sieurs organes dont la densité et l'élasticité différent. Néanmoins, dû à la difficulté des
ondes à passer au travers des os, ce type d'imagerie nous est peu utile pour analyser

le cerveau humain à cause de la boîte crânienne [Wol93].

L'acquisition d'images par les méthodes reliées à la médecine nucléaire commencé à
se développer lorsque l'utilisation des ordinateurs a permis de faire de la tomographie
numérique. Nous utilisons cette technique pour étudier les cerveaux dans ce travail.
Cette technique acquiert l'information sur le fonctionnement du corps humain et non

sur la structure de celui-ci. La prochaine section décrit les principes de cette méthode.
Ce type d'acquisition est grandement utilisé pour la détection des problèmes de santé

reliés à des lésions au cerveau [CE91].

La dernière méthode, l'imagerie par résonance magnétique, est la plus récente. Elle

fait maintenant partie de l'arsenal diagnostique courant depuis les années 80. Cette
technique, comparativement aux techniques précédentes, est coûteuse et demande

une paramétrisation avancée pour obtenir l'information désirée sur certaine partie du

corps humain [DBIP94].

1.2.2 Principes de l'imagerie par rayons gamma 7

Dans ce mémoire, nous utilisons les images obtenues par émission de rayons

gamma. La figure 1.1 montre l'appareillage d'un système SPECT typique. Cet appa-
reil a deux détecteurs de radiation situés à 90 degrés l'un de l'autre. Ces détecteurs,

plus connus sous le nom de détecteurs de scintillation, sont situés sur l'image entre les
deux supports circulaires qui aident à les positionner correctement autour du patient

allongé sur le lit qui se glisse à l'intérieur des supports circulaires.

Lors de l'acquisition des données, les détecteurs peuvent se déplacer sur les an-

neaux pour recueillir l'information à des angles différents. Selon la qualité de l'image
que nous voulons obtenir et l'organe à étudier, l'acquisition peut durer de quinze
minutes à une heure.

J



0 CHAPITRE l. INTRODUCTION 5

•

m
ai

li

3iaE
ipa

! •i%
•'s.

IWsii
*

s^
t

f i%

FIG. 1.1 - Appareillage du système SPECT.

Sommairement, les détecteurs de l'appareil captent les rayons gamma (les photons)
d'une substance radioactive injectée dans le système vasculaire du patient. Cette
substance est un traceur radioactif qui doit avoir les propriétés suivantes [Cha99] :

- Il doit émettre des photons d'une énergie allant de 100 à 200 KeV afin qu'ils

soient efficacement mesurés par le détecteur.

- Il ne doit pas contenir de particules alpha (noyaux d'hélium) qui sont très
dangereuses pour le patient et très peu de particules bêta (électrons rapides)
qui sont autant dommageables. Ces deux particules ne contribuent pas à la

formation de l'image.

- Il doit avoir une période de demi-vie appropriée. La période de demi-vie donne

la durée nécessaire pour que la radioactivité diminue de moitié. Cette période

doit durer de quelques minutes à quelque heures, ce qui correspond au temps

d'acquisition de l'image.

Le Technétium-99m répond à tous ces critères, et est le traceur le plus utilisé en

imagerie SPECT.

La mesure de radiation est paramétrisée pour ne tenir compte que des photons

ayant une énergie suffisante pour réduire le bruit relié à l'environnement et pour

0
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éliminer les photons qui ont été déviés de leurs trajectoires. Nous voulons seulement

conserver les photons qui proviennent directement du traceur radioactif.

L'imagerie SPECT acquiert des données sur le fonctionnement d'un organe et non

sur sa structure, car, le traceur doit circuler dans un liquide pour être retenu par les

tissus des organes. S'il y a peu d'émission de rayons gamma dans une zone, alors, cette

partie est peu irriguée. De cette façon, nous pouvons détecter les zones problèmes !

Les avantages de l'imagerie SPECT sont nombreux. Voici les deux points majeurs

qui nous sont utiles [Cha99] :
- Ce système acquiert l'information d'un volume et non de quelques plans. Ceci

rend la localisation anatomique des lésions et leurs analyses plus précises. Si nous

utilisions des plans, il faudrait trouver la meilleure coupe pour mieux analyser

l'organe désiré.

- Cette technique d'acquisition permet d'obtenir plus d'information sur les struc-

tures complexes.

Cependant, les inconvénients sont non négligeables, et typiquement associés à

la qualité de l'image. Les trois principaux facteurs contribuant à ce problème sont

[Nou94] :

- Les processus de rémission radioactive (de rémission des particules gamma)
sont des phénomènes aléatoires.

- La réponse impulsionnelle (PSF) du détecteur dépend de la distance entre la
source et le détecteur. Cette variation de la PSF introduit de la distorsion et

diminue considérablement la résolution.

- Une grande partie des photons sera absorbée par le patient ou n'aura pas

l'énergie limite acceptable.

Ainsi, la dimension des voxels de l'image SPECT est de l'ordre de 4mm x 4mm

x 4mm. La figure 1.2 illustre un exemple d'image SPECT avec une coupe transverse.

Nous apercevons que le bruit et la taille des voxels rend le traitement difficile pour

un médecin qui essaie de déterminer l'état d'un patient.

La figure 1.3 montre un exemple d'un cerveau sous des coupes frontale, transverse

u
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FIG. 1.2 - Huit tranches d'une image SPECT d'un cerveau vu du dessus.

et sagittale ainsi que sa modélisation 3D [MazOO]. Ces images illustrent un atlas
construit à partir d'images IRM.

1.3 Presentation du mémoire

Cette section présente le contenu des prochains chapitres de ce mémoire.

1.3.1 Recherche d'attributs

Pour obtenir l'état d'un patient, nous devons extraire de l'information pertinente
sur ce patient et surtout sur l'organe qui nous intéresse, le cerveau. Pour extraire les
attributs, nous comparons les cerveaux à vérifier avec un atlas de cerveaux sains. Tout
en se restreignant à certaines zones du cerveau (la matière grise, la matière blanche
et le liquide céphalo-rachidien).

u

1.3.2 Création de l'atlas

Pour fin de comparaison, nous construisons un atlas statistique normal avec une
banque d'image SPECT 3D de cerveaux sains. L'atlas contient de l'information sur
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FIG. 1.3 - Vues frontale, transverse et sagittale d'un cerveau et le cerveau modélisé
en 3D (tiré de [MazOO]).

l intensité moyenne et la variance de chaque voxel et sur le déplacement moyen de
chaque voxel lors du recalage des cerveaux sains utilisés pour cet atlas. Ce procédé
est novateur car c'est la première fois qu'un atlas est construit à partir de ce type
d'image et de cette façon. Par la suite, nous faisons une mise en correspondance pour
recaler chaque nouveau cerveau sur l'atlas et pour faire les tests nécessaires.

1.3.3 Méthode de classification

Pour établir le taux de classification en deux classes, sain et malade, nous utilisons
différents tests pour étudier les valeurs des attributs que nous obtenons à l'aide de
notre méthode. Nous utilisons :

- Le test t de student, le test F et le test d pour visualiser la séparabilité des
attributs en deux classes.

J
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- La courbe ROC2, une méthode couramment utilisée dans le domaine médical,

est employée pour étudier le taux de vrai-positif, faux-positif, vrai-négatif et

faux-négatif selon des seuils sur les attributs qui les divisent en deux classes.

- Les classifieurs de distance minimum et de Bayes avec modèle gaussien pour

obtenir un taux de classification pour chaque attribut.

Par la suite, nous discutons des problèmes de classification dus à la sensibilité de

notre algorithme sur les données.

J
2Receiver Operating Characteristic
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Chapitre 2

Observations et traitement des

données

Ce chapitre explique les méthodes que nous avons employées pour automatiser

la tâche de classification des cerveaux en deux classes, soit sain ou malade. Nous

décrivons les données sur lesquelles les tests sont efTectués. Puis, nous survolons les

diverses méthodes de mise en correspondance et nous décrivons l'algorithme que nous

utilisons pour faire les correspondances. Nous présentons également un algorithme de

segmentation parmi un ensemble de modèles existants qui divise le cerveau en régions.

Par la suite, nous introduisons les notions sur les atlas statistiques pour comparer

les cerveaux à vérifier avec une banque de cerveaux sains. Pour finir, nous évoquons

les algorithmes de classification utilisés pour déterminer l'état des patients.

u

2.1 Description des données

Pour vérifier la performance de notre algorithme, une banque de 65 cerveaux fut

utilisée. Les cerveaux de cette banque de données se divisent en quatre groupes : les

normaux (21), les diffus (24), les négatifs (12) et les focaux (8). Pour simplifier la
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nomenclature des types de cerveaux, nous utilisons les termes ICS pour les images

des cerveaux sains ou normaux, ICD pour les images des cerveaux diffus, ICN pour

les images des cerveaux négatifs et ICF pour les images des cerveaux focaux.

Nos techniques fonctionnent sur une base intra-modalité et inter-patient. Ceci

signifie que les instruments d'acquisition et les paramètres de configuration de ces

instruments sont les mêmes pour toutes les acquisitions faites sur chaque patient et

que les patients sont comparés entre eux.

Les ICS proviennent d'acquisitions sur des volontaires afin d'avoir une base sur

laquelle nous pratiquerons les comparaisons. Cette base de cerveaux permet de créer

l'atlas statistique définissant le cerveau moyen. Les ICD et ICN proviennent de pa-

tients qui furent testés pour valider la présence de lésions associées à la maladie d'Alz-

heimer ou d'une démence connexe. Les ICD et ICN furent classées en deux classes

suite à l'analyse des professionnels du domaine. Les ICD ont été testées positifs et

les ICN ont été testées négatifs. Les ICF montrent des exemples de cerveaux atteints
d'une tumeur.

Suite à la création de l'atlas, les cerveaux à tester sont recalés sur l'atlas et com-

parés avec celui-ci. Nous travaillons seulement sur le perfectionnement de la classifi-

cation entre les volontaires et les diffus. Nous n'étudions pas les ICF car la détection

de tumeurs sur une image se fait rapidement et sans problème par l'analyse d'un

médecin. Ni les ICN, car ces images proviennent de patient malade mais sans lésion

visible par un médecin. Donc, la différence entre les groupes ICN et ICD se détecte

plus difficilement.

Il est important d'indiquer que le nombre d'images sur lesquelles nous travaillons

est très limité. Idéalement, pour construire un atlas de bonne qualité, il faudrait

utiliser une plus grande banque de cerveaux normaux (> 100). Malheureusement, cela

est difficile compte tenu que nous travaillons sur des cerveaux humains.

L'analyse du taux de classification dépendra de cette limitation.

J
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2.2 Traitements des données

Cette section présente les algorithmes de normalisation d'intensité, de mise en

correspondance ainsi que de segmentation.

2.2.1 Normalisation de l'intensité

Avant de procéder à la mise en correspondance, il faut s'assurer que les intensités

des cerveaux à recaler soient équivalentes. Ce critère correspond à un des critères prin-

cipaux à contrôler avant de débuter le recalage. Sinon, cette mise en correspondance,

qui s'effectue en fonction de l'intensité de chaque voxel sera erronée [Hor86].

Etant donné que les images sont de type intra-modal, nous construisons un his-

togramme joint de deux images. Sur cet histogramme, nous évaluons la correction

linéaire à effectuer sur l'intensité d'une de ces images. Une régression linéaire est

appliquée sur l'histogramme joint pour trouver la ligne qui divise le mieux celui-ci.

La figure 2.1 montre ce que nous obtenons suite à une normalisation appliquée

sur la deuxième image pour obtenir une intensité équivalente. Selon [GMT99], cette
technique aide les mises en correspondance à mieux fonctionner.

La correction de type linéaire suffit visuellement à palier la différence d'intensité

entre nos images et pour poursuivre la mise en correspondance. Mais, il existe des

techniques de correction d'intensité adaptative ou non linéaire qui permettent de

calculer le changement d'intensité entre deux images de modalités différentes, ce qui

aide les mises en correspondance d'images de natures différentes [GRNA01].

u

2.2.2 Mise en correspondance

Cette section explique les techniques de mise en correspondance utilisées pour

adapter toutes les images de cerveaux afin de permettre une comparaison efficace
entre celles-ci.
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FIG. 2.1 - Correction d.intensité. La figure montre l.image oble et l'image a corrige.Le"graPhe de'rhistogramme joint et l'image résultante suite à la correction (adapté
de [GMT99]).

Pour fin de comparaison, les cerveaux doivent occuper relativement le même espacedans7image3D. Or, comme la procédure d. acquisition des images de cerveaux et^lafoTmed'eTœrveaux ne sont pas identiques d'un patient a un autre, l.étape de te miseen"œrresponda,ce est critique et doit être réalisée av.Bt l-extractio. des attnbuts sur
ces images.

Dans k domaine médical, la nature des méthodes de mises en »"espond^nœ^ed^ en deuïgroupes : ils sont soit de nature extrinsèque ou intrinsèque [Gu>99].
J
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La première façon requiert l'application de marqueurs à des endroits stratégiques et

facilement repérables sur l'image de l'organe à étudier. La deuxième façon fonctionne

seulement sur l'information acquise à partir de l'image, ces méthodes construisent des

repères à partir de divers moyens [MV98], tels que :

- Formes anatomiques et géométriques : Cette technique étudie les formes de l'or-

gane pour délimiter des régions similaires entre les images à recaler. Les repères

sont manuellement déterminés par un technicien CMGV96 ou automatique-

ment par un algorithme de traitement d'image [Thi96].

- Segmentation : Cette technique procède par un pré-traitement des images à re-
caler. Suite à ce pré-traitement, des algorithmes de mise en correspondance de

contours ou de surfaces peuvent parvenir à bien aligner les organes [And95][ASV95].
- Luminosité : Cette technique élabore plusieurs stratégies pour faire la correspon-

dance entre deux images en tirant profit de l'information sur la luminosité des

formes, dans le but de modifier l'image pour la superposer sur une autre image.

Les stratégies touchent les méthodes d'inter-corrélation [CNPE94], reliées au
domaine de Fourier [WRHM96], d'entropie relative [VI95], de changement de
signe [VL84], de flux optique [BTHS95] [MGJ+96] et beaucoup d'autres [MV98]

Nous utilisons la dernière méthode pour faire la correspondance entre deux images,

et plus précisément celle décrite par [BTHS95] et [MGJ+96] qui fait appel à la notion
du flux optique.

Le domaine de l'application de la modification caractérise une autre méthode

sur laquelle nous pouvons regrouper les techniques de mise en correspondance. La

région peut affecter un voisinage restreint d'un voxel (locale), ou englobe toute l'image

(globale).

Les sections 2.2.2.1 et 2.2.2.2 développent les deux techniques de mise en corres-

pondance que nous utilisons.

u
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2.2.2.1 Recalage avec méthode affine

Avant de construire un atlas statistique avec les ICS, nous alignons les images par

une opération affine et globale [BTHS95]. L'équation 2.1 énonce l'opération de base
qui constitue le recalage avec méthode affine.

f.,}
V2

Zî

^y

/

\

ail +1 ai2 013 014

a-21 "22 + l "23 "24

"31 0-32 0-33 + l "34

0001

\

/

x

f.,}
yi

Zl

^}

(2.1)

Où (a;2,2/2,^2, l) et (a;i,?/i,2;i, 1)T sont la représentation des voxels de l'image
recalée et des voxels de l'image originale. Pour déchiffrer les paramètres aii,..., 034,

nous utilisons les intensités des voxels des images et de manière itérative, nous adap-

tons les paramètres aii,..., 034 pour diminuer l'erreur quadratique moyenne entre les

intensités de l'image recalée et l'image cible (sur laquelle on recale). Cette technique

est basée sur la notion du flux optique [Hor86j.

Flux optique

L'analyse du flux optique consiste à déterminer le déplacement d'une forme entre

deux images en fonction de la luminosité de celles-ci. Quatre critères cernent les

contraintes à satisfaire pour bien estimer le mouvement :

- La variation de l'intensité entre voxels voisins est graduelle.

- La luminosité entre les deux images est équivalente.

- Les surfaces des formes sont de type lambertien (non spéculaire) [TV98].
- Le déplacement de l'objet entre les deux images n'est pas trop grand.

Les articles de [BFB94] et [BB95] font un survol des algorithmes de flux optique.
Ils les testent sur divers types d'images qui ne répondent pas à tous les critères décrits

ci-haut car, ces quatre critères ne sont généralement pas simultanément respectés. Le

flux optique se calcule de quatre manières :

u
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La technique différentielle : Cette technique extrait les dérivées des images pour

déterminer la vitesse du changement entre celles-ci. Avec contrainte de lissage,

ces techniques récupèrent très bien le mouvement entre deux images lorsqu'il n'y

a pas de discontinuités ou de grandes surfaces d'intensité uniforme sur l'objet.

Les auteurs qui se sont attaqués au calcul du flux optique par cette méthode

sont nombreux. Nous citons ici les articles que nous étudions. Horn & Schunck

[HS81] procède par une méthode itérative qui minimise :

(VJ • v + It)2 + a2(|Vu|2 + |Vv|2 + |Vw|2) drc d2/ dz (2.2)
D

Le terme l est l'abréviation de /(x, t) ou l'intensité de la deuxième image à x =
(x, y, z)T. J(x, 0) est l'intensité de la première image. 4 est la dérivée partielle
de I en t. VJ signifie (/a;, /y, J^)T. v correspond à (u, f, w)T où u,v et w donne
la vitesse ou le déplacement de chaque voxel entre les deux images. Vu, Vr et

Vw sont les dérivées des vitesses qui sont utilisées comme contrainte de lissage.

Puis, D est la superficie totale de l'image à recaler. Et finalement, a donne la

pondération à appliquer à chaque composante de l'erreur. Cette technique sera

décrite plus en détail à la section 2.2.2.2. Lucas & Kanade [LK81] fonctionnent
par une minimisation de l'erreur quadratique moyenne sur la dérivée du premier

ordre dans un voisinage restreint.

La formule que Lucas & Kanade minimisent est :

^TV2(x)[V7.v+4]
xen

2 (2.3)

Cette sommation englobe un voisinage f2 de voxels de taille nx n >. n etW(x)

applique un poids à chaque voxel de ce voisinage. Cette technique ne prend pas

un critère de lissage global pour déterminer le déplacement d'un voxel.

Il existe une variante de l'algorithme de Horn & Schunck, Cornelius & Ka-

node [CK83]. Cette méthode adapte le champs de déplacement sur l'objet en

u
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considérant un facteur de variation de l'intensité. Cette technique minimise :

(Jr - VZ .v- It)2 + a2(|Vu|2 + |V^|2 + |Vw|2)
D

,91.^2(©^(
\^Qx

QIr-^î (^T_\2
(2.4)

v9z)
dx dy dz

^Qy'

Où f3 établit l'importance allouée au respect de la luminosité de chaque image

et IT est la dérivée ordinaire de l en fonction de t.

- La technique de correspondance par régions : Cette technique fait usage de la

somme des différences au carré (SSD) pour comparer deux régions à corres-

pondre. L'article de [Ana89] utilise cette méthode avec une approche pyrami-

dale pour chercher des sauts de plus de l voxel. Cependant, selon [BFB94], cette

technique est moins performante que la première.

- La technique basée sur l'énergie : Cette technique est basée sur l'analyse des

fréquences dans le domaine de Fourier. Des filtres d'énergie de Gabor extraient

l'information désirée [Hee88j. Malheureusement, cet algorithme nécessite une

bonne approximation sur le déplacement lors de l'initialisation, sinon, elle ne

convergera pas vers une solution plausible.

- La dernière technique est basée sur les phases : cette technique fait usage de

filtres par bande (passe bas,passe haut, passe bande) pour extraire les contours.

Par méthode de seuillage sur les images filtrées, il est possible de déterminer le

déplacement dans une séquence d'images en temps réel [WWB88]. Nous n'uti-

lisons pas ce modèle car nous travaillons sur des images statiques.

Nous utilisons la méthode de Horn & Schunck pour le recalage non-linéaire de

la section 2.2.2.2 et une version simplifiée pour le recalage avec contrainte linéaire

parce que nos images répondent aux quatre critères : la variation de la luminosité est

graduelle, la luminosité entre les deux images est équivalente suite à une adaptation

de luminosité, il n'y a pas d'effet spéculaire et les déplacements entre les images sont

minimes.

J
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Pour revenir à notre algorithme de mise en correspondance linéaire, on pose

f{x, y, z) comme l'image cible et m{x, y, z), l'image à recaler. Nous posons l'hypothèse
que ces images sont identiques à une image paramétrisée par le temps, g(x, y, z,t) (ce
qui équivaut à I{'x,t) défini précédemment). A deux périodes de temps différents,
nous obtenons les égalités qui suivent :

f(x,y,z)= g(x,y,z,t) (2.5)

m(x,y,z)= g(x,y,z,t+/\t) (2.6)

Par le suivi des points de fÇx, y,z) h t-\- A^, nous obtenons :

f(x, y, z) = g(x + Aa;, y + Ay, z+/\z,t+ A<)

Le développement de 2.7 par une série de Taylor du premier degré donne :

(2.7)

u

g{x + Aa;, i/ + Ay, -z + A^,^ + AA)

.^y^.^).^).^)^^)
(2.8)

.9x^ ' ~v\Qy^ ' "~\Qz) ' ~"\9t.

Selon l'hypothèse que l'image m est l'image / déplacée, les valeurs de g{x-\-^.x, y+

A?/, z + A-z, ^ + Aï) et 5r(a;, y, z, t) sont identiques, alors l'équation 2.8 revient à :

o-AÏ(jj)^"(|)—^)^((l) <2-9'
Puis, en posant Qg 9t ^ (m — /)/Ai, Aa; = 2:2 — 3;i, 99/9x\t=o = 9f/9x et en

combinant avec l'équation 2.1, nous arrivons aux égalités suivantes :

/—œ-^^)^z(i) (2.10)
Of

/ = m + (anx + a^y + 0132; + au) T,-

+ (02l2; + 0222/ + a^Z + 024)-?,-

+ {asix + ass?; + 0332; + a34)^

(2.11)
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Cette équation a 12 inconnues et étant donné que celle-ci s'applique sur chaque

voxel, il reste à solutionner l'ensemble surdéterminé d'équations par un algorithme de

decomposition en valeurs singulières [PFTV88].

Pour diminuer le problème de l'interpolation intermédiaire entre itérations, nous

construisons toujours l'image de la dernière itération à partir de l'image originale.

Par exemple, si nous itérons trois fois, nous multiplions les matrices affines ensemble,

produisant une opération affine globale FvDFHQO . Les équations 2.12, 2.13 et 2.14
illustrent ces opérations pour un voxel avec coordonnée P = {x,y,z, l). L'annexe A
explique en détail les méthodes d'interpolation utilisées.

p/ = Al .p

p" = As. p'

P'" = A, • P"

=^P"=(A2.Ai).P

=»P'"=(A3.A2-Ai).P

(2.12)

(2.13)

(2.14)

Le tableau 2.1 résume la mise en correspondance affine appliquée sur les ICS pour

qu'elles soient relativement similaire (de même taille, orientation et position) avant
la création de l'atlas et l'extraction des attributs.

La prochaine section décrit la mise en correspondance non linéaire et illustre les

images obtenues suite à un recalage de type linéaire et non-linéaire.

2.2.2.2 Recalage avec méthode non linéaire

La mise en correspondance non linéaire intègre la notion du flux optique pour

construire le champ de déplacement afin de faire la correspondance. Notre méthode

est basée sur celle présentée par Horn & Schunck.

Nous prenons encore la même nomenclature, soit fÇx, y, z) l'image cible, m{x, y, z)
l'image à recaler et g{x, y, z, t) l'image reliée au temps. Lorsqu'une forme se déplace,

la luminosité de chaque point doit rester constante, dg dt = 0. En utilisant la dérivée

J
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Algorithme de mise en correspondance affine

• Initialisation :

o Calculer toutes les dérivées partielles en x, y et z de /.

o Initialiser 1'image intermédiaire m^ avec l'image m.

o Initialiser les (aii • • -034) t0' à 0.
• Calcul itératif : déterminer (aii • • -034)^

o Construire un système linéaire à partir de l'équation 2.11 et tous les voxels

de / et mM.
o Solutionner ce système linéaire.

o Calculer l'opération affine globale en ajoutant la modification locale

(air-^34)[p+l].
o Interpoler l'image intermédiaire m^-r±J.

o Continuer tant que (aii • • • 034) tp+1^ 7^ (0 • • -0).

TAB. 2.1 - Algorithme de mise en correspondance affine

en chaîne, cette égalité devient :

Qg_d^ Qg_d/y_ 9g_d^ Qg_ ^
9x dt ' Qydt ' Qz dt ' 9t

En posant u = dx/dt, v = dy/dt et w = dz/dt, nous obtenons :

g^u + gyV +g^w+gt=0

(2.15)

(2.16)

Où gxi gy , gz et gi sont les dérivées partielles en fonction de x, y, z et t respecti-
vement. Toutefois, nous ne pouvons pas maintenir dg/dt à 0, alors nous minimisons

l'erreur Cd définie par l'équation 2.17. Cette équation donne la première contrainte à

verifier.

£d = 9xU + gyv + g,w + ^ (2.17)

Cette première contrainte établit le lien entre un voxel de l'image / et l'image m.

Il reste à établir la deuxième contrainte qui contrôle l'erreur sur le lissage.

J
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Le lissage correspond à appliquer un critère de similitude sur le vecteur de déplacement

entre voisins. Horn & Schunck élabore l'erreur sur la divergence des déplacements

entre voisins en fonction des u, v et w obtenus. L'équation est :

^
2 f9u\ï , ^9u^2 ^ fQu\^l'=(~9î) +(?y) +©4

(E)2-d)2^ (E)2-
f9u^\2 (Qw_\2 ^ f9w^2
^.'9x) + (~9y) + [~9z)

(2.18)

En combinant Cd et 5,, nous obtenons l'erreur globale à minimiser sur l'image :

///-£^ + a^ezs dx dy dz (2.19)
D

Où a est le poids donné au lissage versus le bon déplacement pour chaque voxel.

L'équation 2.19 équivaut à l'équation 2.2 donnée lors de l'explication du flux op-

tique. Par calcul de variation et en utilisant un modèle itératif, nous trouvons les

déplacements de chaque voxel Hor86 . Les équations qui suivent donnent le calcul
à effectuer à chaque itération dans le but d'atteindre l'erreur minimale de mise en

correspondance :

up+1 =up- 9I^9XU[ + 9yvp +_^wp+^)uf

w

^2+^+^+^2
9y(gxUP + 9yVP + g,wp + gt)

a2+^+p,2+^2

,p+l ^^p_ 9z{9xUP + 9yVP +gzwp+ gt)

v?+1 =vp-

a,2 i2 i2+^+^+5.'

(2.20)

(2.21)

(2.22)

Où \esu, v et w sont des filtres moyens définis par une matrice de 3x3 x 3.

L'algorithme débute avec des u, v et w initialises à zéro. Le tableau 2.2 résume la

mise en correspondance non-linéaire.

u
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Algorithme de mise en correspondance non-linéaire de type Horn &

Schunck

• Initialisation :

o Calculer toutes les dérivées partielles en x, y, z et t

o Initialiser les champs de vitesse v = [u, v, w) à (0, 0, 0).
• Calcul itératif : déterminer v^

o Appliquer le filtre moyen sur v^ pour obtenir vM
o Calculer vlp+l} a l'aide des équations 2.20, 2.21 et 2.22

o Recommencer tant que le nombre d'itérations maximal n n'est pas atteint

ou y[p+1] 94 v^.

TAB. 2.2 - Algorithme de mise en correspondance non-linéaire

Les figures 2.2 et 2.3 illustrent les résultats obtenus suite à l'application des

recalages. La figure 2.2 montre trois images de mosaïques avec des tuiles horizon-

tales de dimension 6 pixels par 64 pixels où on alterne les tranches transverses de

l'image cible et de l'image recalée. Cette façon permet de voir la différence entre deux

images en affichant les discontinuités entre les formes de chaque images. La première

donne la mosaïque entre deux images de cerveaux différents. Nous constatons une

grande différence d'une tuile à une autre par des coupures prononcées. La deuxième

image présente la mosaïque des deux cerveaux avec l'application d'un recalage avec

contrainte affine. Puis, la troisième mosaïque illustre le résultat obtenue suite à une

mise en correspondance non-linéaire. Nous remarquons que les coupures entre les

tuiles diminuent grandement lorsqu'il y a application d'un recalage non linéaire.

La figure 2.3 affiche la différence entre deux images de cerveaux en fonction du

recalage appliqué. La première image montre la différence des deux cerveaux sans

mise en correspondance. La deuxième image révèle la différence suite à une mise

en correspondance affine. Puis la troisième image présente ce que nous obtenons

après un recalage non linéaire. Le gris à 50% indique une difïérence d'intensité de 0

entre les deux cerveaux. Le noir affiche des différences négatives et le blanc affiche
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des difTérences positives. Le tableau 2.3 donne la moyenne, le maximum positif et

le maximum négatif de la variation en intensité des voxels suite à chaque type de

recalage.

type de recalage moyenne maximum positif | maximum négatif

sans recalage

recalage linéaire

recalage non-linéaire

8.90

3.89

2.08

218

109

50

228

106

36

TAB. 2.3 - Variation en intensité selon le type de recalage utilisé.

Notons qu'une procédure de post-traitement de rehaussement de contraste a été

appliquée sur les figures 2.2 et 2.3 pour mieux percevoir les détails. De plus, l'intensité

de la figure 2.3 a été multipliée par deux pour mieux afficher les faibles variations.

u
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FIG. 2.2 - Mosaïques combinant deux images sans recalage, avec recalage linéaire et
non-linéaire.



0 CHAPITRE 2. OBSERVATIONS ET TRAITEMENT DES DONNÉES 25

^

^

•lBl
iSI

• • • •
•

îsf^•

n
El

•l 1t
1

a

•

• ^

Ill

s Bîim IS
«fi

a

SI e s.

—s

•
•
mm iiBin1

s

l

•
•

s
a •ai

• •a St»
•

1 9 • s
M an •sma
SI

a

IS
m

-Mï

• s.
•

a!|I

•

FIG. 2.3 - Différences entre deux images sans recalage, avec recalage linéaire et non-
linéaire.
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2.2.3 Segmentation

Cette section décrit la technique utilisée pour restreindre le traitement à exécuter
pour extraire l'information sur un cerveau. Une image SPECT a 643 voxels, mais,
un cerveau occupe moins de 25% du volume. A l'aide des techniques de segmenta-
tion, nous travaillons seulement sur le volume d'intérêt, c'est-à-dire, les voxels qui
contiennent de l'information sur le cerveau.

La complexité de la segmentation peut passer d'une méthode simple, soit l'utili-
sation d'un seuil, à une méthode de subdivision complexe du cerveau. La méthode du
seuil consiste à déterminer le contenu d'un voxel selon son intensité. Si son intensité

est supérieure au seuil, alors ce voxel est inclus dans le cerveau, sinon, il ne fait pas
partie de celui-ci. L'article de [KLLP99] utilise une segmentation complexe du cer-
veau pour déterminer leurs zones d'intérêt. La figure 2.4 montre le masque utilisé et
une tranche avec délimitations des zones. Cette segmentation requiert une méthode
d'alignement entre le masque et l'image à segmenter.

•Wll^'w
le-

FIG. 2.4 - Masque complexe pour établir les zones d'intérêt et une coupe de ce masque
appliqué sur une image de cerveau (adapté de [KLLP99]).

u

Notons qu'une segmentation complexe augmente la précision du traitement si nous
connaissons à l avance les zones touchées par la maladie. De cette façon, les analyses
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sont plus approfondies sur ces zones.

Pour nos travaux, nous utilisons un modèle intermédiaire qui ne demande aucune

interaction avec un technicien. La méthode utilisée est celle décrite dans l'article

[MMSJOlj. Cette technique fonctionne en deux étapes. Premièrement, une estimation
des paramètres des fonctions décrivant chaque zone est calculée et deuxièmement, une

segmentation 3D markovienne en fonction des paramètres trouvés est exécutée sur

l'image à traiter.

Ce modèle permet de diviser l'image en trois zones :

l. matière grise,

2. matière blanche,

3. liquide céphalo-rachidien et le fond combinés.

Les deux prochaines sous-sections décrivent la méthode définissant les frontières

de chaque zone et la méthode de segmentation automatique.

2.2.3.1 Estimation des paramètres

Pour déterminer l'appartenance d'un voxel à une classe, nous utilisons une stratégie

bayésienne afin de délimiter les frontières entre chaque classe [Mig98].

La loi de Bayes,

Px\y(x l y) =
Py\x{y \ x) • Px{x)

Py[y}
(2.23)

où ^C = {X s, s e 6'}, un vecteur de variables aléatoires représente ici le champ des
étiquettes ou l'information que l'on cherche, i.e. l'étiquette de l'ensemble des sites

(ou voxels) s de 1'image défini sur une grille cubique 6' et Y = {Ys, s G 5'}, un vec-
teur de variable aléatoire, le champ d'observation (image originale). La vraisemblance

Py\x{y l 3") caractérise les modèles de variation de l'intensité de chaque zone. Norma-
lement, PY\x(y \ x) est modélisée par des lois statistiques et les paramètres de ces lois
sont estimés d'après la distribution des intensités observées. La distribution a priori

u
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Px(x) modélise les propriétés du champ d'étiquettes qui est défini par une distribu-
tion de Gibbs [GG84][CG92]. C'est Px(x) qui permettra d'introduire des contraintes
d'homogénéité sur le champ d'étiquettes.

Nous estimons le mélange de ces lois statistiques qui représente les fluctuations

d'intensité de chaque région ou l'histogramme de cette image.

Modèles

Comme nous divisons l'image en trois classes, l'ensemble des valeurs possibles

pour chaque Xs, i.e. Xg est {eo = liquide céphalo-rachidien et le fond, ei = matière
blanche, 63 = matière grise}. L'ensemble des valeurs possibles pour chaque variable
aléatoire Vs, i.e. y s est l'ensemble de toutes les intensités possibles pour un voxel, soit

{0,..., 255}. Nous utilisons deux lois statistiques différentes selon la classe.

- Pour la classe eo, on modélise Py,|x,(?/s | eo) par une loi exponentielle afin de
tenir compte du bruit de Poisson inhérent au processus de l'imagerie SPECT

[CDM90]. Les paramètres de la loi sont :

^ = {a}

<?(y;^o)=^exp(-^)oùy>0

(2.24)

(2.25)

- Pour la classe Ci et 62, on modélise -Py^x^î/s l Ci) et Py,|^(?/s | 62) par des
lois gaussiennes. Ces distributions permettent d'obtenir de bons résultats pour

décrire la luminosité des régions de matière blanche et de matière grise du

u
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cerveau [MMSJ01]. Les paramètres de chaque loi sont :

29

$ei

£(y;^=

={/^l^l2}

l

<?(?/; ^J=

27TCTi

^62 = {^2,CTJ}

l

exp
v^__^v
2 Y ai y

27TCT.
exp

2

^ (y- ^î\
:2\ 02 }

2^

(2.26)

(2.27)

(2.28)

(2.29)

D'autres lois de natures difTérentes telle que la loi de Rayleigh décalée et la loi

de Weibull [SMCT96] existent pour mieux modéliser la luminosité des régions. Ce-
pendant, pour nos images, à cause de l'importance du bruit relié au processus de
formation de celles-ci, nous nous sommes concentrés sur des modèles plus simples à

paramétriser.

Voisinage

Pour tenir compte des propriétés markoviennes de l'étiquetage de l'image seg-

mentée, nous exploitons la connaissance de l'étiquette des voisins du voxel concerné

par un modèle de voisinage tridimensionnel isotropique d'ordre un. La figure 2.5

illustre le voisinage utilisé. En raison de cette modélisation a priori, la distribution

Px(x) s'écrit de la façon suivante :

Px{x) = ^exp ( - ^ /3^(1 - 5(xs, Xt))) (2.30)
<s,t>

où Z est une constante de normalisation. Cette sommation s'exécute sur toutes

les paires de voisins (toutes les cliques) reliant le voxel central et ses voisins. f3st est le
paramètre qui donne le poids de la clique selon l'axe horizontal, vertical ou transverse.

Pour nos images, nous choisissons un poids égal, soit Pst = l et 5(,) est le delta de
Kronecker.

u
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FIG. 2.5 - Structure de voisinage 3D utilisé.

Recherche de $

L'estimation des paramètres, $ = {$eo> <î>ei; ^62}; Pour définir la forme de chaque
loi de distribution peut se faire de façon locale, c'est-à-dire en considérant chaque voxel

de l'image indépendant l'un de l'autre, ou de façon globale en prenant en considération

le caractère markovien du champ d'étiquettes X [Mig98].

Deux algorithmes locaux utiles pour segmenter une image sont les algorithmes

K-moyennes et EM1 [Bis95j. L'algorithme K-moyennes fonctionne par agglomération
ce qui génère une partition grossière de l'image en un nombre de classes voulu. L'algo-

rithme EM est une méthode d'estimation qui calcule les paramètres <Ï> au sens du MV2
selon une loi pré-définie. Le plus souvent, c'est un mélange de loi gausienne bien que

cet algorithme a été généralisé dans le cas de l'estimation d'un mélange de d'autres

lois comme un mélange de lois de Rayleigh [SMCT96]. Ce processus est également
utilisé pour la classification. Malheureusement, ces méthodes n'utilisent pas le ca-

ractère markovien posé a priori de notre champ d'étiquettes. De plus, K-moyennes

ne fonctionne pas pour estimer les paramètres d'un mélange de lois statistiques.

L'algorithme global que nous utilisons pour estimer les paramètres <î> est l'algo-

rithme ECI3 [Pie94]. Cet algorithme itératif converge vers la meilleure approximation
1 Expectation Maximization
2 Maximum de Vraisemblance
3Estimation Conditionnelle Itérative

u
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du vecteur de paramètres $, au sens de l'erreur quadratique moyenne. La meilleure

approximation au sens de cette erreur est aussi l'espérance conditionnelle. Etant donné

que cette espérance conditionnelle dépend de ^optimal (les paramètres représentant la
segmentation ideal, donc de nature inconnue), nous utilisons l'approche itérative :

^+^=E^{X,Y)\Y=y]

= ^{X,Y)P^y{x\y)dx
(2.31)

(2.32)

où Ep est l'espérance conditionnelle correspondante relative au paramètre <î>^ obtenu
à l'itération précédente et $(X,V) est l'estimateur des données complètes

Algorithme ECI

• Initialisation :

o Déterminer les valeurs initiales pour les paramètres $N
• Calcul itératif : Calcul de $tP+1] à partir de 1>M

o Simulation de n réalisations (a;(i),..., a;(n)) de X selon la distribution a pos-
teriori PX\Y,^(,X \ y, ê^) grâce à l'échantillonneur de Gibbs et sur la base de
$[?].

o Utilisation des estimateurs MV sur les images segmentées obtenues et l'image

originale pour calculer $[p+l] par la relation :

ê^=^[é(^)^)+...+ê(^,y)]

o Continuer tant que $[p+l] ce è^

TAB. 2.4 - Algorithme ECI

Le tableau 2.4 résume la procédure ECI [Pie94][Mig98]. Les paramètres initiaux
^>N doivent être assez proches de ^optimal- Nous établissons IÎ>N à partir d'une es-
timation au sens MV des paramètres <î> sur une segmentation grossière donnée par

une estimation manuelle des proportions des trois classes [MMSJ01]. Les estimateurs
^{X, Y) sont établis sur la segmentation obtenue à l'itération p précédente et calculés
au sens du MV selon la loi statistique utilisée pour chacune des classes.
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L'estimateur au sens MV du paramètre de la loi exponentielle (^eo) est :

32

l ^
âMy= ~N^yi

t=l

(2.33)

Pour les paramètres associés aux lois gaussiennes ($ei et ^02) ^ on utilise les esti-
mateurs empiriques suivants, optimaux au sens du M.V :

AtMV
ly=^y-

l VA-
â2Mv = ^v—Y ^yi ~ ^My)

(2.34)

(2.35)

Afin de réduire le temps de calcul, nous réalisons une seule simulation (n = l).
Selon [BPP93] cette stratégie n'altère pas la qualité de l'estimation justifié du fait du
grand nombre de voxels utilisés par les estimateurs MV et de l'ergodicité de l'image
considérée.

Histogramme
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FIG. 2.6 - L'histogramme d'une image de cerveau avec le mélange des lois de distri-

bution estimées par l'algorithme ECI.
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La figure 2.6 montre l'histogramme de l'image du cerveau de la figure 2.7 par
la ligne solide, ainsi que les mélanges des lois statistiques des trois classes dont les

paramètres ont été estimés par l'algorithme ECI. L'algorithme ECI itère environ 25
fois pour atteindre la stabilité des paramètres de chaque classe. Le tableau 2.5 indique

les paramètres obtenus qui seront utilisés pour chacune de ces lois pour segmenter la

première image de la figure 2.7.

classe l proportion | paramètre l | paramètre 2

eo

ei

62

0.55

0.12

0.33

ueo = 5.94

^ = 56.5

^ = 154.7

a^ =509.9
a^ = 1091.6

TAB. 2.5 - Les paramètres obtenus suite à l'estimation des densités de probabilité

obtenue par l'algorithme ECI.

2.2.3.2 Segmentation markovienne

Pour segmenter une image, il faut estimer un ensemble de variables aléatoires Xs

(les étiquettes) à partir d'observations Ys (les intensités de chaque voxel). Une seg-
mentation bayésienne considère comme critère d'estimation le critère de minimisation

de l'espérance d'une fonction de coût relié aux observations [Mig98] :

x = arg min E[C{X, x)\Y =y}
x

(2.36)

Où X = {Xs,s e S} est la solution exacte et C(X,x) retourne le prix à payer
lorsque nous choisissons x. Nous utilisons l'estimateur MAP4 associé à la fonction de
coût :

C{X,x)= l-0x[x) (2.37)

Où Sx(x) est la masse de Dirac en X. Cette fonction de coût retourne l pour tout x
4maximum a posteriori

0
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différent de X. L'équation 2.36, en fonction de l'estimateur MAP, devient :

XMAP = argmjn <^ ^ C{X,x'} • Px\Y{x' \ y}
x'çE

= argmin{l - Px\Y(x \ y)}

=argmax{P^|y(a; | y)}

34

(2.38)

(2.39)

(2.40)

Où E est l'ensemble de toutes les configurations possibles. Le MAP se résume

à choisir x qui maximise Px\y(x \ y)- Un inconvénient de cette méthode est relié
au calcul de la solution optimale. Ce calcul direct nécessite 3 comparaisons pour

déterminer la meilleure classe pour chaque voxel de l'image volumique de grandeur 64

avec trois classes possibles. Néanmoins, avec la règle de Bayes, on peut transformer

1'equation 2.40 par :

x MAP = aTgma,x{Px{x) • PY\x{y \ x}} (2.41)

En utilisant U(x), la somme des potentiels locaux sur les cliques, on pose Px{x} =
^•exp ( — ?7(rc)) où Z est une constante de normalisation et en notant V{x^y) =
-ïïiPY\x(y l x) [Bes86][Mig98], on obtient :

U(x)= ^^(1-5(^,^))

XMAP = arg max <] ^ exp - (U{x~) + V(a;, y)

= &ïgmm{UÇx) + y(a;,?/)}

(2.42)

(2.43)

(2.44)

Il reste à solutionner l'équation 2.44 qui consiste à résoudre un problème d'opti-

misation classique (mais NP-complet). Il existe plusieurs méthodes tel que l'ICM5 et
le RS6.

5Iterated Conditional Modes
6Recuit Simulé

0
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L'algorithme ICM est une technique déterministe qui fonctionne bien lorsque nous

débutons avec une image segmentée proche de celle voulue [Bes86]. Selon les tests
expérimentaux de [MMSJ01], l'algorithme ICM donne des résultats satisfaisants dans
le cadre de la segmentation des images SPECT, de ce fait, l'usage d'algorithmes plus

perfectionnés et plus coûteux en temps de calcul tel que le RS n'est pas justifié. Le RS

intègre une composante stochastique pour rechercher un x atteignant un minimum

global dans l'équation 2.44 [GG84].

Algorithme ICM

• Initialisation :

o Nous choisissons une configuration initiale x^ aussi proche que possible de
la solution optimale. Par exemple, nous utilisons une segmentation au sens

duMV :

Xs = argm^{Py,|^(?/, | x^)}
• Calcul itératif : Calcul de x^k+^ à partir de x^

o Nous balayons l'image (l'ensemble des voxels Xs).

Q Pour chaque voxel, nous calculons la probabilité d'appartenir à chaque

classe :

Px,\x^,Y^xs l ^, y.) = ^-exP (- ([/(2;s) + ^(^, y.))) (Va;, e ^)
0 Nous sélectionnons la classe Xg qui correspond à la probabilité maximale :

Xs = aïgm^{Px,\x^,YAXs l ^s,Vs)}

Où X^ représente l'ensemble des variables aléatoire associées au voisinage

de s et 77s, la configuration particulière de ce voisinage.

o Continuer tant que x^k+1^ ce x^

TAB. 2.6 - Algorithme ICM

Le tableau 2.6 présente l'algorithme ICM. La figure 2.7 montre l'image originale

sur laquelle la procédure ECI à estimé les paramètres d'un mélange de distributions, la
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segmentation après l'estimation manuelle de la proportion de chaque classe et l'image
obtenue suite à la segmentation en trois classes à l'aide de ECI et ICM. Les niveaux

de gris montrent le taux d'irrigation des tissus. La matière grise est très irriguée, donc
la couleur de cette zone que nous avons choisie est la couleur blanche et la zone noire

montre le fond et le liquide céphalo-rachidien.

2.3 Atlas statistique

A partir des ICS, nous formons un modèle de cerveau moyen sur lequel nous

comparons les cerveaux à classer, soit les ICS et les ICD. La notion d'atlas est utilisée

pour élaborer le cerveau moyen.

Certains atlas conservent statistiquement l'information de chaque individu d'une

base de données. L'information conservée peut être de nature différente. Par exemple,

l'acquisition d'information porte fréquemment sur les intensités, les étiquettes et les

déformations de chaque voxel [CKPS99].

La complexité des atlas varie en fonction de l'information extraite de la banque de

données. Les exemples mentionnés ci-haut sont simples. Mais d'autres attributs sur

lesquels sont construits les atlas nécessitent une étape de pré-traitement. Les atlas

qui encodent les formes géométriques ou des motifs de quelques régions du cerveau

illustrent des techniques plus complexes [TMN+00].

Notons que les atlas peuvent s'orienter et se spécialiser pour mieux représenter

certaines lésions reliées à des maladies ou pour détailler des régions plus intéressantes

du cerveau [TMT99][TTOO].

Les sections 2.3.1 et 2.3.2 présentent respectivement la construction de l'atlas et

les attributs que nous extrayons.

u
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FIG. 2.7 - Image originale, l'image segmentée suite à l'estimation manuelle des pro-
portions de chaque classe et l'image segmentée obtenue à l'aide de l'algorithme ECI
et ICM.
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2.3.1 Construction de l'atlas

La procédure pour générer l'atlas se divise en trois étapes. La première étape

aligne tous les cerveaux avec la méthode de recalage affine. Ceci a pour but de mini-
miser la divergence des formes des cerveaux et de travailler sur des détails plus fins.
La seconde étape construit un cerveau moyen à l'aide de la technique de mise en
correspondance non linéaire. Un cerveau est pris comme cible (repère ou référence) et
tous les autres cerveaux sont recalés sur cette cible. Puis, la troisième étape calcule

tous les déplacements des cerveaux recalés pour bien positionner le cerveau moyen

par rapport au cerveau cible utilisé.

<^

Cerveaux

Cerveau cible

Cerveau moyen

FIG. 2.8 - Création de l'atlas à partir de cerveaux sains.

La figure 2.8 schématise le déroulement de la création de l'atlas. Sur cette figure, le
cerveau moyen correspond à remplacement de l'atlas construit sur l'ensemble des cer-

veaux sains. Le regroupement de gauche montre les cerveaux originaux. Le regroupe-
ment de droite montre les mêmes cerveaux adaptés linéairement, les correspondances

non linéaire sont indiquées par les flèches pleines et la correction due au décalage
du cerveau cible par rapport au cerveau moyen est indiquée par la flèche pointillée.
Il faut noter que le cerveau moyen ne prend pas en compte la transformation affine

appliquée au départ.

Pendant la mise en correspondance, nous conservons l'information de chaque cer-
veau afin d'établir des statistiques sur la banque de données des cerveaux normaux. La

prochaine section indique les données conservées pendant la mise en correspondance

pour la définition des attributs définissant l'atlas.

u
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2.3.2 Attributs

La base de la comparaison entre un cerveau et l'atlas se pose sur des attributs

extraits des images des cerveaux ou sur le recalage des cerveaux. Nous travaillons

avec deux groupes d'attributs : les intensités et les déformations.

- Pour les intensités, l'atlas statistique conserve, pour chaque voxel, la moyenne et

la variance de l'intensité associé à l'ensemble des images des cerveaux utilisées
pour construire cet atlas.

- Le deuxième groupe d'attributs s'adresse aux déformations appliquées sur chaque
cerveau pour les recaler sur le cerveau moyen. Nous conservons une moyenne de

l'amplitude des déformations, ou le déplacement de chaque voxel, trouvé par la

méthode du flux optique.

Plus spécifiquement, nous extrayons l'information sur le déplacement spatial

ainsi que la variation en direction du déplacement dans un voisinage associé à

chaque voxel.

En tout, nous travaillons avec trois attributs différents extraits de la banque des

ICS. Les figures 2.9 et 2.10 illustrent l'atlas en images. Les figures présentent respecti-
vement, l'intensité moyenne plus la variance, la probabilité d'appartenance à chaque

classe {£0,61,62} et le déplacement moyen et la variance associée au déplacement
moyen.

De plus, une segmentation s'applique sur le cerveau moyen généré à partir des

intensités afin d'établir des zones de test sur les images à vérifier, dans le but d'opti-

miser les tests sur les voxels utiles. La figure 2.11 illustre l'atlas segmenté avec lequel
nous délimitons les zones de tests. La partie blanche correspond à la matière grise et

la partie grise correspond à la matière blanche qui est moins irriguée.

Suite à la création de l'atlas, tous les autres cerveaux sont recalés par la méthode

du flux optique sur le cerveau moyen. En conservant la déformation appliquée et en

générant une segmentation sur les cerveaux recalés, nous pouvons comparer ces cer-

veaux en fonction des trois attributs disponibles, dans le but de classifier ces cerveaux

0
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(a) moyenne

K

(b) variance

FIG. 2.9 - Atlas relié à l'intensité.

en deux catégories : sain ou malade. La prochaine section décrit les algorithmes de

classification utilises pour cette tâche.

2.4 Classification

Suite à l'extraction des attributs de la section précédente, nous procédons à la

comparaison de ces attributs afin d'obtenir la réponse recherchée : Est-ce qu un cer-
veau donné présente des signes de lésions ou pas? La comparaison s'opère en deux

étapes : obtenir un vecteur d'attributs (attribut global) à partir des attributs reliés à
chaque voxel et étudier les attributs globaux obtenus pour chaque cerveau avec trois

modèles d'analyse.

Pour obtenir un attribut global, nous utilisons deux techniques de comptabilisa-

tion. La première technique calcule le nombre de hors normes, soit les voxels dont

l'intensité est inférieure à une probabilité définie par la moyenne et la variance as-

sociées au voxel de l'atlas. La deuxième technique se base également sur la moyenne

u
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(a) moyenne

»

(b) variance

FIG. 2.10 - Atlas relié au déplacement de chaque voxel.

r vIl
brl l

I

FIG. 2.11 - Atlas segmenté pour délimiter les zones de tests.

et la variance a. L'attribut global additionne toutes les distances en multiple de a
entre la valeur du voxel et celle donnée par l'atlas.

Pour chaque cerveau à classer, nous obtenons ainsi une valeur pour chaque at-
tribut. Notons que les voxels considérés proviennent d'une partie de l'image et nonl'image au complet. Nous procédons de cette façon car nous ne considérons pas lefond ou le liquide céphalo-rachidien comme une zone qui nous aiderait à relevé la
presence de lésions dues à une maladie. À cause de ce point, nous nous concentrons
sur les zones qui délimite la matière grise et/ou la matière blanche du cerveau.

Les trois méthodes d'analyse se basent sur les attributs globaux. La première
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méthode étudie la séparabilité des deux ensembles, soit les sains et les malades, en
utilisant le test t de student et le test F. La deuxième méthode étudie la sensibilité

en fonction de la spécificité selon un seuil qui classe la valeur de l'attribut global
de chaque cerveau. La courbe ROC illustre le résultat de cette méthode. Puis, la

troisième méthode classifie les cerveaux à l'aide d'algorithmes de classification tel que

le classifieur de distance minimum et de Bayes. Les trois prochaines sous-sections
décrivent les trois méthodes citées.

2.4.1 Test t de student et test F

L'étude de séparabilité exploite le test t de student pour déterminer si la différence

entre la moyenne des attributs de l'ensemble l (les cerveaux sains) est significative-
ment différente de celle de l'ensemble 2 (les cerveaux malades.) [LM86].

On suppose que ^Yi, Xz,..., Xn, les variables aléatoires associées aux attributs des n

cerveaux de l'ensemble l, suivent une distribution normale N(iJ,x,cr^) et Vi, Y^,..., Ym,
les variables aléatoires associées aux attributs des m cerveaux de l'ensemble 2 prove-

nant de N(/J,Y,^)- On suppose également que tous les X et Y sont indépendants.
On calcule la valeur t par ces équations :

2 ^ (n - l)5j + (m - 1)^ ^ E^ -x)2+E^(y,-v)2
n+m — 2

5"=
p n+ m — 2

X-Y

l J_5 +p n m

t=

(2.45)

(2.46)

Il reste à vérifier si \t\ ^ <a/2,n+m-2 pour déterminer si la différence est significative
pour un degré de liberté de n+m—2 et un seuil de signification a. ta/2,n+m-2 donne
les limites en fonction de la distribution t de student. Si c'est significatif, alors on

conclue que /^x 7- ^y-

Notons que ce test fonctionne bien pour de petits ensembles et qu'il n'est pas trop

affecté, même si la distribution ne provient pas d'une distribution normale [LM86].

u
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Malheureusement, afin que le test t de student soit valable, les deux populations

doivent provenir du même a. Donc il faut s'assurer que les variances des échantillons

Xi, Xs,..., Xn et Vi, Vs,..., ym soient équivalentes avant d'utiliser le test t de student.

Le but du test F est d'indiquer si a^ et o-^ sont significativement similaires,
ajf w a^. Pour vérifier cette similitude, nous calculons :

F=
ft
?y

7X
(2.47)

Où Sjf et 5'^- sont les variances des échantillons. Il reste à vérifier si F > Fa/2,n,m
et F < -Fi-a/2,n,m pour accepter l'égalité cr^ ^ a-^ w a'2. F^^,m donne les limites en
fonction de la distribution F. En utilisant le test F, nous nous assurons de la validité

du test t de student.

2

l

8 ? f9ii

i

f»

{

{

i i i { 99 ii9ii a

84 5 6 7 9

FIG. 2.12 - Distributions de deux ensembles d'échantillons ainsi que leur gaussienne.

La figure 2.12 présente la répartition de deux ensembles d'échantillons ainsi que

les gaussienne associées à ces ensembles. Pour des valeurs den = 23, m= 21 et

cr = 0.01, nous obtenons, à partir des distributions t de student et F, ta/2,n+m-2 = 2.70,
Fa/2,n,m = 0.32 et ^l-a/2,n,m = 3.09. Avec les données tests, nous calculons t = 9.54
et F = 0.46. Comme F se trouve entre les deux bornes, alors la valeur t est fiable

et indique que l'attribut sépare bien les deux ensembles, car il dépasse nettement la

valeur de ta/^n+m-î-

u
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Test d

Le test t de student est valable seulement si les variances o-x et o-y sont simi-

laires, où F se rapproche de l. Si ce n'est pas le cas, la valeur du test t n'est pas
fiable. Deux solutions s'offrent à nous pour remédier à ce problème. La première ap-

plique un changement d'échelle, par exemple, le logarithme des mesures originales. La

deuxième méthode utilise le test d décrit par l'équation 2.48 qui diminue l'influence

de la différence des variances par rapport au test t de student [AB94]. Puis, nous

vérifions si \d\ ^ ^a/2,'u-2 où v est le degré de liberté défini par l'équation 2.49 pour
déterminer si la différence des moyennes est significative.

X-Y
d=- (2.48)

^=1(^+
n

s^\2 //f^)2
'y

m

S^^2(^\
V n y i \ m f

n — l m — l
(2.49)

La valeur de v n'afFecte pas trop la limite obtenue à partir de la distribution t de

student. En prenant D =20 et 0;= 0.01, on calcule une limite ta.lî,v-î = 2.88. Donc,
si v reste supérieur à 20, nous pouvons comparer la valeur d de chaque attribut.

Pour reprendre l'exemple associé à la figure 2.12, nous obtenons d = 9.72, v = 40

et ^o.oo5,38 = 2.71. On observe que le test d donne un résultat similaire, mais restreint
le degré de liberté du test.

u

2.4.2 Courbe ROC

La courbe ROC est un outil précieux pour nous informer de la performance
d'une classification selon un attribut donné [GMMG81]. Cet outil permet d'indiquer si
l'attribut identifie bien les cas malades dans un ensemble comprenant les cas normaux

et malades selon le déplacement d'un séparateur linéaire sur l'ensemble. Le tableau

2.7 présente les quatre types de résultats pour chaque cas suite à la classification.

7Receiver Operating Characteristic
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Une bonne classification permet de bien identifier les cas de maladie en minimisant

les faux positifs et les faux négatifs. La figure 2.13 illustre les quatre régions pour

deux ensembles définis par des gaussiennes et divisé par le séparateur linéaire.

Classement

Maladie (présence de lésions)
Présente Absente

Malade Vrai Positif (VP) | Faux Positif (FP)
Normal Faux Négatif (FN) | Vrai Négatif (VN)

TAB. 2.7 - Types de classement.

séparateur linéaire

VN

FN IF

VF

FIG. 2.13 - Séparateur linéaire délimitant les ensembles des cerveaux sains et des
cerveaux malades.

La courbe de ROC illustre la sensibilité du classement en fonction de la spécificité
de ce classement. La sensibilité correspond au bon taux de classement des cas malades
déclarés positif en fonctions de tous les cas où la maladie est présente (Vrai Positif).
La spécificité calcule le taux de classement des cas normaux et négatifs sur tous les

cas où la maladie est absente (Vrai Négatif )[ZC93].

La figure 2.14 présente trois courbes de classification d'attributs, dont une fictive.

Elle montre le degré de sensibilité en fonction de un moins le degré de spécificité

(1-spécificité). La ligne diagonale équivaut à un classement aléatoire. La courbe la
plus élevée est reliée à l'attribut qui sépare le mieux les cas malades des cas normaux,

comparativement à la deuxième courbe. La superficie en-dessous de la courbe indique

u
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FIG. 2.14 - Trois courbes ROC illustrant des niveaux difïérents d'efficacité.

l'efficacité de l'attribut. Plus la taille de la superficie se rapproche de l, plus l'attribut
est efficace à bien difïérentier les deux classes.

Cette sous-section et la sous-section précédente décrivaient des méthodes pour

étudier l'efficacité des attributs à séparer adéquatement les cas malades des cas nor-
maux. La prochaine section évalue, par des méthodes statistique de classement, nos
attributs afin d'obtenir un taux de classification.

u

2.4.3 Méthode de classification

La dernière étape de notre recherche consiste à révéler si nos attributs donnent de

bon taux de classification. Nous utilisons deux types de classifieur, un qui utilise la

distance minimum comme critère et l'autre qui fait usage d'un modèle gaussien. La

section 2.4.3.1 présente ces classifieurs.

Les classifieurs fonctionnent en utilisant deux ensembles, un d'entraînement et un

pour valider leur performance. La performance d'un algorithme se résume à un taux
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de classification avec un intervalle de confiance.

A cause de notre petite base de données, nous utilisons conjointement avec les
classifieurs, une méthode de validation croisée. La section 2.4.3.2 décrit ces méthodes

afin de palier le manque de donnée.

2.4.3.1 Méthodes statistiques

Dans le but de décider l'appartenance d'un échantillon Xfest à une classe c/;, nous

utilisons une approche statistique [Pos87j. En premier lieu, ces méthodes se basent
sur l'estimation des paramètres statistiques de chaque classe à partir d'un ensemble

d'échantillons x^, ...,Xn où n est le nombre d'échantillons. Ceci se résume à faire un
apprentissage sur un ensemble d'échantillons dont nous connaissons leurs paramètres

et leurs classes pour fixer les paramètres statistiques de celles-ci. Puis en second lieu,

nous utilisons une fonction de décision pour classer l'échantillon Xfest à la classe à

laquelle la fonction retourne la valeur optimale.

Nous utilisons deux types de classifieur pour extraire un taux de classification sur
les attributs extraient à partir des images recalées sur l'atlas, soit le classifieur de

distance minimum et de Bayes avec modèle gaussien.

Classifieur de distance minimum

Ce classifieur utilise la distance euclidienne pour fixer les paramètres statistiques

de chaque classe et pour décider de l'appartenance de l'échantillon Xfest- Le seul

paramètre à fixer est la moyenne ^k de toutes les classes. Le tableau 2.8 résume cette

technique.

u
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Classifieur de distance mininium

• Apprentissage :

o Calculer la moyenne de chaque classe.

l'k=i^x- ^
2-iëC'fc

Décision :

o Choisir la classe k la plus proche de l'échantillon Xfest-

\Xtest - P-k\\ < \\Xtest - P-l\\ V^ / A;

TAB. 2.8 - Classifieur de distance minimum.

Classifieur de Bayes avec modèle gaussien

Ce classifieur, comparativement au précédent, attribue Xigst à la classe c^ si :

P{Xtest\Ck)p(Ck) > p(Xtest\Cl)pÇci) Ml ^ k (2.50)

où p{xtest\Ck) est la fonction de densité de probabilité conditionnelle et p{ck) la pro-
habilité a priori de la classe cjc.

Trois paramètres sont à fixer pour chaque classe, soient la proportion TT^;, le

moyenne p,k et la matrice de covariance S/;. Le tableau 2.9 détaille l'étape de l'ap-

prentissage et la fonction de décision.

u
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Classifieur de Bayes avec modèle gaussien

• Apprentissage :

o Calculer la proportion de chaque classe.

TTfc = -— Vfc
n

o Calculer la moyenne de chaque classe.

P-k=è-'Exi vfc
rik

Xi^Ck

o Calculer la matrice de covariance de chaque classe.

^h=E[(xi-{j.k)(xi-p.kY'\Xi^Ck} VA;

Décision :

o Choisir la classe k pour l'échantillon Xfest pour laquelle la fonction de proba-

bilité gaussienne est la plus élevée.

P(.Xtest\Ck)p{Ck) > P{Xtest\Cl)p(ci) V^ / À;

OÙ p(Xtest\Ck) = ^ ^^ ,1 exP (~^x~ ^)T^k\x - l^k)
P(Ck) = TTfe

et d indique la dimension de l'échantillon.

TAB. 2.9 - Classifieur de Bayes avec modèle gaussien.

La prochaine sous-section intègre ces classifieurs à des algorithmes de validation

croisée pour extraire un taux de classification sur un petit ensemble de données.

0
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2.4.3.2 Validation croisée

Pour valider la performance de nos algorithmes et le choix des attributs utiles,

nous procédons par une méthode de validation croisée. Ces méthodes procèdent par

une subdivision de l'ensemble de données en différents sous-ensembles pour extraire

un taux de classification. Cette subdivision permet de fixer les paramètres des classes

à l'aide d'un plus grand nombre d'échantillons récupéré sur tout les sous-ensembles
sauf un et de tester sur le sous-ensemble exclu afin d'obtenir un taux de classification.

Validation croisée simple

Afin d'évaluer et de comparer nos attributs extraits à l'aide de nos algorithmes,

nous utilisons les classifieurs décrits à la section précédente avec la méthode de va-

lidation croisée simple. Cette méthode divise l'ensemble des données D en p sous-

ensembles : c?i,..., dp. L'entraînement utilise p — l sous-ensembles pour fixer statisti-
quement les paramètres de chaque classe, puis, la fonction de décision évalue un taux

de classification sur le sous-ensemble exclu.

En sélectionnant un nouveau sous-ensemble pour faire une décision, nous obtenons

p taux de classification. De cette façon, nous calculons une moyenne et un intervalle de

confiance sur cette moyenne pour chaque attribut. Le tableau 2.10 décrit la méthode

de validation croisée simple.

(J

Validation croisée double

La méthode de validation croisée double permet de tester les attributs optimaux

sur un nouvel ensemble test pour s'assurer que le choix de ces attributs conservent

un bon taux de classification. Cette méthode se résume en deux étapes et par l'usage

de 3 ensembles : l'ensemble d'entraînement, l'ensemble de validation et l'ensemble de

test.

La première étape calcule et évalue le taux de classification pour tous les attributs
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0

Validation croisée simple

• Initialisation :

o Subdiviser l'ensemble D eïi p sous-ensembles.

D=^{d^,...,dp}

• Boucle, pour i =1 ap :

o Construire le sous-ensemble d'entraînement D'

D' =D-di

o Evaluer les paramètres statistique de chaque classe avec D

o Tester sur d, pour obtenir le résultat r,

• Calcul du taux de classification :

o Calculer la moyenne sur les résultats obtenus

_ly
lr^zï/^r= ri

o Calculer la variance sur cette moyenne

ffï=p^pr'^')
î=l

TAB. 2.10 - Validation croisée simple.

considérés et retourne l'attribut optimal. La deuxième étape valide l'attribut retourné

sur l'ensemble test. Le résultat est alors non biaisé par le choix des échantillons de

l'ensemble d'entraînement ou de validation.

Pour de petits ensembles de données, nous divisions celui-ci en p sous-ensembles :

d^,... ,dp. Nous fixons les paramètres de chaque classe avec p — 2 sous-ensembles,
nous validons sur le premier sous-ensemble exclu pour récupérer l'attribut optimal,

puis nous testons cet attributs sur le dernier sous-ensemble. Le tableau 2.11 résume

la méthode de validation croisée double.
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A l'aide de cette méthode utilisé conjointement avec les classifieurs, nous pouvons

évaluer l'efficacité de nos algorithmes.

Maintenant que nous avons fait un survol détaillé des algorithmes de traitement

d'image et de classification, nous allons présenter les résultats obtenus sur les ICS et

les ICD à l'aide de nos algorithmes.

0
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Validation croisée double

• Initialisation :

o Subdiviser l'ensemble D ev. p sous-ensembles.

D ^{d^...,dp}

• Boucle, pour i =1 ap :

o Construire le sous-ensemble de validation D'

D' =D-di

o Trouver l'attribut optimal Oopt parmi l'ensemble A contenant q attributs :

ay, j =1 aq :

0 Tester et Evaluer le taux de classement, par validation croisée simple,

l'attribut a, sur D pour obtenir le résultat r^

G Choisir Ogpt ayant le plus haut taux de classification

aopt =argmaxry
Oj

o Tester aovt sur di pour obtenir Ti

• Calcul du taux de classification des attributs optimaux :

o Calculer la moyenne sur les résultats obtenus

p

.^
.lv-

"'"Pl
î=l

o Calculer la variance sur cette moyenne

a^p^pr'~p'r)
î=l

TAB. 2.11 - Validation croisée double.

0
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Chapitre 3

Presentation des résultats et

interpretation

Ce chapitre présente les expériences réalisées afin de déterminer l'efEcacité et la

robustesse de nos algorithmes. Nous procédons par une description des tests fait sur

chaque groupe d'attributs (voir section 2.3.2). Nous vérifions le choix de l'alpha utilisé

pour la méthode de flux optique. Puis, nous étudions les attributs de chaque groupe à

l'aide de la courbe ROC et de nos classifieurs. Les tests effectués nous permettent de

comparer les attributs entre eux et de les évaluer sur de nouvelles données. Et nous

finissons par nous assurer de la robustesse de l'atlas.

0

3.1 Description des tests

Dans le but d'analyser les taux de classification des attributs sur nos données,

nous avons évalué les trois attributs décrits à la section 2.3.2 et trois vecteurs d'at-

tributs formant des combinaisons, soit : {intensité, amplitude}, {amplitude, angle}

et {intensité, amplitude, angle} avec diverses combinaisons de a. Notons que nous

définissons l'amplitude par la distance euclidienne des déplacements en x, y, z et
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l'angle par la variation de direction du déplacement entre un voxel et ses voisins.

Pour chaque attribut, nous leurs attitrons un seuil arbitraire. Ce seuil détermine

le nombre de voxels hors normes qui ne sont probablement pas associé au voxel de

l'atlas. Le seuil délimitant un voxel hors norme est désigné par la probabilité d'une

distribution normale et fixé à 0.01. Donc, si la probabilité d'obtenir la valeur d'un

voxel est en-dessous de 0.01 en fonction de la normale calculée à partir des cerveaux

constituant l'atlas, alors il est considéré comme un hors norme.

De plus, nous étudions la qualité de nos attributs selon la zone examinée. Nous

considérons deux zones : les voxels reliés à la matière grise ou à l'espace cerveau, soit

les matières grise et blanche combinées.

Le tableau 3.1 présente les 12 attributs utilisés pour étudier la performance de

nos algorithmes.

# l description zone d'intérêt seuil

l

2

3

4

5

6

7

8

9

10

11

12

A angle

intensité, amplitude et A angle

intensité et amplitude

intensité

amplitude et A angle

amplitude

A angle

intensité, amplitude et A angle

intensité et amplitude

intensité

amplitude et A angle

amplitude

grise

grise

grise

grise

grise

grise

grise et blanche

grise et blanche

grise et blanche

grise et blanche

grise et blanche

grise et blanche

0.01

0.01

0.01

0.01

0.01

0.01

0.01

0.01

0.01

0.01

0.01

0.01

TAB. 3.1 - Description des 12 attributs utilisés.

0
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/

3.2 Evaluation du paramètre a

Pour réduire le temps de calcul relié au flux optique, nous fixons a à 100. Cette

valeur est celle utilisée par Horn & Schunck [HS81][BFB94].

Pour s'assurer que ce choix pré-défini est acceptable, nous calculons les valeurs d

de nos 12 attributs pour diverse valeurs de a. La valeur d s'obtient en comparant les

ensembles des ICS et des ICD.

Pour diminuer la différence des variances entre les ensembles des ICS et des ICD

avant le calcul des tests de t de student, F et d, nous avons pris la valeur logarithmique

des hors normes, ïog^hors norme). De cette façon, la variance des ICD se rapproche
de celle des ICS.

Malgré cela, le test t de student ne peut être utilisé pour fin de comparaison car

la variance du nombre de voxels hors norme de chaque cerveau des deux ensembles

varie trop d'un test à un autre. Cependant, le degré de liberté v associé à la valeur d

ne descend pas en dessous de 20.

Nous avons évalué la performance de nos algorithmes en fonction de diverses

valeurs de a. Le tableau 3.2 présente la valeur d, pour chaque attribut en fonction

de a. Les figures 3.1 3.2 montrent graphiquement la performance des attributs en

spécifiant respectivement la provenance de l'attribut et la nature de l'attribut.

100

80

masque de la matière grise
masque du cerveau de l'atlas'

60

40

20

100.1 0.5 l 5 50 100 500 1000

FIG. 3.1 - Histogramme décrivant les 12 attributs avec leurs valeurs d en fonction de

ce. Les teintes de gris donnent la provenance des attributs.
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# att.
alpha

0.1 l 10 100 1000

l

2

3

4

5

6

7

8

9

10

11

12

3.334

5.819

6.753

4.200

9.781

9.470

4.589

6.080

7.084

5.240

9.145

9.288

2.897

5.901

6.684

4.270

9.307

8.990

4.336

6.351

7.239

5.353

9.224

9.302

0.311

7.569

7.949

4.761

10.041

9.770

0.738

8.285

8.600

6.486

9.530

9.964

8.212

9.715

8.922

11.530

8.742

9.463

6.375

7.626

7.847

9.390

6.608

6.619

1.450

0.873

7.527

11.301

0.005

1.000

1.448

1.074

6.093

8.013

0.109

1.000

TAB. 3.2 - La valeur d des 12 attributs en fonction de a.

Nous remarquons que le a égal à 100 regroupe les attributs dont les valeurs d sont

élevées. En d'autres mots, le résultat de la somme de toute les valeurs d est presque

la plus élevé lorsque a est égal à 100 et diminue lorsque nous nous éloignons de cette
valeur.

Suite à l'étude de la figure 3.1 qui indique la provenance des attributs, nous ob-

servons que la zone grise est mieux exploitée, comparativement à la zone combinée :

matière blanche et grise, pour les a plus grand que 50.

La figure 3.2 nous informe que les attributs reliés au déplacement (amplitude
et angle) chutent en performance lorsque le ce est supérieur à 100. Mais l'intensité
conserve une bon niveau pour tous les a.

Le choix fait à partir de l'article de Horn & Schunck pour fixer le o; à 100 est bon.

Cet a retourne un grand nombre d'attributs avec une valeur d, élevée. La prochaine

u
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FIG. 3.2 - Histogramme décrivant les 12 attributs avec leurs valeurs d en fonction de
a. Les teintes de gris donnent la nature des attributs.

section approfondit les tests effectués sur les 12 attributs en fonction du paramètre a
égal à 100.

3.3 Analyse des attributs

Cette section résume l'efficacité de nos 12 attributs décrit à la section 3.1. On note
que 6 attributs sont obtenus à partir de la zone d'intérêt délimitée par la matière grise
et 6 autres de la zone qui couvre le cerveau au complet. Le tableau 3.3 présente les
taux obtenus ainsi que la variance, entre parenthèses (o-), à l'aide de la technique de
validation croisée simple.

Les classifieurs de Bayes avec modèle gaussien et à distance minimum sont utilisés
pour obtenir deux taux de classification pour chaque attribut. Nous remarquons que
les taux obtenus à l'aide du classifieur de Bayes sont légèrement supérieurs à ceux
obtenus à l'aide du classifieur à distance minimum. Également, les attributs associés
uniquement à la matière grise sont légèrement supérieurs à ceux associés au cerveau
complet.

La figure 3.3 présente la séparabilité des attributs d'une façon visuelle à l'aide de
la courbe ROC. Elle affiche le comportement de trois attributs, soit :

- 1'amplitude dans la zone associée à la matière grise (attribut 6)

u
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# classifieur dist. minimum classifieur Bayes

l

2

3

4

5

6

7

8

9

10

11
12

0.844 (0.232)
0.911 (0.207)

0.888 (0.217)

0.733 (0.258)

0.844 (0.232)

0.822 (0.240)

0.822 (0.240)
0.777 (0.250)

0.777 (0.250)
0.666 (0.266)

0.822 (0.240)

0.800 (0.245)

0.933 (0.193)

0.888 (0.217)

0.911 (0.207)
0.866 (0.226)

0.866 (0.226)

0.933 (0.193)
0.888 (0.217)

0.888 (0.217)

0.911 (0.207)
0.888 (0.217)

0.800 (0.245)
0.866 (0.226)

TAB. 3.3 - Taux de classement des 12 attributs.

- l'angle dans la zone associée au cerveau (attribut 7)

- l'attribut combiné intensité, amplitude et angle dans la zone associée au cerveau

(attribut 8)

et la diagonale qui représente le classement aléatoire. Aucun attributs n'obtient une

superficie sous la courbe de l. Ceci nous amène à préciser qu'un taux de classification

de 100% n'est pas atteignable.

Jusqu'ici, nous avons comparé les attributs entre eux et la séparabilité de ceux-ci

sur un ensemble de donnée. Mais pour s'assurer que nos attributs fonctionnent bien

sur un autre ensemble de données, nous utilisons la méthode de validation croisée

double (voir la section 2.4.3.2). Les douze attributs du tableau 3.1 sont validés par

cette technique. Le tableau 3.4 résume les résultats obtenus.

Nous constatons que nous arrivons à d'excellents résultats lorsque nous utilisons

le classifieur de Bayes avec modèle gaussien. Nous obtenons des taux supérieur à 93%

Pendant la validation croisée simple et double, nous soulignons que les ensembles

tests ne furent utilisés à aucune étape de notre algorithme afin de ne pas biaiser les

résultats. Par exemple, si l'ensemble test contenait une image de la banque des ICS,

0
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FIG. 3.3 - Quatre courbes ROC : l'attribut 6 •, l'attribut 7 *, l'attribut 8 • et la

ligne diagonale associée au classement aléatoire.

alors cette image n'était pas utilisée pour construire l'atlas et pour déterminer le seuil
des hors norme.

La section 3.3 a permis d'évaluer nos algorithmes d'extraction d'attributs et de

constater que nos méthodes sont utilisables et retournent de bon taux de classification.

La prochaine section étudie plus en profondeur la robustesse de nos algorithmes pour

s'assurer de l'exactitude des taux de classification obtenus jusqu'à présent.

3.4 Sensibilité reliée à l'atlas

Lors de la création de l'atlas, notre algorithme exige de choisir à l'avance un
cerveau cible vers lequel tous les cerveaux de la banque des ICS sont recalés. Comme

ceci peut influencer les taux de classement obtenus à la section précédente, cette
section vérifie l'influence dû au choix de la cible.
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attributs sélectionnés classifieur distance minimum | classifieur Bayes

attributs associés à la matière grise (6)

attributs associés au cerveau (6)

tous les attributs (12)

0.888 (0.217)

0.822 (0.240)

0.888 (0.217)

0.933 (0.193)
0.866 (0.226)

0.933 (0.193)

TAB. 3.4 - Taux de classification obtenus suite à l'utilisation de la validation croisée

double.

Le cerveau manuellement choisi, pour les tests précédents est le cerveau numéro

11. Ce choix se base sur la qualité de l'aspect visuel des coupes transverses. Par

exemple, deux critères utilisés sont : la symétrie du cerveau et le volume occupé dans

l'image par le cerveau.

Pour évaluer l'influence de la cible choisie, nous vérifions les aspects visuels et les

données sur le classement obtenu à partir de difïérents cerveaux cibles.

La figure 3.4 affiche la mosaïque entre deux images de l'intensité moyenne de

chaque atlas. Même avec un rehaussement de contraste, nous n'observons aucune

coupure entre chaque tuile.

fc#

•

FIG. 3.4 - Mosaïque combinant deux images d'intensité moyenne défini par chaque
atlas.

u

La figure 3.5 montre la différence entre les intensités moyennes de deux atlas

construits avec des cibles différentes. Le gris à 50% équivaut à une différence nulle.
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La différence entre chaque voxel est multiplié par dix pour af&cher la variation entre

voxel. La différence moyenne entre les deux images est de moins d'une unité d'intensité

et la différence maximal est de vingt unités de gris (sur une plage totale 256 niveau

de gris). On observe bien, à l'aide des figures 3.4 et 3.5, la similitude entre les deux
atlas.

—l

ig
i

•
an•• •

• K

FIG. 3.5 - Différence entre deux images d'intensité moyenne défini par chaque atlas.

Les tableaux 3.5 et 3.6 affichent les taux de classement obtenus avec le classifieur

à distance minimum et le classifieur de Bayes par une validation croisée simple. Les

classements obtenus à la section précédente correspondent à la cible numéro 11. On

constate que les résultats des autres cibles sont similaires à la cible numéro 11.

Le tableau 3.7 présente les taux obtenus suite à l'utilisation de la validation croisée

double avec les classifieurs de Bayes et le classifieur à distance minimum en utilisant

les douze attributs.

Pour terminer cette section, nous convenons que le cerveau cible utilisé lors de la

création de l'atlas n'influence que faiblement le taux de classement réalisé sur les ICS

et ICD.

La section 3.4 a validé la performance de nos algorithmes et a permis de vérifier

l'exactitude de nos résultats précédents.

(J
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# att.
classifieur distance minimum

cibles cibler cibleii cibleis cibleig

l

2

3

4

5

6

7

8

9

10

11

12

0.866 (0.226)
0.911 (0.207)
0.888 (0.217)
0.733 (0.258)
0.844 (0.232)

0.822 (0.240)
0.800 (0.245)
0.800 (0.245)
0.822 (0.240)
0.666 (0.266)
0.800 (0.245)
0.733 (0.258)

0.844 (0.232)
0.844 (0.232)
0.866 (0.226)
0.733 (0.258)
0.822 (0.240)
0.800 (0.245)

0.822 (0.240)
0.800 (0.245)
0.800 (0.245)
0.688 (0.069)
0.800 (0.245)
0.822 (0.240)

0.844 (0.232)
0.911 (0.207)
0.888 (0.217)
0.733 (0.258)
0.844 (0.232)

0.822 (0.240)
0.822 (0.240)
0.777 (0.250)

0.777 (0.250)
0.666 (0.266)
0.822 (0.240)
0.800 (0.245)

0.866 (0.226)

0.888 (0.217)
0.888 (0.217)

0.733 (0.258)

0.844 (0.232)

0.822 (0.240)
0.822 (0.240)

0.800 (0.245)

0.822 (0.240)
0.666 (0.266)

0.800 (0.245)
0.822 (0.240)

0.866 (0.226)

0.888 (0.217)
0.888 (0.217)

0.733 (0.258)

0.844 (0.232)
0.822 (0.240)

0.844 (0.232)

0.800 (0.245)
0.777 (0.250)

0.666 (0.266)

0.822 (0.240)

0.800 (0.245)

TAB. 3.5 - Taux obtenus par la validation croisée simple avec le classifieur à distance

minimum en fonction du cerveau cible.

Lors de nos tests, nous avons, en plus, évalué la séparabilité et le taux de classement

de chaque attribut entre les ICN et les ICD. Dû à la nature des ICN (Images des

Cerveaux Négatifs) et des ICD (Images des Cerveaux Diffus) : toutes les images
proviennent de patients qui ont consultés un médecin pour des problème de santé,

par la suite, ces images furent classées par un médecin comme malade on non (négatif).

La différence entre les deux groupes d'iraage se détecte plus difficilement. Dans ces

conditions, nous n'obtenons pas des résultats concluant sur les ICN versus les ICD.

Le chapitre 3 a présenté les résultats obtenus à l'aide de nos algorithmes. Nous

avons présenté des taux de classement élevés entre les ICS et ICD et nous avons

contrôlé la robustesse de nos algorithmes.

u
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# att.

l

2

3

4

5

6

7

8

9

10

11

12

classifieur Bayes

cibles cibler cibleii ciblei5 cibleig

0.911 (0.207)
0.888 (0.217)

0.888 (0.217)
0.888 (0.217)

0.866 (0.226)
0.933 (0.193)

0.844 (0.232)
0.888 (0.217)

0.933 (0.193)
0.866 (0.226)

0.800 (0.245)
0.866 (0.226)

0.822 (0.240)

0.866 (0.226)

0.866 (0.226)
0.866 (0.226)

0.822 (0.240)

0.888 (0.217)

0.866 (0.226)

0.844 (0.232)

0.911 (0.207)

0.888 (0.217)

0.777 (0.250)

0.866 (0.226)

0.933 (0.193)

0.888 (0.217)

0.911 (0.207)

0.866 (0.226)

0.866 (0.226)

0.933 (0.193)
0.888 (0.217)

0.888 (0.217)
0.911 (0.207)

0.888 (0.217)
0.800 (0.245)

0.866 (0.226)

0.866 (0.226)

0.866 (0.226)
0.866 (0.226)

0.911 (0.207)
0.822 (0.240)

0.888 (0.217)

0.888 (0.217)

0.866 (0.226)

0.911 (0.207)

0.888 (0.217)

0.800 (0.245)

0.866 (0.226)

0.933 (0.193)

0.888 (0.217)

0.911 (0.207)

0.866 (0.226)

0.866 (0.226)

0.933 (0.193)

0.866 (0.226)

0.888 (0.217)

0.911 (0.207)

0.888 (0.217)
0.844 (0.232)

0.866 (0.226)

TAB. 3.6 - Taux obtenus par la validation croisée simple avec le classifieur de Bayes

en fonction du cerveau cible.

0
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cibler attributs sélectionnés classifieur distance minimum | classifieur Bayes

cibles

attributs associés

attributs associés

tous les attributs

à la matière grise (6)

au cerveau (6)

(12)

0.866 (0.226)

0.777 (0.250)

0.866 (0.226)

0.933 (0.193)

0.933 (0.193)

0.933 (0.193)

cible7

attributs associés

attributs associés

tous les attributs

à la matière grise (6)

au cerveau (6)

(12)

0.844 (0.232)

0.777 (0.250)

0.844 (0.232)

0.844 (0.232)

0.888 (0.217)

0.844 (0.232)

cibleii

attributs associés

attributs associés

tous les attributs

à la matière grise (6)

au cerveau (6)

(12)

0.888 (0.217)

0.822 (0.240)

0.888 (0.217)

0.933 (0.193)

0.866 (0.226)

0.933 (0.193)

cibleis

attributs associés

attributs associés

tous les attributs

à la matière grise (6)

au cerveau (6)

(12)

0.844 (0.232)
0.800 (0.245)
0.844 (0.232)

0.866 (0.226)

0.888 (0.217)
0.866 (0.226)

cibleig

attributs associés

attributs associés

tous les attributs

à la matière grise (6)

au cerveau (6)

(12)

0.844 (0.232)
0.844 (0.232)
0.844 (0.232)

0.933 (0.193)

0.866 (0.226)

0.933 (0.193)

TAB. 3.7 - Taux obtenus par la validation croisée doubles avec les deux classifieurs

en fonction du cerveau cible.

0
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Chapitre 4

Conclusion

La maladie d'Alzheimer ou les démences connexes affectent plus de 1% de la

population canadienne et ce pourcentage va croître pendant les prochaines années avec

le vieillissement de la population. Dans cette perspective, nos algorithmes pourraient

aider à dépister ces maladies dans le but de prévenir et de soigner les personnes

atteintes.

Dans ce mémoire, nous avons proposé des algorithmes de traitement d'images

SPECT pour extraire de l'information pertinente, de manière à classifier les cerveaux

en deux groupes, soit sain ou malade.

Nous avons présenté au chapitre 2, tous nos algorithmes, soit :

- Recalage linéaire avec normalisation d'intensité.

- Mise en correspondance non-linéaire par flux optique.

- Segmentation en trois zones d'interêt.

- Construction d'atlas statistiques.

Ces techniques nous ont permis d'extraire un vecteur d'attributs sur chaque voxel

et de compter le nombre de hors normes pour chaque cerveau selon un seuil préétabli.

Au chapitre 3, nous avons étudié la performance et la robustesse de nos tests. Les

experiences réalisées sont :

u
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- Verification du choix pré-déterminé du paramètre a.

- Analyse de 6 attributs extraits du volume du cerveau et 6 autres attributs

extraits de la zone délimité par la matière grise.

- Calcul des taux de classification.

- Etude de la sensibilité de l'atlas.

Les tests entre les ICS et ICD nous ont fourni des taux de classification supérieurs

à 88% avec le classifieur à distance minimum et de 93% avec le classifieur de Bayes.

L'étude de la sensibilité de l'atlas à permis de valider le bon fonctionnement de nos

algorithmes.

Les résultats obtenus avec nos méthodes de classification sont excellents et in-

diquent l'utilité de nos algorithmes pour aider les médecins à diagnostiquer l'état de
leurs patients. Dans le futur, nos algorithmes ne visent pas à remplacer le médecin,

mais plutôt à faire une première classification afin de permettre au médecin de s'at-

tarder surtout sur les cas les plus difficiles.

Pour augmenter l'efficacité de nos algorithmes, une avenue possible de recherche

est l'incorporation des notions de texture [Cha99]. Bien sûr, une base de données plus
complète permettra d'approfondir les tests et de ratifier les taux de classification.

0
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Annexe A

Interpolation

A la section 2.2.2, nous calculons le décalage à appliquer sur chaque image afin

que les cerveaux sur ces images se recouvrent. Comme les déplacements ne sont pas

entiers (l voxel ,... ,n voxels), mais sont représentés par des fractions de voxel, nous

sommes dans l'obligation d'utiliser des techniques d'interpolation avancées afin de

recaler les cerveaux.

Le but de l'interpolation est de déterminer la valeur d'une coordonnée non entière

parmi un ensemble d'échantillons à coordonnées entières [Wol90].

L'interpolation fonctionne par la convolution d'un noyau sur les échantillons à

coordonnées entières centré sur la coordonnée à laquelle nous voulons obtenir l'infor-

mation. Plusieurs types de noyau existent et répondent à des critères recherchés, tels

que rapidité et précision. La formule qui suit décrit cette convolution en ID :

0

fW = ^ c(xk)h(x - Xk)
Xk^(x)

(A.l)

où h() est le noyau d'interpolation, c() donne la valeur des échantillons et ^()

fournit les échantillons qui sont dans le voisinage de x.

Les deux prochaines sections présentent différents noyaux en ID et exposent la
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conversion de ces fonctions d'interpolation dans le monde 3D.

11

A. l Type de noyaux

Il existe une grande gamme de noyaux d'interpolation. Nous définissons généralement

les noyaux par des termes décrivant leurs caractéristiques et leur coût en temps.

Avant de décrire diverses techniques, nous expliquons la notions d'interpolation

idéale. Cette interpolation équivaut à un filtre passe-bas idéal daïis le domaine fréquentiel.

La figure A. l montre ce filtre passe-bas dans le domaine fréquentiel et ce filtre trans-

formé dans le domaine spatial qui est la fonction sine :

sin(7T2;)
sinc(a;) =

-KX
(A.2)

0

-1-

^•8
.4

.2

-6 -4 -2 -0.2

l

s

2 4 6

0 8

Ç/.6^
/Ô . 4 E-
0.2 &

-2V 2-0.2 I--6 -4 4 6

FIG. A.1 - Filtre passe-bas idéal dans le domaine fréquentiel et la réponse de ce filtre

dans le domaine spatial.

Selon la théorie du traitement du signal et des notions de reconstruction d'un

signal à partir d'un échantillonnage, ce filtre est idéal. Il couvre dans le domaine

fréquentiel, les fréquences reliées à l'espace associé à la coordonnée x [Wol90].

La liste qui suit décrit quelques techniques d'interpolation :
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0

- Plus proche voisin : cette technique d'interpolation est la plus simple selon la

complexité du calcul. La valeur calculée est celle de l'échantillon le plus près de

la coordonnée x. Le noyau utilisé est :

h[x)=
si 0^ [a;| < ^l

2

si j ^ |2;0
(A.3)

Suite à l'apparition d'ordinateurs plus puissants, cette technique a rapidement

été éliminée car elle forme un filtre passe-bas de mauvaise qualité. La figure A.2

illustre ce filtre dans le domaine fréquentiel et nous constatons immédiatement

qu'il diffère considérablement d'un filtre passe-bas idéal.

-1-

0.8

10.6

i 0.4

l 0.2

-3 -2 -l
-0.2

l 2 3

.8

0.6

! 0.4

0.2

ll 3

FIG. A.2 - Noyau de l'interpolation du plus proche voisin dans le domaine spatial et

fréquentiel.

- Linéaire : cette technique se résume à une interpolation du premier degré. Seuls

les deux échantillons les plus proches sont utilisés pour calculer la valeur associée

à la coordonnée x. Le noyau associé à cette opération est :

h(x) =
l — |n;| si 0 ^ \x\ < l,

(A.4)
0 si l ^ \x\

La qualité est rehaussée comparativement à la technique du plus proche voisin

et ne requiert pas trop de temps de calcul. La figure A.3 montre ce type de

noyau.

Cubique : cette technique est une interpolation de degré trois. Chaque va-

leur correspond à la sommation de quatre valeurs pondérées associées aux

échantillons les plus proches de la coordonnée x. Le noyau se définit comme
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0
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FIG. A.3 - Noyau de l'interpolation linéaire dans le domaine spatial et fréquentiel.

suit :

h{x)=<

Ça + 2)\x\3 - {a+3)\x\2 + l si0^\x\<l,

a\x 3 - 5a|a;|2 + 8a|a;| - 4a si l ^ \x\ < 2, (A.5)

0 si 2 ^ \x\

Où la valeur a peut varier de —3 à 0 selon le résultat souhaité et la forme du

filtre voulu. A a = —0.5, nous créons la courbe la plus proche de celle associée à

la fonction sine. A a = —l, nous obtenons un léger rehaussement de contraste.

La figure A.4 affiche ce noyau d'interpolation

.8

0.6

0.4

0.2

^=^ ^

0.6

0.4

0.2

-3 2 3 -3 -2 -l

-0.2 -0.2

\-1

l

l 2 3

FIG. A.4 - Noyau de l'interpolation cubique dans le domaine spatial et fréquentiel.

- B-spline : l'usage de cette méthode permet de toujours obtenir une valeur

supérieure à 0, car le noyau est toujours positif en tout point. Cependant, cette

méthode d'interpolation applique un lissage dû à la caractéristique de la courbe.

Le noyau qui suit présente une courbe B-spline de degré trois et est parfois ap-

pelé la fenêtre de Parzen [Wol90] :

h{x) == J \
3|3;|3-6|2;|2+4 si0^|^|<l,

-|2;|3+6|3;|2-12|2;|+8 sil ^ |rc| <2, (A.6)

0 si 2 ^ \x\
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Nous notons que pour construire une courbe B-spline de degré n on doit convo-

luer le noyau du plus proche voisin par lui-même n fois.

Sine : comme le filtre passe-bas idéal est défini par la fonction sine dans le

domaine spatial, il est naturellement préférable d'utiliser cette fonction comme

noyau. Mais, il existe un problème relié à ce type de noyau : il nécessite une infi-

nité d'échantillons comparativement aux noyaux vus jusqu'ici (l à 4 échantillons).

Pour remédier à cette situation, nous appliquons une fenêtre de filtrage qui

limite le nombre d'échantillons nécessaire et atténue l'efFet relié à la coupure de

la courbe sine.

Les fenêtres les plus couramment utilisées sont celles de Hann, Hamming, Bla-

ckman Kaiser et la plus simple, la rectangulaire [Wol90]. Nous utilisons, dans

ce mémoire, la fenêtre de Hann de largeur six. La fenêtre de Hann et la fenêtre

rectangulaire sont définies ci-dessous :

hann(a;) =

rect(a;) =

j+|cos(2IÏ) si\x\<^,

0 sinon

l si |a;| < ;yl,

0 sinon

(A.7)

(A.8)

Où L donne la largeur de la fenêtre. La diflférence entre chaque fenêtre et le

contrôle sur la largeur L est l'effet ondulatoire obtenu sur le noyau dans le

domaine fréquentiel et la similitude avec le filtre passe-bas idéal. Notons que

ces techniques demandent un grand temps de calcul dû à la complexité des

fonctions et du nombre d'échantillons à visiter.

Les figures A.5 et A.6 montrent les noyaux sine avec différentes fenêtres. Nous

pouvons observer l'effet ondulatoire proche de l'axe des x. Nous constatons que

cette ondulation diminue plus rapidement avec la fenêtre de Hann. Mais, la

forme du filtre fréquentiel obtenue avec la fenêtre Hann respecte moins la forme

du filtre idéal, comparativement au noyau créé avec fenêtre rectangle.

0
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FIG. A.5 - Noyau de l'interpolation avec fonction sine à fenêtre rectangulaire.

La prochaine section adapte les noyaux d'interpolation linéaire et sine afin de

fonctionner dans le système 3D.

A. 2 Noyaux volumique

Nos images contiennent l'intensité des cerveaux en trois dimensions (3D). Lors du

recalage des images, il faut s'assurer de la précision de la valeur interpolée.

Pour calculer les valeurs interpolées, nous élaborons une fonction 3D de l'interpo-

lation sine à fenêtre hann de largeur 6 et de l'interpolation linéaire.

Les tableaux A.l et A.2 décrivent la technique pour les interpolation linéaire et

sine. Parfois nous désignons le terme linéaire par bi-linéaire en 2D et tri-linéaire en 3D

pour différentier de l'interpolation planaire qui fait usage d'un plan pour interpoler

un pixel entre trois points.

0
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FIG. A.6 - Noyau de l'interpolation avec fonction sine à fenêtre Hann.

La figure A.7 montre le voisinage relié à l'interpolation linéaire et sine avec largeur

de 6 voxels. Le nombre des voxels visité est de huit voxels pour la méthode linéaire

et de 63, soit 216 voxels pour l'interpolation sine. Nous constatons que le temps de

calcul pour l'interpolation sine est plus grand à cause du nombre de voxels à visiter

et du type de noyau employé.

Seulement l'interpolation sine est utilisé dans ce mémoire car cette technique se

rapproche le plus du filtre passe-bas idéal et, de cette façon, nous nous assurons de

la meilleure précision possible de la valeur obtenue et des résultats qui suivent le

recalage.

0
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Fonction d'interpolation linéaire

• Calcul de la valeur interpolée de {x, y, z)
floor^ _ ^ floor, _ ^ _ floor^

o Enlever la partie fractionnaire : x ——)• XQ, y ' > yo et 2; ——>• ZQ

o Faire la somme sur toutes les combinaisons Çxi,yi,Zi) où Xi G {xo,xo + l},

Vi £ {yo, yo + l} et zi e {2:0, ZQ + l}.

valeur = ^ c(a;,, y,, Zi) x hÇxi - xo) x h(yi - yo) x h[zi - Zo)
V(ïi,yi,2,)

/i() est le noyau associé à l'interpolation linéaire et défini par l'équation A.4,

c() la valeur de l'échantillon i.

TAB. A. 1 - Fonction d'interpolation linéaire

Fonction d'interpolation sine

• Calcul de la valeur interpolée de {x, y, z) à l'aide d'une fenêtre de largeur L
floor^ __ _ floor^ _ _^ ^ floor^

o Enlever la partie fractionnaire : x ^ — ->• XQ, y ^ —— > yo et z -^—> ZQ

o Calculer les bornes sur x, y et z en fonction de L : pour x, les bornes sont

Xd= XQ—(^+ l) et Xf = XQ+ ^. Pour y et z, les mêmes bornes s'appliquent.
o Faire la somme sur toutes les combinaisons (xi,yi,Zi) où Xi £ {xd,... ,Xf},

Vi E {Vd,...,?//} et 2;, e {2;d, . . . , Zf}.

valeur = ^ c{xi,yi,Zi)x
V(a;,,;/,,z,)

siîic(xi — Xo) x hann(a;, — xo)x

smc(vi -yo) x hann(?/, -yo)x

siiic(zi — Zo) x hann(^ — Zy)

sinc() et hann() sont définis respectivement par les équations A.2 et A.7, c()

la valeur de l'échantillon i.

o S'assurer que valeur est une intensité permise NOIR ^ valeur ^ BLANC

TAB. A.2 - Fonction d'interpolation sine

0
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FIG. A.7 - Voisinages associés aux interpolations linéaire et sine.
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