




Université de Montréal

Comparaison d’estimateurs de la variance du TMLE

par

Laurence Boulanger

Département de mathématiques et de statistique

Faculté des arts et des sciences

Mémoire présenté à la Faculté des études supérieures et postdoctorales

en vue de l’obtention du grade de

Maître ès sciences (M.Sc.)

en Statistique

mai 2019

c© Laurence Boulanger, 2018





Université de Montréal
Faculté des études supérieures et postdoctorales

Ce mémoire intitulé

Comparaison d’estimateurs de la variance du TMLE

présenté par

Laurence Boulanger

a été évalué par un jury composé des personnes suivantes :

Christian Léger
(président-rapporteur)

Mireille Schnitzer
(directeur de recherche)

David Haziza
(co-directeur)

Alejandro Murua
(membre du jury)

Mémoire accepté le :
7 septembre 2018





Sommaire

Dans un contexte d’inférence causale où l’on cherche à estimer l’effet causal moyen d’une

exposition dichotomique sur une variable issue, le TMLE de M. Van der Laan et D. Rubin est

une technique qui applique à une estimation initiale de l’espérance conditionnelle de l’issue

une modification ayant pour but de réduire le biais dans l’estimation correspondante de

l’effet causal moyen. L’étalon-or en ce qui concerne l’estimation de la variance du TMLE est

un estimateur de type sandwich. Divers estimateurs alternatifs sont identifiés et comparés

à l’étalon-or lorsque la taille échantillonnale est petite, lorsque les scores de propension sont

grands ou petits et lorsque les estimations initiales pour le score de propension ou pour

l’espérance conditionnelle de l’issue sont mauvais. À chacun des estimateurs de la variance,

un intervalle de confiance pour le TMLE est construit. On trouve que l’estimateur Jackknife

donne des taux de couverture équivalents ou supérieurs aux autres estimateurs dans toutes

ces situations.

Mots clefs

Inférence causale, TMLE, estimation de la variance, estimateur sandwich, Jackknife
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Summary

In the context of causal inference where we seek to estimate the average causal effect of

a binary exposure on an outcome variable, the TMLE of M. Van der Laan and D. Rubin

is a technique which applies to an initial estimate of the conditional expectation of the

outcome a modification whose purpose is to reduce bias in the corresponding estimation of

the average causal effect. The gold standard for estimation of the variance of the TMLE is

a sandwich-type estimator. Various alternative estimators are identified and compared to

the gold standard when the sample size is small, when the propensity scores are high or low

and when the initial estimate of the propensity score or of the conditional expectation of the

outcome is bad. for each of the variance estimator, a confidence interval for the TMLE is

constructed. We find that the Jackknife estimator yields coverage rates equivalent or better

than all the other estimators in all these situations.
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Introduction

Dans un monde où les ensembles de données sont de plus en plus massifs, avec parfois

plus de variables mesurées pour chaque individus que d’individus, les méthodes statistiques

classiques s’appuyant sur un modèle paramétrique ne suffisent plus. De même, dès que la

relation fonctionnelle entre une variable issue et les variables mesurées est complexe, l’utili-

sation d’un modèle paramétrique n’est pas sans risque. C’est souvent le cas dans un contexte

d’inférence causale où l’on cherche à estimer l’effet causal moyen d’une variable exposition

dichotomique sur une variable issue Ėn effet, la relation entre les variables est typiquement

complexe et inconnue de sorte que l’utilisation d’un modèle paramétrique entraînerait une

sévère erreur au niveau de l’estimation et de l’intervalle de confiance associé en cas de mau-

vaise spécification du modèle. Il devient alors nécessaire de développer de nouvelles méthodes

qui, étant donné un modèle semi-paramétrique ou non-paramétrique pour la distribution des

données, estiment un paramètre d’intérêt ciblé avec un maximum d’efficacité. Le TMLE,

pour Targeted Maximum Likelihood Estimator de M. van der Laan et D. Rubin [45, 43]

est une méthode générale qui, lorsqu’appliquée au problème de l’estimation de l’effet causal

moyen, conduit à un estimateur non biaisé et efficace par rapport à la classe des estimateurs

asymptotiquement linéaires [43]. Afin d’obtenir un intervalle de confiance, il faut également

estimer la variance du TMLE et l’étalon-or pour l’estimation de la variance est un estimateur

de type sandwich [43, 35]. Cependant, il est connu que l’étalon-or n’est pas sans défaut car

il tend à converger trop lentement sous certaines conditions (cf. [19]). Le présent mémoire

comparera l’étalon-or à des estimateurs de la variance alternatifs dans diverses situations.

Le chapitre 1 se veut une exposition cohérente des divers éléments permettant de com-

prendre la nature et les propriétés du TMLE appliqué à l’estimation de l’effet causal

moyen. À la section 1.1, nous présentons les bases de l’inférence causale suivant D. Ru-

bin [28, 29, 30]. L’effet causal moyen, qui permet d’identifier la présence d’une relation de



causalité entre une variable issue et une variable exposition dichotomique, est défini et les

présuppositions causales permettant son calcul sont exposées. La section 1.2 introduit un

premier exemple d’estimateur de l’effet causal moyen qui peut être vu comme un ancêtre

du TMLE. La section 1.3 donne la définition d’un estimateur semi paramétrique asympto-

tiquement linéaire et de la fonction d’influence qui en détermine la variance asymptotique.

En exemple, on trouve la classe des m-estimateurs pour lesquels l’estimateur sandwich de

la variance est développé. La section 1.4 s’attaque à la théorie de l’efficacité concernant

les estimateurs asymptotiquement linéaires. Le concept clé est ici celui de la fonction d’in-

fluence efficace et la construction géométrique permettant d’obtenir celle-ci par projection

orthogonale d’une quelconque fonction d’influence. La section 1.5 commence par le calcul

de la fonction d’influence efficace pour le modèle non-paramétrique. Un nouvel estimateur

de l’effet causal moyen est ensuite introduit comme choix naturel d’un estimateur asymp-

totiquement linéaire ayant comme fonction d’influence la fonction d’influence efficace. Une

propriété de double robustesse est démontrée pour cet estimateur lorsque certaines fonctions

y figurant, le score de propension et l’espérance conditionnelle de la variable issue, sont es-

timés. À la section 1.6, l’estimateur TMLE pour l’effet causal moyen est présenté comme

un cas particulier de l’estimateur de la section 1.5 où le score de propension et l’espérance

conditionnelle de la variable issue sont estimés de telle sorte qu’une estimation initiale de

l’espérance conditionnelle de la variable issue subit une modification, l’étape de mise-à-jour

TMLE, prenant en compte l’estimation du score de propension et ayant pour but de ré-

duire le biais dans l’estimation de l’effet causal moyen. La procédure générale TMLE est

ensuite expliquée et l’étape de mise-à-jour TMLE dans l’estimation de l’effet causal moyen

est contextualisée. Enfin, nous montrons comment l’étalon-or en matière d’estimation de la

variance du TMLE peut être vu comme un exemple d’estimateur sandwich.

Le chapitre 2 introduit les différents estimateurs de la variance du TMLE que nous

nous proposons de comparer à l’étalon-or à l’aide de simulations Monte-Carlo. La section ??

introduit l’estimateur Monte-Carlo qui, dans une étude de simulations, permet d’approximer

la vraie valeur du paramètre d’intérêt. La section 2.1 contient 3 estimateurs de la variance

dans le cas où le score de propension est estimé par un modèle paramétrique. Dans ce

cas, l’estimateur sandwich ayant permis de produire d’étalon-or prend généralement une

forme plus compliquée. À celle-ci, on peut appliquer l’un de deux termes de correction, la

2



correction de Fay-Graubard et la correction conservative, lorsqu’un ajustement à la hausse est

nécessaire. La section 2.2 présente l’estimateur Jackknife, un estimateur non-paramétrique

basée sur le principe du ré échantillonnage.

Le chapitre 3 présente les résultats des simulations ayant pour but de comparer l’étalon-

or aux estimateurs de la variance vus au chapitre 2. La section 3.1 décrit brièvement les

différents scénarios dans lesquels les estimateurs seront comparés. La section 3.3 décrit

en détails les 3 scénarios considérés. La section 3.4 présente les résultats sous forme de

graphiques en termes du biais relatif Monte-Carlo des différents estimateurs et sous forme

de tableaux contenant le biais relatif Monte-Carlo et le taux de couverture des intervalles de

confiances associés. La section 3.5 se veut un résumé des conclusions tirées.

3





Chapitre 1

Revue de littérature

1.1. Inférence causale

L’inférence causale est la branche de la statistique dont le but est d’identifier et quantifier

la présence de relations de causalité entre différentes variables. Il est bien connu que la

présence d’une association entre deux quantités n’implique pas une relation de causalité

entre elles. Une difficulté importante à laquelle on doit faire est la présence de variables de

confusion. Un exemple anecdotique célèbre illustrant ce concept fait intervenir Sir Ronald

Fisher qui, lorsque confronté à des données révélant que la probabilité de développer une

maladie pulmonaire est supérieure chez les fumeurs que chez les non-fumeurs, rejeta ces

dernières comme constituant une preuve de l’existence d’une relation causale entre le fait

de fumer et le développement d’une maladie pulmonaire. Pour illustrer son point, il évoqua

l’existence hypothétique d’un certain gène qui prédispose à la fois l’individu à fumer et à

développer une maladie pulmonaire [34]. La prévalence observée de maladies pulmonaires

chez les fumeurs ne serait ainsi due qu’à une tierce variable, soit l’existence de ce gène. Dans

cet exemple, la présence du gène joue le rôle de variable de confusion, ı.e. une variable qui est

associée à la fois à l’exposition (ı.e. le fait d’être fumeur ou non) et à l’issue (ı.e. développer le

cancer du poumon ou non) de telle sorte qu’une association non causale entre l’exposition et

l’issue est observée. Il est certain que toute étude visant à détecter une relation de causalité

entre le fait de fumer et le développement d’une maladie pulmonaire devrait prendre en

compte l’effet d’une telle variable de confusion. Mais avant tout, il importe d’avoir une

idée claire de ce qu’on entend par causalité. Nous présentons l’approche par les variables

contrefactuelles mise de l’avant par J. Neyman [23] et développée par D. Rubin [28, 29, 30].



Considérons la situation générale où sont donnés Ω une population d’intérêt, A une

variable aléatoire dichotomique représentant l’application de deux traitements (expositions)

alternatifs et Y une variable aléatoire réelle représentant l’issue. On considère également les

objets Y 0, Y 1 appelés issues contrefactuelles ([23, 28]), où Y a représente l’issue lorsque le

traitement A = a est appliqué. Ainsi, Y 1 − Y 0 compare la valeur que prend l’issue si on

applique l’un ou l’autre des traitements. Si Y 1(ω)−Y 0(ω) 6= 0 pour un individu ω ∈ Ω, alors

c’est nécessairement que le traitement reçu est la cause de cette différence chez l’individu ω.

L’espérance E[Y 1 − Y 0] est appelée effet causal moyen et représente l’effet causal au niveau

de la population.

Une fois ces définitions établies, le premier défi de l’inférence causale est d’établir un lien

entre les variables contrefactuelles et la variable Y . En effet, pour un individu donné ω ∈ Ω,

on observe toujours que l’un ou l’autre de Y 0(ω) et Y 1(ω) sous la forme de Y (ω), selon que

A(ω) = 0 ou A(ω) = 1, respectivement. Nous allons exposer et discuter des quatre conditions

communément utilisées pour établir ce lien dans la population, mais d’abord, illustrons par

un exemple les concepts définis ci-haut.

Exemple 1.1.1. Dans une étude menée récemment [11, 12], la population à l’étude est

constituée des femmes enceintes souffrant d’asthme modéré persistant. Pour ces patientes,

les deux traitements les plus communs sont soit une faible dose de corticostéroïdes inhalés

(0-250 µg) combinés à des agonistes β2 de longue durée, soit une dose moyenne de cortico-

stéroïdes inhalés (250-500 µg) [15]. L’objectif de l’étude est de déterminer si le traitement

par corticostéroïdes inhalés et agonistes β2 est la cause d’un poids moyen faible chez les bébés

en comparaison avec l’autre traitement. Notons Y le poids du bébé à la naissance et A la

variable indicatrice qui vaut 1 si une femme a reçu le traitement par corticostéroïdes inhalés

et agonistes β2 et 0 si elle a reçu l’autre traitement. Au niveau individuel, on dira que le

traitement A = 1 est la cause d’une diminution du poids de son bébé si le poids Y 1 lorsqu’une

femme se voit administrer le traitement A = 1 est inférieur au poids Y 0 lorsque cette même

femme se voit administrer le traitement A = 0. Autrement dit, on peut s’imaginer qu’au

moment de choisir un traitement, l’univers se sépare en deux univers parallèles. Dans le pre-

mier, la femme s’expose au traitement A = 1 et dans le second, elle s’expose au traitement

A = 0. Dans l’univers A = 1, la femme accouche d’un bébé de poids Y = Y 1 tandis que
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dans le second univers, elle accouche d’un bébé de poids Y = Y 0. Si Y 1 6= Y 0, alors c’est

nécessairement que le traitement est la cause de cette différence.

Comme nous le verrons à la section 1.2, les conditions (C1)-(C4) ci-bas sont suffisantes

pour estimer l’effet causal moyen. Les conditions (C1) et (C2) sont appelées SUTVA (pour

Stable Unit Treatment Value Assumption) par D. Rubin [30, 40].

(C1) [Non-interférence [5]] L’issue pour un individu donné ne dépend pas du traitement

reçu par un quelconque autre individu de la population.

Cette supposition est implicite dans la notation Y a, qui suppose que seule la valeur a

prise par la variable A détermine la valeur de l’issue.

(C2) [Cohérence [23, 26]] Il existe une unique version des traitements A = 0 et A = 1, de

sorte que les issues contrefactuelles Y 0,Y 1 sont bien définies avec la propriété A = a

⇒ Y a = Y .

L’exposition doit être définie de façon précise pour que les variables Y 1, Y 0 soient elles

aussi bien définies. Une manière de définir précisément l’exposition dans l’exemple précédent

serait de considérer une femme comme exposée au traitement A = a à condition qu’elle ait

commencé à prendre le traitement a au plus deux semaines après le début de la période

gestationelle et à raison d’au moins 1 fois par jour jusqu’à l’accouchement. Il importe aussi

que l’exposition soit définie de façon appropriée en relation avec la question de recherche,

sans quoi on peut aboutir à des conclusions erronées. Par exemple, si A était définie comme

représentant le traitement suivi par la mère au jour de l’accouchement, alors il se peut

que certaines femmes aient suivi le traitement avec corticostéroïdes inhalés et agonistes β2

pendant presque toute leur grossesse, puis ont changé de traitement peu de temps avant

d’accoucher.

Plus généralement, s’il existe différentes versions du traitement pouvant affecter l’issue,

alors les variables Y 1, Y 0 ne sont pas bien définies. Notons qu’il est tout de même possible

d’établir une relation de causalité entre une issue et un traitement ayant plusieurs versions

[40].

Tous les types d’expositions ne se prêtent pas bien au jeu. Par exemple, l’interprétation

de l’effet causal de la race, du sexe, de la croyance religieuse, de l’obésité, etc. d’un individu
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est chose délicate dû au fait que ces caractéristiques ne correspondent pas à une interven-

tion clairement définie. Plusieurs questions entourant ces caractéristiques comme cause font

l’objet de débat dans la communauté scientifique. Pour ne citer qu’une poignée d’articles,

on peut consulter [16, 17, 38, 37, 41, 42].

(C3) [Interchangeabilité conditionnelle] Il existe un vecteur aléatoire L = (L1, . . . ,Lr) tel

que A ⊥⊥ Y a|L (ı.e. conditionnellement à L, Y a est indépendant de A). Nous dirons

que les variables aléatoires L1, . . . ,Lr forment un ensemble suffisant.

Afin de comprendre la nature de cette condition, considérons la condition plus forte

d’interchangeabilité. Celle-ci stipule l’indépendance de A et Y a. Le nom est dû au fait que

si A et Y a sont indépendants, alors E[Y a|A = 0] = E[Y a|A = 1], ı.e. on peut échanger les

groupes A = 0 et A = 1 sans modifier l’espérance de Y a, ce qui est souhaitable car, en vertu

de (C1), elle implique E[Y a] = E[Y a|A = a] = E[Y |A = a], ce qui permet d’exprimer l’effet

causal moyen en terme des variables observées Y et A. Cependant, à moins d’être dans un

contexte d’étude randomisée, la condition d’interchangeabilité est trop optimiste: il y aura

généralement des facteurs de confusion Li. On appelle facteur de confusion toute variable

dont le processus d’exposition A et les issues contrefactuelles Y 0, Y 1 sont simultanément

dépendantes.

Exemple 1.1.2. Supposons que Y est une variable dichotomique qui vaut 1 si le patient

meurt et 0 sinon. Supposons aussi que A = 1 représente un traitement en médecine qui

comporte de grands risques et n’est utilisé qu’en dernier recours chez des patients proches

de la mort. Dans cette situation, la probabilité de mourir est beaucoup plus grande chez les

individus qui reçoivent le traitement que chez ceux qui ne le reçoivent pas: E[Y a|A = 1] >

E[Y a|A = 0].

Par contre, si L satisfait à la condition (C3), on a

E[Y a] = E[E[Y a|L]] = E[E[Y a|A = a,L]] = E[E[Y |A = a,L]]. (1.1.1)

La condition (C3) est parfois appelée simplement pas de facteurs de confusion non mesurés

car dire que la distribution conditionnelle de Y a sur L et A = 0 coïncide avec la distribution

conditionnelle de Y a sur L et A = 1 est équivalent à dire que L contient tous les facteurs

de confusion pour le couple (Y a,A). La signification de (C3) est donc que, si on cherche à
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estimer l’effet causal moyen, nous devons avoir accès en plus des valeurs observées pour Y

et A, aux valeurs mesurées de tous les facteurs de confusion.

(C4) [Positivité] Pour L un ensemble suffisant de facteurs de confusion, la distribution

conditionnelle pA|L(a|`) est positive dès que pL(`) > 0.

Intuitivement, cette condition stipule que tous les individus dans la population à l’étude

doivent avoir une chance non nulle de recevoir chacun des traitements. Supposons au

contraire que pA|L(0|`) = 0 pour une certaine strate L = ` non vide de la population Ω.

Alors toute étude visant à estimer E[Y 0] par E[E[Y |A = 0,L]] négligerait nécessairement

toute la strate L = ` et le résultat serait davantage une estimation de E[Y 0] pour la popu-

lation Ω\(L = `) plutôt qu’une estimation pour Ω.

Avant de conclure cette section, mentionnons que l’effet causal moyen E[Y 1 − Y 0] n’est

pas la seule quantité pouvant servir à identifier une relation de causalité. Par exemple, si

Y est une variable dichotomique, on préférera généralement le rapport de risque P [Y 1 =

1]/P [Y 0 = 1] ou le rapport de cote = (P [Y 1 = 1]/P [Y 1 = 0])/(P [Y 0 = 1]/P [Y 0 = 0]).

1.2. Estimation de l’effet causal

Considérons à nouveau la situation la plus simple où l’exposition A est dichotomique et

l’issue Y est une variable aléatoire réelle. Dans une étude randomisée, un échantillon de taille

n est prélevé aléatoirement au sein de la population d’intérêt (ou de manière représentative de

celle-ci). Les individus recrutés se voient alors assigner le traitement A = 0 ou A = 1 de façon

complètement aléatoire. Dans ce contexte, la condition d’interchangeabilité conditionnelle

(C3) est automatiquement vérifiée puisqu’il n’existe aucune variable de confusion. Le fait que

le processus d’assignation du traitement est complètement aléatoire garantit que P [A = 1]

est une simple constante et donc ne dépend d’aucune variable extérieure. Du même coup, la

condition de positivité (C4) automatiquement vérifiée elle aussi. Par conséquent, à condition

que le protocole de l’étude ait été élaboré de manière à ce que les conditions (C1) et (C2)

soient vérifiées, alors l’effet causal moyen peut être estimé simplement par

n−1
1

∑
Ai=1

Yi − n−1
0

∑
Ai=0

Yi, (1.2.1)

où na = #(Ai = a) et où
∑

Ai=a
signifie que l’on somme sur les indices i tels que Ai = a.
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Mais les essais randomisés contrôlés ont leurs limites, qu’elles soient de nature pratique,

financière ou éthique. Par exemple, l’industrie pharmaceutique et les chercheurs sont réti-

cents à mener des études sur les femmes enceintes de peur de mettre à risque la santé de deux

populations vulnérables (mère et fœtus) [31]. Dans de telles situations, il faut se rabattre

sur l’analyse de données préexistantes. On parle alors d’étude observationelle. Contraire-

ment aux études randomisées, on ne peut s’attendre à ce que les facteurs de confusion soient

distribués identiquement dans les deux groupes de traitement. Dans ce cas, il est clair que

l’estimateur (1.2.1) ne peut être utilisé. On peut remédier à cela en pondérant l’issue Yi d’un

individu du groupe A = a par l’inverse de la probabilité de traitement P [A = a|L = Li], où

L = (L1, . . . ,Lr)
T est un ensemble de facteurs de confusion vérifiant les conditions (C3), (C4)

et Li = (Li1, . . . , Lir)
T est la valeur de la variable L pour le i-ème individu. De cette façon,

on élargit virtuellement les deux groupes de traitement de telle sorte que, pour n = n0 + n1

suffisamment grand, on s’attend à ce que les groupes virtuels soient de taille n et que la

variable L y soit distribuée identiquement. En effet, supposons que P [A = 1|L = `] = p.

Alors, P [A = 0|L = `] = 1 − p et un individu dans le groupe A = 1 avec L = ` reçoit la

pondération p−1 tandis qu’un individu dans le groupe A = 0 avec L = ` reçoit la pondération

(1 − p)−1. Sur k individus avec L = `, on s’attend à en retrouver pk dans le groupe A = 1

et (1 − p)k dans le groupe A = 0, si bien que dans les groupes virtuels, les individus avec

L = ` sont représentés au nombre de pk × p−1 = k dans le groupe A = 0 et au nombre de

(1− p)k × (1− p)−1 = k dans le groupe A = 1.

L’analogue naturel de l’estimateur (1.2.1) pour une étude observationnelle est donc

n−1
∑
Ai=1

Yi
P [A = 1|L = Li]

− n−1
∑
Ai=0

Yi
P [A = 0|L = Li]

= n−1

n∑
i=1

AiYi
P [A = 1|L = Li]

− (1− Ai)Yi
1− P [A = 1|L = Li]

et porte le nom d’estimateur IPTW pour Inverse Probability of Treatment Weighting ou

encore estimateur de Horvitz-Thompson [18]. La quantité P [A = 1|L] est appelée score de

propension et sera notée g(L).

Proposition 1.2.1. Sous les présuppositions causales (C1)-(C4), l’estimateur IPTW est

convergent.
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Démonstration. Par la loi des grands nombres, n−1
∑n

i=1
AiYi
g(Li)

converge en probabilité

vers E[g(L)−1AY ]. Or,

E[g(L)−1AY ] = E[E[g(L)−1AY |L]]

= E[g(L)−1E[AY |L]]

= E[E[Y |L,A = 1]]

= E[Y 1] par (1.1.1).

On passe de la deuxième ligne à la troisième ligne en développant:

E[AY |L] = E[E[AY |L,A]|L]

= E[A[E[Y |L,A]|L]

= 1 · E[Y |L,A = 1]P [A = 1|L] + 0 · E[Y |L,A = 0]P [A = 0|L]

= E[Y |L,A = 1]g(L). (1.2.2)

On procède de même pour montrer que n−1
∑n

i=1
(1−Ai)Yi
1−g(Li) converge en probabilité vers E[Y 0].

�

On peut consulter [6] pour plus d’information sur l’estimateur IPTW. Bien que ce dernier

soit sans doute le plus naturel, il n’est pas le plus efficace, en général. À la prochaine section,

on introduit une classe très large d’estimateurs convergents auxquels l’estimateur IPTW

appartient et on montre comment trouver celui ayant la plus petite variance.

1.3. Estimateurs asymptotiquement linéaires

Dans cette section, nous présentons la théorie des estimateurs asymptotiquement linéaires

(AL) suivant [35]. La linéarité asymptotique est une propriété désirable chez un estimateur

car elle signifie que l’estimateur se comporte asymptotiquement comme une moyenne em-

pirique. En particulier, un estimateur AL exhibera un taux de convergence de
√
n et une

distribution asymptotiquement normale.

Considérons la situation générale où Ω est un espace de probabilité et Z est une variable

aléatoire sur Ω à valeurs dans un espace mesuré T . On choisit un modèle pour Z, soit

une partie M de l’espace P de toutes les distributions de probabilité sur T que l’on sait

contenir la distribution PZ de Z. On considère également une application Ψ :M→ Rd telle
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que ψ0 := Ψ(PZ) est le paramètre que l’on cherche à estimer (le paramètre ciblé). Il faut

mentionner ici que tous les résultats de cette section ne font référence au modèle M que

dans un voisinage de PZ . Ainsi, on peut toujours rétrécir le modèleM au besoin pour qu’il

satisfasse aux conditions de régularité requises.

Exemple 1.3.1. Dans un problème d’inférence causale tel que discuté à la section précédente,

on a Z = (Y,A,L) où Y représente l’issue, A est une exposition binaire, L = (L1, . . . ,Lr)
T

est un ensemble suffisant de facteurs de confusion, ψ0 = E[Y 1−Y 0] est l’effet causal moyen

et les conditions (C1)-(C4) sont en vigueur. Étant donnée une distribution de probabilité P

sur T et une mesure dominante ν, on peut factoriser la fonction de densité p(y,a,`) = dP
dν

comme suit:

p(y,a,`) = pY |A,L(y|a,`)pA|L(a|`)pL(`).

On peut prendre pour Ψ l’application

Ψ(P ) =

∫ (∫
ypY |A,L(y|a = 1,`)dy −

∫
ypY |A,L(y|a = 0,`)dy

)
pL(`)d` (1.3.1)

car pour P = PZ, cette expression est égale à E[E[Y |A = 1,L] − E[Y |A = 0,L]], ce qui par

(1.1.1) est bien l’effet causal moyen.

Étant donné un échantillon iid Z1, . . . ,Zn de Z, un estimateur ψ̂n ≡ ψ̂n(Z1, . . . ,Zn) pour

ψ0 est appelé estimateur asymptotiquement linéaire (AL) s’il existe une fonction mesurable

ϕ : T → Rd appelée fonction d’influence telle que

(i) ψ̂n − ψ0 =
∑n

i=1
ϕ(Zi)
n

+ op(n
−1/2),

(ii) E[ϕ(Z)] = 0,

(iii) 0 < |det(V ar[ϕ(Z)])| < +∞.

La condition (i) peut également s’écrire

√
n(ψ̂n − ψ0) =

n∑
i=1

ϕ(Zi)√
n

+ op(1).

En vertu du théorème de la limite centrale, on a
n∑
i=1

ϕ(Zi)√
n

d−→ N (0,V ar[ϕ(Z)]) .

Par le théorème de Slutzky, on a alors

√
n(ψ̂n − ψ0)

d−→ N(0,V ar[ϕ(Z)]). (1.3.2)
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Dans ce sens, la fonction d’influence gouverne le comportement asymptotique de l’estimateur.

Par exemple, pour ψ0 scalaire, un intervalle de confiance asymptotique de niveau 1− α est

ψ̂n ± zα/2

√
V ar[ϕ(Z)]

n
, (1.3.3)

où P [X > zα/2] = α/2 pour X ∼ N(0,1). Nous appellerons variance asymptotique de

l’estimateur ψ̂n la quantité n−1V ar[ϕ(Z)].

Remarque 1.3.2. (1) La fonction d’influence dépend en général du paramètre ψ0.

Ainsi, on écrira parfois ϕ(Z;ψ0) pour mettre ce fait en évidence.

(2) La condition (ii) est une condition de normalisation: si ψ̂n vérifie (i) avec fonction

ϕ, alors ψ̂′n := ψ̂n − E[ϕ(Z)] vérifie (i) avec fonction d’influence ϕ′ := ϕ − E[ϕ(Z)]

et E[ϕ′(Z)] = 0.

(3) Si ψ̂n et ψ̂′n sont deux estimateurs AL pour ψ0 et ψ′0 avec fonction d’influence res-

pectives ϕ et ϕ′, alors aψn + bψ′n est un estimateur AL pour aψ0 + bψ′0 avec fonction

d’influence aϕ+ bϕ′.

(4) Deux estimateurs AL ψ̂n et ψ̂′n de ψ0 ont (presque partout) la même fonction d’in-

fluence si et seulement s’ils sont asymptotiquement équivalents au sens où ψ̂′n =

ψ̂n+op(n
−1/2). En particulier, la fonction d’influence d’un estimateur AL est presque

sûrement unique. Pour démontrer cela, on note d’abord que si ψ̂n et ψ̂′n ont des fonc-

tions d’influence qui coïncident presque partout, alors par soustraction des relations

(i), on obtient directement ψ̂′n = ψ̂n+op(n
−1/2). Inversement, si ψ̂′n−ψ̂n = op(n

−1/2),

alors on obtient une contradiction en supposant que les fonctions d’influence ne

coïncident pas presque partout car dans ce cas, le théorème de la limite centrale

veut que n−1/2
∑n

i=1(ϕ − ϕ′)(Zi)
d→ N (0,V ar[(ϕ− ϕ′)(Z)]). Par ailleurs, la diffé-

rence des relations (i) donne n−1
∑n

i=1(ϕ − ϕ′)(Zi) = op(n
−1/2) donc en particulier

n−1/2
∑n

i=1(ϕ− ϕ′)(Zi)
d→ 0.

(5) Un estimateur AL est convergent, ı.e. ψ̂n
p→ ψ0. En effet, si on écrit la condition (i)

sous la forme ψ̂n − ψ0 = 1√
n

∑n
i=1

ϕ(Zi)√
n

+ op(n
−1/2), alors par (1.3.2) et le théorème

de Slutzy, on en déduit ψ̂n − ψ0
d→ 0. Or, la convergence en distribution vers 0 est

équivalent à la convergence en probabilité vers 0.

Exemple 1.3.3 ([35] p.22). Soit Z une variable aléatoire réelle avec E[Z] = µ, V ar[Z] = σ2.
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(1) Un estimateur AL pour ψ0 = µ est la moyenne empirique µ̂n = n−1(Z1 + . . . + Zn)

avec fonction d’influence ϕ(Z) = Z − µ.

(2) Un estimateur AL pour ψ0 = σ2 est la variance empirique σ̂2
n = n−1

∑n
i=1(Zi − µ̂n)2.

Quelques manipulations algébriques permettent d’écrire

σ̂2
n − σ2 = n−1

n∑
i=1

((Zi − µ)2 − σ2)− (µ̂n − µ)2.

De la loi faible des grands nombres, il découle µ̂n − µ
p→ 0 tandis que le théorème

de la limite centrale permet d’écrire
√
n(µ̂n − µ)

d→ N(0,σ2). Par le théorème de

Slutzky, on a donc
√
n(µ̂n − µ)2 p→ 0. Ainsi, σ̂2

n est AL avec fonction d’influence

ϕ(Z) = (Z − µ)2 − σ2.

Exemple 1.3.4 (m-estimateurs). [[35] §3.2] Soit Z : Ω → T une variable aléatoire. On

propose un modèle paramétrique {Pθ|θ ∈ Θ ⊂ Rd} pour PZ = Pθ0. Soit m : T × RN →

RN une fonction vérifiant la condition de normalisation Eθ[m(Z,θ)] = 0. Étant donné un

échantillon iid, Z1, . . . ,Zn, de Z, un m-estimateur de θ0 est une solution θ̂n = θ̂n(Z1, . . . ,Zn)

de l’équation estimante
n∑
i=1

m(Zi,θ) = 0.

Montrons qu’un m-estimateur est AL et calculons sa fonction d’influence. Pour ceci, on

utilise un développement de Taylor à l’ordre 1 autour de θ0:

0 =
n∑
i=1

m(Zi; θ̂n) =
n∑
i=1

m(Zi,θ0) +
n∑
i=1

∂m(Zi; θ̂
∗
n)

∂θT
(θ̂n − θ0), (1.3.4)

où θ̂∗n se trouve sur la ligne droite joignant θ0 à θ̂n dans RN . Sous certaines conditions de

régularité (cf. [35] section 3.2), θ̂n
p→ θ0 et n−1

∑n
i=1

∂m(Zi;θ̂
∗
n)

∂θT
p→ Eθ0

[
∂m(Z;θ0)
∂θT

]
. Par le

théorème de l’application continue, on a donc(
n−1

n∑
i=1

∂m(Zi; θ̂
∗
n)

∂θT

)−1

p→ Eθ0

[
∂m(Z; θ0)

∂θT

]−1

,

et on peut donc écrire (1.3.4) sous la forme

√
n(θ̂n − θ0) = −

(
n−1

n∑
i=1

∂m(Zi; θ̂
∗
n)

∂θT

)−1(
n−1/2

n∑
i=1

m(Zi; θ0)

)

= −Eθ0
[
∂m(Z; θ0)

∂θT

]−1
(
n−1/2

n∑
i=1

m(Zi; θ0)

)
+ op(1).

14



Il découle que θn est AL de fonction d’influence

ϕ(z) = −Eθ0
[
∂m(z; θ0)

∂θT

]−1

m(z; θ0).

La variance asymptotique de θ̂n est

n−1V ar[ϕ(Z)] = n−1E[ϕ(Z)ϕ(Z)T ]

= n−1E

[
∂m(Z; θ0)

∂θT

]−1

V ar[m(Z,θ0)]

(
E

[
∂m(Z; θ0)

∂θT

]−1
)T

.

Sous certaines conditions de régularité, un estimateur convergent de la variance asymptotique

de θ̂n est donné par

V̂ = n−1

(
n−1

n∑
i=1

∂m(Zi; θ̂n)

∂θT

)−1(
n−1

n∑
i=1

m(Zi; θ̂n)⊗2

)(
n−1

n∑
i=1

∂m(Zi; θ̂n)

∂θ

)−1

.

(1.3.5)

L’estimateur (1.3.5) est communément appellé estimateur sandwich.

Exemple 1.3.5. Sous certaines conditions de régularité, le vecteur score

S(Z; θ) =
∂ log pZ(Z; θ)

∂θ
=

(
∂ log pZ(Z; θ)

∂θ1

, . . . ,
∂ log pZ(Z; θ)

∂θN

)>
vérifie Eθ[S(Z; θ)] = 0. Le m-estimateur correspondant est l’estimateur du maximum de

vraisemblance:
n∑
i=1

Sj(Zi; θ̂n) =
n∑
i=1

∂ log pZ(Zi; θ̂n)

∂θj
=

∂

∂θj

∣∣∣∣
θ̂n

log pZ1,...,Zn(Z1, . . . ,Zn; θ).

La fonction d’influence est

ϕ(z) = I(θ0)−1S(z; θ0),

où I(θ0) = −Eθ0
[
∂S(Z;θ0)
∂θ>

]
est, sous certaines conditions de régularité, égal à l’information

de Fisher V arθ0 [S(Z; θ0)]. En particulier, V ar[ϕ(Z)] = I(θ0)−1 et en vertu de (1.3.2),

on retrouve le résultat classique voulant que la variance asymptotique de l’estimateur du

maximum de vraisemblance atteigne la borne de Cramér-Rao.

Exemple 1.3.6 ([20]). L’estimateur IPTW

ψ̂n = n−1

n∑
i=1

AiYi
P [A = 1|L = Li]

− (1− Ai)Yi
1− P [A = 1|L = Li]
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pour ψ0 = E[Y 1 − Y 0] est AL avec fonction d’influence

ϕIPTW (Z) =
AY

P [A = 1|L]
− (1− A)Y

1− P [A = 1|L = L]
− E[Y 1 − Y 0].

Dans ce cas-ci, le terme op(n−1/2) est 0.

Dans la majorité des applications, le score de propension g(L) n’est pas connu et il faut

l’estimer. Si un modèle paramétrique g(L;α), α ∈ RN est utilisé et que le paramètre α est

estimé à l’aide du m-estimateur

0 = n−1

n∑
i=1

mg(Zi; α̂n)

(par exemple par maximum de vraisemblance), alors l’estimateur

n−1

n∑
i=1

AiYi
g(L; α̂n)

− (1− Ai)Yi
1− g(Li; α̂n)

est obtenu par résolution de l’équation estimante

0 = n−1

n∑
i=1

m(Zi; θ),

où θ = (ψ, α) et

m(Z; θ) = {mIPTW (Z;ψ,α),mg(Z;α)>}>

avec

mIPTW (Z;ψ,α) =
AY

g(L;α)
− (1− A)Y

1− g(L;α)
− ψ.

Par conséquent, la fonction d’influence est (cf. Exemple 1.3.4)

ϕ(Z) = −E
[
∂m(Z; θ0)

∂θ>

]−1

m(Z; θ0).

En utilisant le fait voulant que A B

0 C

−1

=

 A−1 −A−1BC−1

0 C−1

 ,

on obtient

E

[
∂m

∂θ>

]−1

=

 −1 E
[
∂mIPTW
∂α>

]
E
[
∂mg
∂α>

]−1

0 E
[
∂mg
∂α>

]−1

 ,
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d’où, en utilisant le fait que mIPTW (Z;ψ0,α0) = ϕIPTW (Z),

ϕ(Z) = ϕIPTW (Z)

− E
[
∂mIPTW (Z;ψ0,α0)

∂α>

]
E

[
∂mg(Z;α0)

∂α>

]−1

mg(Z;α0).

L’exemple précédent illustre un phénomène général, à savoir que si ϕ(z;ψ,η) est une

fonction d’influence potentielle (ı.e. elle vérifie les conditions (ii) et (iii) de la Définition

1.3) dépendant du paramètre d’intérêt ψ et aussi d’un autre paramètre η (possiblement de

dimension infinie), alors sous certaines conditions de régularité en plus de conditions sur une

estimation η̂ de η, l’estimateur ψ̂n obtenu par résolution de l’équation estimante

0 =
n∑
i

ϕ(Zi;ψ,η̂)

sera AL avec fonction d’influence relié à ϕ d’une manière dépendant de la forme de ϕ et de

la façon dont η est estimé [20].

1.4. La fonction d’influence efficace

Dans les sections 1.4.1 et 1.4.2, on cherchera à identifier la fonction d’influence ϕeff

qui minimise V ar[ϕ(Z)]. Par (1.3.2), un estimateur AL ayant cette fonction d’influence est

efficace au sens où sa variance asymptotique est minimale parmi la classe des estimateurs

AL. En fait, nous verrons que la variance de la fonction d’influence efficace est la borne de

Cramer-Rao.

1.4.1. Le cas d’un modèle paramétrique

Comme à la section précédente, on considère un espace probabilisé Ω et une variable

aléatoire Z : Ω → T . On choisit un modèle paramétrique pour Z, soit un modèleM de la

forme {Pθ|θ ∈ Θ} pour Θ ⊂ RN et posons PZ = Pθ0 . Soit aussi Ψ :M→ Rd une application

telle que Ψ(Pθ0) = ψ0. Si la correspondance θ 7→ Pθ est bijective dans un voisinage de θ0

alors, on peut sans perdre de généralité identifierM à Θ et utiliser la notation Ψ(θ) au lieu

de Ψ(Pθ).

Par souçi de simplicité, supposons pour le reste de cette section que le paramètre que l’on

cherche à estimer est un scalaire, ı.e. d = 1. Notons (Hθ0 ,〈·,·〉) le sous-espace des éléments
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de moyenne nulle de l’espace de Hilbert L2(T ,PZ). Explicitement, on a

Hθ0 = {ϕ : T → R | Eθ0 [ϕ(Z)] = 0, Eθ0 [ϕ(Z)2] <∞},

〈ϕ1,ϕ2〉 = Eθ0 [ϕ1(Z)ϕ2(Z)].

Le sous-espace Hθ0 est fermé dans L2(T ,PZ), ce qui en fait un sous-espace de Hilbert avec

produit intérieur

〈ϕ1,ϕ2〉 = Covθ0 [ϕ1(Z),ϕ2(Z)].

On définit l’espace tangent Tθ0M comme le sous-espace de Hθ0 engendré par les composantes

du vecteur score:

Tθ0M =

{
N∑
i=1

aiSi(z; θ0) | ai ∈ R

}
, Si(z; θ0) =

∂ log p(z; θ)

∂θi

∣∣∣∣
θ=θ0

. (1.4.1)

Le produit intérieur relativement à cette base est donné par la matrice d’information de

Fisher:

〈Si(z; θ0), Sj(z; θ0)〉 = I(θ0)ij.

Prenons un instant pour situer cette observation dans le cadre de la géométrie différen-

tielle auquel elle appartient. Si F dénote l’espace vectoriel des fonctions sur T , alors un choix

d’une mesure dominante ν sur T induit un plongement deM dans F via Pθ 7→ log p(z; θ),

où p(z; θ) = dPθ
dν

. Autrement dit, une distribution de probabilité P se voit associée au lo-

garithme de sa dérivée de Radon-Nykodym. Sous certaines conditions de régularité, cette

réalisation de M admet en tout point Pθ un espace tangent TPθM (ou plus simplement

TθM) et leur réunion forme un fibré vectoriel TM surM de fibre TθM appelé fibré tangent

[21]. Il existe un autre fibré vectoriel surM, soit le fibré en espaces de Hilbert H de fibre

HPθ = Hθ = {ϕ ∈ L2(T ,Pθ) | Eθ[ϕ(Z)] = 0}, et sous les conditions de régularité habituelles

garantissant que le vecteur score est d’espérance nulle, le fibré tangent est un sous-fibré de

H. En particulier, au point Pθ0 ∈ M, on a Hθ0 = H0 et Tθ0M = T0, ce qui explique la

notation et la terminologie. Le produit intérieur sur H induit (par simple restriction) une

métrique riemannienne g surM donnée par l’information de Fisher et appelée métrique de

Fisher-Rao ou métrique d’information:

gθ = 〈·,·〉|TθM =
N∑

i,j=1

I(θ)ijSi(z; θ)∗ ⊗ Sj(z; θ)∗.
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Ceci signifie simplement que si ϕ1, ϕ2 ∈ TθM sont deux vecteurs tangents représentés res-

pectivement par les vecteurs v1,v2 ∈ RN par rapport à la base {Si(z; θ)} de TθM, alors

gθ(ϕ1,ϕ2) = v>1 I(θ)v2.

Remarque 1.4.1. Ce point de vue géométrique consistant à considérer l’information de

Fisher comme métrique riemannienne remonte à C. R. Rao [25] et a été développé par B.

Efron [8], S. Amari [1, 2, 3] et d’autres. Pour ne citer qu’un résultat de la théorie, la

connexion de Lévy-Civita associée à g s’étend à une connexion sur le fibré hilbertien H dont

la courbure caractérise l’appartenance deM à la famille exponentielle.

En géométrie riemannienne, on retrouve la notion de gradient riemannien qui généralise

la notion euclidienne bien connue. Si f est une fonction réelle surM, son gradient riemannien

au point θ0 est le vecteur gradgf ∈ Tθ0M tel que

gθ0(gradgf,V ) =
N∑
i=1

∂f(θ0)

∂θi
vi (1.4.2)

pour tout vecteur tangent V =
∑N

i=1 viSi(z; θ0) ∈ Tθ0M. Le membre de droite représente

la dérivée directionnelle de f dans la direction de V . De plus, par l’inégalité de Cauchy-

Schwarz appliquée à V unitaire, ont voit que le gradient riemannien pointe dans la direction

de croissance maximale de f .

On peut montrer que, à certaines conditions de régularité près1, les éléments ϕ de H0 qui

sont des fonctions d’influence pour l’estimation du paramètre ψ0 sont précisément ceux qui

vérifient ([35] Theorem 3.2 et §3.3):

〈ϕ, Si(z; θ0)〉 =
∂Ψ(θ0)

∂θi
∀i = 1, . . . ,N. (1.4.3)

Dans le language de la géométrie différentielle, ce résultat s’énonce simplement en disant

que les éléments ϕ de H0 qui sont des fonctions d’influence pour l’estimation du paramètre

ψ0 sont précisément ceux dont la projection orthogonale sur T0 est donnée par le gradient

riemannien de Ψ. En effet, tout élément ϕ ∈ H0 admet la décomposition orthogonale

ϕ = ϕ0 + ϕ⊥ où ϕ0 ∈ T0 est la projection orthogonale de ϕ sur T0 et ϕ⊥ ∈ T⊥0 est le

complément orthogonal, et on a 〈ϕ, Si(z; θ0)〉 = 〈ϕ0, Si(z; θ0)〉 ∀i. Mais puisque {Si(z; θ0)}
1Parmi les conditions de régularité entrant dans l’énoncé du théorème, on demande que l’estimateur

appartienne à la sous-classe des estimateur AL appelés estimateur asymptotiquement linéaires réguliers

(ALR) [35] (Definition 1).
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forme une base de T0, les nombres 〈ϕ0, Si(z; θ0)〉 (i = 1, . . . ,N) caractérisent le vecteur ϕ0.

Plus précisément, si

ϕ0 =
N∑
i=1

ϕ0iSi(z; θ0),

alors

ϕ0i =
N∑
j=1

I(θ0)ij〈ϕ0, Sj(z; θ0)〉, (1.4.4)

où I(θ0)ij = (I(θ0)−1)ij. Or, de la définition (1.4.2), on voit bien que le gradient riemannien

de Ψ vérifie lui aussi les relations (1.4.3). Donc (1.4.3) est équivalent à ϕ0 = gradgΨ. Le

gradient riemannien gradgΨ est appelé fonction d’influence efficace [35] ou gradient cano-

nique [43]. On le note ϕeff ou encore D∗(PZ) lorsqu’on veut mettre l’emphase sur le fait

qu’il s’agît de la fonction d’influence en PZ . En combinant (1.4.3) à (1.4.4), on obtient la

formule suivante pour la fonction d’influence efficace:

ϕeff (z) =
N∑

i,j=1

∂Ψ(θ0)

∂θj
I(θ0)ijSi(z; θ0) (1.4.5)

=
∂Ψ(θ0)

∂θ>
I(θ0)−1S(z; θ0). (1.4.6)

Comme corollaire de la caractérisation (1.4.3) des fonctions d’influences, on obtient la

formule suivante pour l’espace FI(M,ψ0) de toutes les fonctions d’influences:

FI(M,ψ0) = ϕeff + T⊥0 .

Une autre conséquence immédiate du point de vue géométrique que nous avons adopté est

que la fonction d’influence efficace est la fonction d’influence ayant la plus petite variance.

En effet, si ϕ = ϕeff + ϕ⊥ est une fonction d’influence quelconque, on a

V ar[ϕ(Z)] = 〈ϕ(Z), ϕ(Z)〉

= 〈ϕeff (Z), ϕeff (Z)〉+ 2〈ϕeff (Z), ϕ⊥(Z)〉+ 〈ϕ⊥(Z), ϕ⊥(Z)〉

= 〈ϕeff (Z), ϕeff (Z)〉+ 〈ϕ⊥(Z), ϕ⊥(Z)〉

= V ar[ϕeff (Z)] + V ar[ϕ⊥(Z)]

≥ V ar[ϕeff (Z)].
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En fait, en utilisant (1.4.6), on voit que la variance de ϕeff atteint la borne de Cramer-Rao:

V ar[ϕeff (Z)] =

(
∂ψ

∂θ>
I(θ0)−1

)
I(θ0)

(
∂ψ

∂θ>
I(θ0)−1

)>
=

∂ψ

∂θ>
I(θ0)−1I(θ0)I(θ0)−1∂ψ

∂θ

=
∂ψ

∂θ>
I(θ0)−1∂ψ

∂θ
.

Pour résumer, la fonction ϕeff donnée par (1.4.6) est l’unique fonction d’influence qui

minimise la variance et elle s’obtient d’une fonction d’influence quelconque ϕ par projection

orthogonale sur l’espace tangent.

Exemple 1.4.2. La fonction d’influence pour l’estimateur par maximum de vraisemblance

(cf. Exemple 1.3.5) est la fonction d’influence efficace puisqu’elle s’exprime comme un mul-

tiple du score.

Pour clore cette sous-section, on introduit la notion de score efficace. De la définition de

la fonction d’influence efficace en tant que gradient riemannien, on sait que cette dernière

pointe dans la direction de croissance maximale de Ψ, soit dans une direction perpendiculaire

aux surfaces de niveau de Ψ. Plus précisément, dès que Ψ′(θ0) 6= 0, la surface de niveau

{Ψ = ψ0} admet un espace tangent Λ ⊂ Tθ0M en θ0 et on a

ϕeff = projΛ⊥ϕeff , (1.4.7)

où projΛ⊥ est l’opérateur de projection orthogonale sur Λ⊥, le complément orthogonal de

Λ dans Tθ0M. Maintenant, pour un modèle paramétrique, dès que Ψ′(θ0) 6= 0, il est pos-

sible de reparamétrer le modèle par θ = (ψ,η) tel que Ψ(ψ,η) = ψ [21]. Pour une telle

paramétrisation, le vecteur score est de la forme

S(z; θ0) = (Sψ(z; θ0),Sη(z; θ0)>),

où

Sψ(z; θ0) =
∂ log p(z;ψ0,η0)

∂ψ
, Sη(z; θ0)> =

∂ log p(z;ψ0,η0)

∂η>

et Λ est simplement l’espace engendré par les composantes de Sη(z; θ0), ı.e.

Λ = {c>Sη(z; θ0)|c ∈ RN−1}. De plus, puisque

∂Ψ

∂θ>
= (1,0, . . . ,0)

21



avec cette paramétrisation, la formule (1.4.7) lorsque combinée à (1.4.6) se réduit à

ϕeff = I(θ0)11Seff (z; θ0) (1.4.8)

où

Seff (z; θ0) = projΛ⊥Sψ = Sψ − 〈Sψ, S>η 〉〈Sη, S>η 〉−1Sη

est appelé le score efficace. En fait, le score efficace caractérise complètement la fonction

d’influence efficace car prenant le produit intérieur avec Sψ de l’équation (1.4.8), on ob-

tient I(θ0)11 = 〈Seff , Seff〉−1. En effet, on a 〈ϕeff , Sψ〉 = 1 par (1.4.3) et 〈Seff , Sψ〉 =

〈Seff , Seff〉+ 〈Seff , S⊥eff〉 = 〈Seff , Seff〉.

1.4.2. Le cas d’un modèle non-paramétrique

Jusqu’ici nous n’avons considéré que le cas oùM est un modèle paramétrique pour ψ0.

Supposons maintenant au contraire que M n’est pas un modèle paramétrique. Il contient

cependant des sous-modèles paramétriques, ı.e. des modèles paramétriquesM′ pour ψ0 avec

M′ ⊂M. Pour ces modèles, l’espace tangent TPM′ est défini et on définit l’espace tangent

TPM comme la fermeture dans HP de la somme directe sur les espaces tangents de tous les

sous-modèles paramétriques passant par P :

TPM =
⊕
M′⊂M

dimM′<∞

TPM′.

Intuitivement, on pense à TPM comme à l’ensemble de toutes les combinaisons linéaires

d’éléments des TPM′ et leurs points limite. On suppose que TPM est un espace vectoriel,

ce qui n’est pas garanti mais sera le cas dans toutes les applications raisonables (cf. [35]).

Il est nécessaire de prendre la fermeture dans la définition de TPM pour garantir l’existence

d’un opérateur de projection orthogonale [4].

Notons ensuite que si ψn est un estimateur AL pour Ψ : M→ R, alors par restriction,

ψn est aussi un estimateur AL pour Ψ|M′ pour tous les sous-modèles paramétriquesM′. En

particulier, la fonction d’influence de ψn est de variance supérieure ou égale au supremum sur

la borne de Cramer-Rao de tous les estimateur AL pour un sous-modèle paramétrique. On

appelle ce supremum la borne d’efficacité. On peut montrer ([35] Theorem 4.2-4.3, [20]) que

la fonction d’influence ϕ d’un estimateur ALR (ı.e. un estimateur AL dont la restriction à

tout sous-modèle paramétrique est ALR) vérifie (1.4.3) pour tout sous-modèle paramétrique.
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De plus, il existe un unique élément ϕeff ∈ HPZ appelé fonction d’influence efficace qui vérifie

(1.4.3) pour tout sous-modèle paramétrique M′ ⊂ M et dont la variance atteint la borne

d’efficacité. La fonction d’influence efficace s’obtient d’une fonction d’influence arbitraire

par projection orthogonale sur l’espace tangent. En particulier, si une fonction d’influence

appartient à l’espace tangent, alors c’est la fonction d’influence efficace.

1.5. L’estimateur AIPTW

Reprenons la situation de l’Exemple 1.3.1, soit un triplet Z = (Y,A,L) : Ω → T satis-

faisant les conditions (C1)-(C4) de la section 1.1. On considère le modèle non-paramétrique

M = P (l’ensemble de toutes les distributions de probabilité sur T ). Un choix d’une mesure

dominante ν pour un voisinage de PZ permet d’identifier les éléments deM à leur fonction

de densité dP
dν

= p(y,a,`) et la décomposition

p(y,a,`) = pY |A,L(y|a,`)pA|L(a|`)pL(`) (1.5.1)

permet de voirM comme sous-ensemble deMY |A,L×MA|L×ML, oùMY |A,L est l’ensemble

des fonctions positives de y,a,`, etc.. De même, on peut voir le fibré tangent TM comme

TPM = {U+V +W ∈ TpY |A,LMY |A,L⊕TpA|LMA|L⊕TpLML | EP [U+V +W ] = 0}. (1.5.2)

En effet, étant donné p(y,a,`; t) = pY |A,L(y|a,`; t)pA|L(a|`; t)pL(`; t) un sous-modèle paramé-

trique avec p(y,a,`; 0) = p(y,a,`), on obtient∫
p′Y |A,L(y|a,`; 0)pA|L(a|`)pL(`) + pY |A,L(y|a,`)p′A|L;0(a|`)pL(`)

+ pY |A,L(y|a,`)pA|L(a|`)p′L(`; 0)dν = 0. (1.5.3)

en derivant la relation ∫
pY |A,L(y|a,`; t)pA|L(a|`; t)pL(`; t)dν = 1

en t = 0. Or,

U =
d

dt

∣∣∣∣
t=0

log pY |A,L(y|a,`; t) =
p′Y |A,L(y|a,`)
pY |A,L(y|a,`)

,

V =
d

dt

∣∣∣∣
t=0

log pA|L(a|`; t) =
p′A|L(a|`)
pA|L(a|`)

,

W =
d

dt

∣∣∣∣
t=0

log pL(`; t) =
p′L(`)

pL(`)
,
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donc (1.5.3) s’écrit également ∫
p(y,a,`)(U + V +W )dν = 0.

Le paramètre ciblé est l’effet causal moyen ψ0 = E[Y 1−Y 0], qui, tel qu’établit à l’Exemple

1.3.1, se calcule à partir de la distribution à l’aide de la fonction

Ψ(P ) =

∫ (∫
ypY |A,L(y|a = 1,`)dy −

∫
ypY |A,L(y|a = 0,`)dy

)
pL(`)d`. (1.5.4)

Dans cette section, on calcule la fonction d’influence efficace pour cette situation et on

étudie l’estimateur AIPTW, soit un estimateur AL ayant la fonction d’influence efficace

comm fonction d’influence.

Lemme 1.5.1 ([35] Theorem 4.4). Pour le modèle non-paramétrique M = P (l’ensemble

de toutes les distributions de probabilité sur T ), l’espace tangent TPZM est l’espace HPZ tout

entier.

Démonstration. Soit h ∈ HPZ une fonction bornée, ν une mesure dominant PZ et p(z) =

dPZ
dν

la fonction de densité. Pour |t| suffisament petit,

p(z; t) = p(z)(1 + th(z))

est un sous-modèle paramétrique passant par PZ en t = 0 et ayant h comme vecteur score.

En effet, on a ∫
p(z; t)dz =

∫
p(z)dz + t

∫
h(z)p(z)dz = 1 + tE[h(Z)] = 1

et puisque h est bornée, il existe ε > 0 tel que (1 + εh(z)) > 0 ∀t ∈ (−ε,ε). Ceci montre que

p(z; t) est une fonction de densité pour tout t ∈ (−ε,ε). De plus,

d log p(z; t)

dt

∣∣∣∣
t=0

=
p′(z; 0)

p(z; 0)
=
p(z)h(z)

p(z)
= h(z),

ce qui montre que h ∈ TPZM. On conclut en invoquant le fait que les fonctions bornées sont

denses dans l’espace des fonctions L2 d’espérance nulle. En effet, ceci signifie que si h ∈ HPZ

est une fonction non bornée, alors il existe une suite de fonctions bornées hk ∈ TPZM telle que

||hk − h||L2 → 0. Comme TPZM est fermé dans L2(T ,PZ), ceci signifie que h ∈ TPZM. �

Lemme 1.5.2. La décomposition (1.5.2) est orthogonale. En particulier, la fonction d’in-

fluence efficace ϕeff en PZ se décompose en trois parties mutuellement orthogonales

ϕeff = ϕYeff + ϕAeff + ϕLeff .
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Démonstration. Considérons les sous-modèles paramétriques unidimensionnels

p(y,a,`; r) = pY |A,L(y|a,`; r)pA|L(a|`)pL(`), (1.5.5)

p(y,a,`; s) = pY |A,L(y|a,`)pA|L(a|`; s)pL(`), (1.5.6)

p(y,a,`; t) = pY |A,L(y|a,`)pA|L(a|`)pL(`; t) (1.5.7)

passant par PZ en r = 0, s = 0 et t = 0 respectivement. Les scores associés sont respective-

ment

SY (y|a,`) =
d

dr

∣∣∣∣
r=0

log p(y,a,`; r) =
p′Y |A,L(y|a,`; 0)

pY |A,L(y|a,`; 0)
∈ TYM, (1.5.8)

SA(a|`) =
d

ds

∣∣∣∣
s=0

log p(y,a,`; s) =
p′A|L(a|`; 0)

pA|L(a|`; 0)
∈ TAM, (1.5.9)

SL(`) =
d

dt

∣∣∣∣
t=0

log p(y,a,`; t) =
p′L(`; 0)

pL(`; 0)
∈ TLM, (1.5.10)

et tout élément de TYM (resp. TAM, TLM) est de cette forme. Utilisant le fait que

E[SY |L,A] = E[SA|L] = E[SL] = 0 (propriété des scores), on calcule

〈SA,SL〉 = E[SA(A|L)SL(L)] = E[E[SA(A|L)|L]SL(L)] = 0,

〈SY ,SL〉 = E[SY (Y |A,L)SL(L)] = E[E[SY (Y |A,L)|A,L]SL(L)] = 0,

〈SY ,SA〉 = E[SY (Y |A,L)SA(A|L)] = E[E[SY (Y |A,L)|A,L]SA(A|L)] = 0.

�

Proposition 1.5.3. La fonction d’influence efficace au point P ∈M est

ϕeff (z) =
a(y −Q1(`))

g(`)
+Q1(`)− (1− a)(y −Q0(`))

1− g(`)
−Q0(`)−Ψ(P ), (1.5.11)

avec décomposition orthogonale

ϕYeff =
a(y −Q1(`))

g(`)
− (1− a)(y −Q0(`))

1− g(`)
,

ϕAeff = 0,

ϕLeff = Q1(`)−Q0(`)−Ψ(P ),

où Qa(`) = EP [Y |A = a,L = `], g(`) = P [A = 1|L = `] = EP [A|L = `].
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Démonstration. Montrons que la fonction d’influence efficace en P = PZ pour

Ψ1(P ) =

∫ (∫
ypY |A,L(y|a = 1,`)dy

)
pL(`)d`

est

ϕ1
eff (z) =

a(y −Q1(`))

g(`)
+Q1(`)−Ψ1(PZ).

Puisque l’espace tangent est HPZ , il suffit de montrer que ϕ1
eff est une fonction d’influence.

Clairement, il suffit pour cela de montrer que E[ϕ1
eff (Z)] = 0 et que

〈ϕ1
eff ,Sε〉 =

dΨ(ε)

dε

∣∣∣∣
ε=0

pour tout sous-modèle paramétrique unidimensionnelM′ = {Pε|ε ∈ R} tel que P0 = PZ et

Sε = d
dε

∣∣
ε=0

log dPε
dν

pour ν une mesure dominante. Si

dPε
dν

= p(y,a,`; ε) = pY |A,L(y|a,`; ε)pA|L(a|`; ε)pL(`; ε),

alors

Sε(z) = SY (y|a,`) + SA(a|`) + SL(`),

où SY ,SA,SL sont comme dans (1.6.9)-(1.5.10). Posons

ϕ1,Y
eff (z) =

a(y −Q1(`))

g(`)
, ϕ1,A

eff (z) = 0, ϕ1,L
eff (z) = Q1(`)−Ψ1(P ). (1.5.12)

On calcule

E[ϕ1,Y
eff (Z)] = E

[
1

g(L)
(E[AY |L]−Q1(L)E[A|L])

]
= 0

(car E[AY |L] = Q1(L)g(L) (cf. (1.2.2)) et E[A|L] = g(L) par définition),

E[ϕ1,L
eff (Z)] = E[Q1(L)]−Ψ1(PZ) = 0

(car E[Q1(L)] = E[Y 1] (cf. (1.1.1)) et Ψ1(PZ) = E[Y 1]). Ensuite, calculons les produits

intérieurs des composantes de ϕ1
eff avec les composantes de Sε.

〈ϕ1,Y
eff ,SY 〉 = E

[
AY

g(L)
SY

]
− E

[
AQ1(L)

g(L)
E[SY |A,L]

]
= E

[
AY

g(L)
SY

]
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(car E[SY |A,L] = 0 (propriété des scores)),

〈ϕ1,Y
eff ,SL〉 = E

[
E[AY |L]

g(L)
SL

]
− E

[
Q1(L)E[A|L]

g(L)
SL

]
,

= E [Q1(L)SL −Q1(L)SL]

〈ϕ1,L
eff ,SY 〉 = E[Q1(L)E[SY |A,L]] + Ψ(Pz)E[SY |A,L]] = 0,

〈ϕ1,L
eff ,SL〉 = E[Q1(L)SL] + Ψ(Pz)E[SL]

= E[Q1(L)SL].

Ceci démontre que (1.5.12) est bien la décomposition orthogonale de ϕ1
eff et aussi que

〈ϕ1
eff ,Sε〉 = E

[
AY

g(L)
SY +Q1(L)SL

]
.

Par ailleurs, par la règle de dérivation d’un produit, on a

dΨ(ε)

dε

∣∣∣∣
ε=0

=

∫ (∫
yp′Y |A,L(y|a = 1,`; 0)dy

)
pL(`; 0)d`

+

∫ (∫
ypY |A,L(y|a = 1,`; 0)dy

)
p′L(`; 0)d`

=

∫ (∫
ySY |A,L(y|a = 1,`)pY |A,L(y|a = 1,`)dy

)
pL(`)d`

+

∫ (∫
ypY |A,L(y|a = 1,`)dy

)
SL(`)pL(`)d`

= E[E[Y SY |A = 1,L]] + E[E[Y |A = 1,L]SL(L)]

= E

[
E

[
AY

g(L)
SY

∣∣∣∣A = 1,L

]
g(L)

]
+ E[Q1(L)SL(L)]

= E

[
E

[
AY

g(L)
SY

∣∣∣∣L]]+ E[Q1(L)SL(L)]

= E

[
AY

g(L)
SY +Q1(L)SL(L)

]
.

De la même façon, on montre que la fonction d’influence efficace en P = PZ pour

Ψ0(P ) =

∫ (∫
ypY |A,L(y|a = 0,`)dy

)
pL(`)d`

est

ϕ0
eff (z) =

(1− a)(y −Q0(`))

1− g(`)
+Q0(`)−Ψ0(PZ).
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Comme Ψ = Ψ1−Ψ0, la fonction d’influence efficace en P = PZ pour Ψ est ϕ1
eff−ϕ0

eff = ϕeff .

Il est facile de constater que la preuve n’est pas spécifique à la distribution PZ et donc la

fonction d’influence en un point P quelconque deM est

ϕeff (z) =
a(y −Q1(`))

g(`)
+Q1(`)− (1− a)(y −Q0(`))

1− g(`)
−Q0(`)−Ψ(P ).

�

Clairement, un estimateur AL ayant ϕeff comme fonction d’influence est

n−1

n∑
i=1

Ai(Yi −Q1(Li))

g(Li)
+Q1(Li)−

(1− Ai)(Yi −Q0(Li))

1− g(Li)
−Q0(Li).

On l’appelle estimateur AIPTW (pour Augmented IPTW). Plus souvent, on écrira l’estimeur

AIPTW sous la forme

n−1

n∑
i=1

H(Ai,Li)(Yi −QAi(Li)) +Q1(Li)−Q0(Li), (1.5.13)

où

H(a,`) =
a

g(`)
− 1− a

1− g(`)
. (1.5.14)

Dans la pratique, les fonctions g(`), et Qa(`) ne sont généralement pas connues et il faut

les estimer. L’estimateur résultant est doublement robuste au sens suivant:

Proposition 1.5.4. Soit ĝ, Q̂0, Q̂1 des estimateurs de g, Q0 et Q1 convergents respective-

ment vers g̃, Q̃0 et Q̃1 en probabilité. Si g̃ = g ou si Q̃0 = Q0, Q̃1 = Q1, alors sous des

conditions de régularité suffisantes, l’estimateur

n−1

n∑
i=1

Ĥ(Ai,Li)(Yi − Q̂Ai(Li)) + Q̂1(Li)− Q̂0(Li) (1.5.15)

est convergent.

Démonstration. Supposons d’abord que g̃ = g est consistant et que Q̂a = Q̃a + op(1). On

écrit l’estimateur AIPTW sous la forme

n−1

n∑
i=1

Ĥ(Ai,Li)Yi − n−1

n∑
i=1

(
Q̂1(Li)

(
Ai
ĝ(Li)

− 1

)
− Q̂0(Li)

(
1− Ai

1− ĝ(Li)
− 1

))
,

Le premier terme est simplement l’estimateur IPTW pour lequel g est estimé. Par consé-

quent, ce terme converge en probabilité vers ψ0 à condition que l’estimeur ĝ soit suffisament

28



régulier. Le second terme converge quant à lui en probabilité vers

E

[(
Q̃1(L)

(
A

g(L)
− 1

)
− Q̃0(L)

(
1− A

1− g(L)
− 1

))]
= E

[
E

[(
Q̃1(L)

(
A

g(L)
− 1

)
− Q̃0(L)

(
1− A

1− g(L)
− 1

))]∣∣∣∣L]
= E

[(
Q̃1(L)

(
E[A|L]

g(L)
− 1

)
− Q̃0(L)

(
1− E[A|L]

1− g(L)
− 1

))]
= 0

puisque E[A|L] = g(L).

Si Q̂0, Q̂1 sont convergents et ĝ(L) = g̃(L) + op(1), on considère la forme

n−1

n∑
i=1

Ĥ(Ai,Li)(Yi − Q̂Ai(Li)) + n−1

n∑
i=1

Q̂1(Li)− Q̂0(Li)

de l’estimateur AIPTW. Le second terme converge en probabilité vers E[Q1(L)−Q0(L)] = ψ0

tandis que le premier terme converge en probabilité vers

E[H̃(A,L)(Y −QA(L))] = E[E[H̃(A,L)(Y −QA(L))]|A,L]

= E[H̃(A,L)(E[Y |A,L]−QA(L))],

= 0,

où H̃ est comme dans (1.5.14) mais avec g remplacé par g̃. �

Remarque 1.5.5. En utilisant la théorie des processus empiriques, on peut dégager des

conditions sur ĝ et Q̂ garantissant que l’estimateur (1.5.15) est AL avec fonction d’influence

efficace (cf. [20] section 4).

1.6. L’estimateur TMLE

À la sous-section 1.6.1, on présente le TMLE (pour targeted maximum likelihood esti-

mator) [43] pour le cas particulier de l’Exemple 1.3.1 où le paramètre ciblé est l’effet causal

moyen. On verra que dans ce contexte, l’estimateur TMLE se présente comme un estimateur

de la forme (1.5.15), jouissant ainsi de la propriété de double robustesse (Proposition 1.5.4).

À la sous-section 1.6.2, on présente la théorie générale du TMLE et on voit comment la

procédure présentée à la sous-section 1.6.1 en est un exemple.

29



1.6.1. Estimateur TMLE pour l’effet causal moyen

Le TMLE est un processus qui, étant donné une estimation P̂ de PZ (ou plus généralement

une estimation de la partie de PZ qui figure dans le calcul de Ψ(PZ)), résulte en une version

corrigée P̂ ∗ de l’estimation. L’idée est qu’en général, la technique d’estimation P̂ optimise le

compromis biais-variance pour l’estimation de PZ, et non de Ψ(PZ). Le TMLE se veut une

correction de P̂ en vue de réduire le biais dans l’estimation résultante Ψ(P̂ ∗) du paramètre

d’intérêt Ψ(PZ).

Dans la situation de l’Exemple 1.3.1, on suppose que ĝ, Q̂a sont des estimations des

fonctions g(`) = P [A = 1|L = `], Qa(`) = E[Y |A = a,L = `] (a = 0,1) calculées à partir

d’un échantillon iid Zi = (Yi,Ai,Li) (i = 1, . . . ,n) de Z. La méthode d’estimation utilisée est

a priori sans importance et nous ne supposons pas la convergence. La distribution pL est

quant à elle estimée par la distribution empirique, soit la distribution discrète

p̂L(`) = n−1

n∑
i=1

I(Li = `). (1.6.1)

Notons qu’en terme des fonctions Qa, le paramètre ciblé s’écrit

ψ0 = E[Q1(L)−Q0(L)].

Par conséquent, nos estimations donnent lieu à l’estimation de ψ0

ψ̂0 = n−1

n∑
i=1

Q̂1(Li)− Q̂0(Li). (1.6.2)

La correction TMLE consiste à modifier Q̂a dans (1.6.2) en ajustant un modèle de régression

logistique pour QA(L) avec logitQ̂a comme offset et l’inverse du score de propension comme

variable indépendante. Plus précisément, si Y est bornée, alors en y appliquant une transfor-

mation affine appropriée, on peut supposer sans perte de généralité que 0 < Yi,Q̂Ai(Li) < 1

∀i. On ajuste le modèle de régression logistique

logitQA(L) = logitQ̂A(L) + εĤ(A,L)

pour ε, où Ĥ(A,L) est obtenu de (1.5.14) en remplaçant g par ĝ. Par la procédure d’es-

timation des paramètres dans un modèle de régression logistique, ceci revient à résoudre
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l’équation estimante

0 =
n∑
i=1

Ĥ(Ai,Yi)
(
Yi − expit

(
logitQ̂Ai(Li) + εĤ(Ai,Li)

))
(1.6.3)

pour ε, où expit est la fonction inverse de logit,

expit(x) =
ex

1 + ex
. (1.6.4)

De nouvelles estimations Q̂∗a(Li) de Qa(Li) sont ensuite calculés à partir de la formule

Q̂∗a(Li) = expit
(

logitQ̂a(Li) + ε̂Ĥ(a,Li)
)
, a = 0,1.

On obtient au final une nouvelle estimation

ψ̂∗0 = n−1

n∑
i=1

Q̂∗1(Li)− Q̂∗0(Li) (1.6.5)

de ψ0. Et en fait, puisque les Q̂∗Ai(Li) vérifient

0 =
n∑
i=1

Ĥ(Ai,Yi)
(
Yi − Q̂∗a(Li)

)
on voit que cet estimateur coïncide avec l’estimateur (1.5.13) obtenu en substituant g(Li),

Qa(Li) par ĝ(Li) et Q̂∗a(Li) respectivement. On peut montrer [43] que l’estimateur Q̂∗a(`) de

Qa(`) est convergent dès que Q̂a(`) est convergent. Par conséquent, par la Proposition 1.5.4,

le TMLE (1.6.5) est doublement robuste au sens où ψ̂∗0 est une estimateur convergent de ψ0

dès que l’un des deux estimations initiales Q̂a(`) ou ĝ(`) est convergent.

1.6.2. Le TMLE en général

SoitM un modèle pour la distribution PZ d’une variable aléatoire Z et Ψ :M→ R dont

on cherche à estimer la valeur en PZ . Notons tout d’abord que PZ est la distribution qui

maximise la fonction P 7→ EPZ
[
log dP

dν
(Z)
]
, où ν est une mesure dominante. En effet, pour

un sous-modèle paramétrique Pθ avec Pθ0 = PZ et θ̂MLE l’estimateur du maximum de vrai-

semblance, on a θ̂MLE → θ0 et n−1
∑n

i=1 log dPθ
dν

(Zi)→ EPZ
[
log dPθ

dν
(Z)
]
, donc sous certaines

conditions de régularité, on a n−1
∑n

i=1 log
dP
θ̂MLE

dν
(Zi) → EPZ

[
log

dPθ0
dν

(Z)
]
. Comme θ̂MLE

est la valeur du paramètre qui maximise n−1
∑n

i=1 log
dP
θ̂MLE

dν
(Zi), on obtient la conclusion.

L’idée de base derrière l’estimateur TMLE de M. van der Laan et D. Rubin [45] est

que si P̂ est une estimation de PZ relativement près de PZ , on s’attend à pouvoir améliorer
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l’estimation en considérant un sous-modèle paramétrique unidimensionnel Pε avec P0 = P̂

et en prenant P̂ ′ l’élément du sous-modèle qui maximise

n−1

n∑
i=1

log
dPε
dν

(Zi). (1.6.6)

Mais si Ψ(P̂ ) = Ψ(P̂ ′), alors cette amélioration de l’estimation de PZ n’aura servi à rien en

ce qui concerne l’estimation de Ψ(PZ). Donc, on exige du modèle paramétrique Pε qu’il se

dirige dans la direction de variation maximale de Ψ en P̂ , ı.e. dans la direction de la fonction

d’influence efficace:
d

dε

∣∣∣∣
ε=0

log
dPε
dν

= const.× ϕeff (P̂ ). (1.6.7)

On peut ensuite répéter ce processus en considérant un sous-modèle paramétrique unidimen-

sionnel à travers P̂ ′ pointant dans la direction de ϕeff (P̂ ′) et en définissant P̂ ′′ la distribution

de ce sous-modèle maximisant la moyenne empirique de la log-vraisemblance. On répète le

processus jusqu’à ce qu’il y ait stabilisation de la distribution à P̂ ∗. L’estimateur TMLE de

Ψ(PZ) est alors défini comme Ψ(P̂ ∗). Puisque la distribution P̂ ∗ maximise (1.6.6) pour Pε

pointant dans la direction de ϕeff (P̂ ∗), on a par (1.6.7),

0 =
d

dε

∣∣∣∣
ε=0

n−1

n∑
i=1

log
dPε
dν

(Zi) = const.× n−1

n∑
i=1

ϕeff (P̂
∗)(Zi). (1.6.8)

Le fait que P̂ ∗ vérifie
n∑
i=1

ϕeff (P̂
∗)(Zi) = 0

sert de point de départ pour montrer que, sous certaines conditions de régularité et de conver-

gence sur P̂ ([43] Theorem A.5), le TMLE est un estimateur AL (donc convergent) pour ψ0

avec fonction d’influence la fonction d’influence efficace (donc le TMLE est asymptotique-

ment efficace).

Bien qu’il existe habituellement une infinité de choix possibles pour le sous-modèle pa-

ramétrique unidimensionnel Pε à travers un point donné, il existe un choix canonique et

optimal, soit la courbe intégrale maximale du champ vectoriel formé des fonctions d’influence

efficaces sur M. La courbe intégrale maximale à travers P ∈ M est le plus grand sous-

modèle paramétrique unidimensionnel Pε avec P0 = P et d
dε

log dPε
dν

= ϕeff (Pε) pour tout ε

[21]. Autrement dit, la courbe intégrale maximale pointe en tout point dans la direction

de variation maximale de Ψ. De plus, avec ce choix, le processus TMLE se stabilise après
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une seule itération. En effet, si P̂ est l’estimation initiale de PZ et si on choisit la courbe

intégrale maximale Pε comme sous-modèle paramétrique, alors la seconde estimation P̂ ′ est

le point le long de Pε qui maximise (1.6.6). À la seconde itération du processus, on choisit

encore la courbe intégrale maximale à travers P̂ ′. Mais cette courbe n’est autre que Pε (à une

reparamétrisation près, de sorte que la courbe passe par P̂ ′ en ε = 0), donc la distribution

P̂ ′′ qui maximise (1.6.6) est P̂ ′. On a donc P̂ ∗ = P̂ ′.

Remarque 1.6.1. (1) Maximiser la moyenne empirique (1.6.6) est équivalent à maxi-

miser la vraisemblance
∏n

i=1
dPε
dν

(Zi), ce qui explique le nom Targeted Maximum Li-

kelihood Estimator pour l’estimateur.

(2) Plus généralement, soit L : M → RT une fonction (appelée fonction de perte) telle

que PZ minimise P 7→ EPZ [L(P )(Z)] et dont on se sert pour identifier Tθ0M à Hθ0

via
dL(Pθ)

dθ

∣∣∣∣
θ=θ0

(comparer avec 1.4.1 où L(P ) = − log dP
dν
). Étant donné une estimation initiale

P̂ = P̂ (0) de PZ, on note P̂ (j) la distribution le long d’un modèle paramétrique uni-

dimensionnel dans la direction de ϕeff (P̂ (j−1)) qui minimise n−1
∑n

i=1 L(P )(Zi). Si

P̂ (k) = P̂ (k+1) pour un certain k, alors on défini P̂ ∗ = P̂ (k) et l’estimateur TMLE de

Ψ(PZ) est Ψ(P̂ ∗).

1.6.3. Le TMLE pour l’effet causal moyen (bis)

Dans cette section, on récupère les résultats de la section 1.6.1 en appliquant les principes

de l’estimation TMLE exposés à la section 1.6.2.

On se place dans la situation de l’Exemple 1.3.1 et on considère le cas où Y est une

variable de Bernoulli. Alors, la distribution conditionnelle de Y sachant A,L s’écrit

pY |A,L(y|a,`) = Qa(`)
y(1−Qa(`))

1−y,

où Qa(`) = E[Y |A = 1,L = `]. De même, la distribution conditionnelle de A sachant L

s’écrit

pA|L(a|`) = g(`)a(1− g(`))1−a

où g(`) = E[A|L = `]. En particulier, par (1.5.1), une estimation initiale P̂ de PZ est

équivalent à une estimation Q̂a(`) de la fonction Qa(`), une estimation ĝ(`) de la fonction
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g(`) et une estimation de pL(`). Pour cette dernière, on considère la distribution empirique

(1.6.1) de L. Par la Proposition 1.5.3, un modèle paramétrique à travers P̂ dans la direction

de la fonction d’influence efficace est un modèle p(z; ε) = pY |A,L(y|a,`; ε)pA|L(a|`; ε)pL(`; ε)

tel que
d

dε

∣∣∣∣
ε=0

log pY |A,L(y|a,`; ε) = Ĥ(a,`)(y − Q̂a(`)), (1.6.9)

d

dε

∣∣∣∣
ε=0

log pA|L(a|`; ε) = 0,

d

dε

∣∣∣∣
ε=0

log pL(`; ε) = Q̂1(`)− Q̂0(`),

où

Ĥ(a,`) =
a

ĝ(`)
− 1− a

1− ĝ(`)
.

Or, les auteurs de [43] (Chapter 5) argumentent que rien ne sert de faire varier l’estimation

de pL(`) parce que la distribution empirique est une forme non-paramétrique de la méthode

du maximum de vraisemblance et donc le processus de mise à jour du TMLE n’améliorerait

pas cette estimation. De même, Ψ ne dépend pas de pA|L donc inutile de varier cette partie

de P̂ . On prend donc pour Pε la courbe intégrale maximale passant par P̂ du champ vectoriel

H(a,`)(y −Qa(`)), soit

pL(`; ε) = n−1

n∑
i=1

δLi(`),

pA|L(a|`; ε) = ĝ(`)a(1− ĝ(`))1−a,

pY |A,L(y|a,`; ε) = Q̂a(`; ε)
y(1− Q̂a(`; ε))

1−y

où Q̂a(`; ε) est tel que Q̂a(`; 0) = Q̂a(`) et

d

dε
log pY |A,L(y|a,`; ε) = Ĥ(a,`)(y − Q̂a(`; ε)). (1.6.10)

On calcule

d

dε
log pY |A,L(y|a,`; ε) =

y d
dε
Q̂a(`; ε)

Q̂a(`; ε)
−

(1− y) d
dε
Q̂a(`; ε)

1− Q̂a(`; ε)

=
(y − Q̂a(`; ε))

d
dε
Q̂a(`; ε)

Q̂a(`; ε)(1− Q̂a(`; ε))
,
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donc on cherche Q̂a(`; ε) tel que Q̂a(`; 0) = Q̂a(`) et

d

dε
Q̂a(`; ε) = Q̂a(`; ε)(1− Q̂a(`; ε))Ĥ(a,`).

Or, la solution de l’équation différentielle y′ = y(1 − y) est la fonction expit (cf. (1.6.4)),

donc Q̂a(`; ε) = expit(f(ε)) où f(ε) est une fonction obéissant aux conditions

df

dε
= Ĥ(a,`),

f(0) = logit(Q̂a(`)).

La solution à ce problème est

f(ε) = logit(Q̂a(`)) + εĤ(a,`),

donc

Q̂a(`; ε) = expit(logit(Q̂a(`)) + εĤ(a,`)).

Par (1.6.10), la valeur de ε qui maximise la log-vraisemblance
∑n

i=1 log pY |A,L(Yi|Ai,Li; ε) est

la solution de l’équation estimante

0 =
n∑
i=1

Ĥ(Ai,Li)(Yi − Q̂Ai(Li; ε)). (1.6.11)

Or, par la théorie générale des modèles linéaires généralisés (GLM), cette équation est la

même utilisée pour l’ajustement du modèle de régression logistique

logit(E[Y |A,L]) = logit(Q̂A(L)) + εĤ(A,L). (1.6.12)

Par conséquent, la première amélioration P̂ ′ de l’estimation de PZ est représentée par la

fonction de densité p′(y,a,`) = p̂′Y |A,L(y|a,`)p̂A|L(a|`)p̂L(`) où

p̂L(`) = n−1

n∑
i=1

δLi(`),

p̂A|L(a|`) = ĝ(`)a(1− ĝ(`))1−a,

p̂′Y |A,L(y|a,`) = Q̂′a(`)
y(1− Q̂′a(`))1−y,

et

Q̂′a(`) = expit
(

logitQ̂a(`) + ε′Ĥ(a,`)
)
,
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pour ε′ la solution de (1.6.11). Par l’argument du paragraphe précédant la Remarque 1.6.1,

le processus TMLE se termine ici. On peut aussi le constater explicitement en notant que

la seconde itération du processus consiste à substituer dans

Q′a(`; ε) = expit(logit(Q̂′a(`) + εĤ(a,`))

= expit(logit(Q̂a(`) + (ε′ + ε)Ĥ(a,`))

la solution ε′′ de l’équation

0 =
n∑
i=1

Ĥ(Ai,Yi)(Yi − Q̂′Ai(Li; ε)).

Mais, par définition de ε′, on sait que la solution de cette équation vérifie ε′ + ε′′ = ε′, d’où

ε′′ = 0 et Q̂′′a(`) = Q̂′a(`). Ainsi,

Q̂∗a(`) = Q̂′a(`)

et l’estimateur TMLE pour l’effet causal moyen est

Ψ(P̂ ∗) = n−1

n∑
i=1

Q̂∗1(Li)− Q̂∗0(Li). (1.6.13)

Si maintenant Y est une variable réelle quelconque, on peut montrer que la même procé-

dure de mise à jour peut être utilisée, à condition de prendre soin au préalable d’appliquer

l’ensemble des points {Yi,Q̂Ai(Li)} dans l’intervalle (0,1) à l’aide d’une transformation affine

T [13]. Autrement dit, on remplace le modèle à ajuster (1.6.12) par

logit(E[T (Y )|A,L]) = logit(T (Q̂A(L)) + εĤ(A,L).

Comme E[T (Y )|A,L] = T (E[Y |A,L]) (pour une transformation affine!), ce modèle est équi-

valent à

T (QA(L)) = expit(T (Q̂A(L)) + εĤ(A,L)). (1.6.14)

On pose donc

Q̂∗a(`) = T−1(expit(T (Q̂a(`)) + ε′Ĥ(a,`))),

où ε′ est la valeur de ε obtenue par ajustement du GLM (1.6.14), et l’estimateur TMLE de

l’effet causal moyen est à nouveau donné par (1.6.13).
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Chapitre 2

Estimation de la variance

Dans ce chapitre, nous présentons les différentes techniques d’estimation alternatives de la

variance du TMLE que nous comparons à l’étalon-or au chapitre suivant.

2.0.1. Estimation de la variance du TMLE: l’étalon-or

L’étalon-or [43] en ce qui concerne l’estimation de la variance de l’estimateur (1.6.13) est

un exemple de l’estimateur sandwich (1.3.5). Cependant, il peut être jugé insatisfaisant dans

certaines conditions extrêmes notament lorsque la taille échantillonnale n est petite, lorsque

les scores de propensions sont très petits (ou très grand) ou lorsque ĝ n’est pas convergent.

Selon [43] (p.96), si certaines conditions de régularité sont remplies et si ĝ est un estima-

teur convergent de g, alors l’estimateur TMLE est AL avec fonction d’influence

ϕ = ϕeff (P̂
∗
∞)− projTMA|L

ϕeff (P̂
∗
∞),

où P̂ ∗∞ = limn→∞ P̂
∗ et où projTMA|L

est l’opérateur de projection orthogonale

sur l’espace tangent au modèle MA|L utilisé pour l’estimation ĝ. En particulier,

V ar[ϕ(Z)] ≤ V ar[ϕeff (P̂
∗
∞)(Z)], donc V ar[ϕeff (P̂ ∗∞)(Z)] est une approximation conserva-

trice de V ar[ϕ(Z)]. Si on estime ϕeff (P̂ ∗∞) par

ϕeff (P̂
∗) = Ĥ(a,`)(y − Q̂∗a(`)) + Q̂∗1(`)− Q̂∗0(`)−Ψ(P̂ ∗),

alors

n−1

n∑
i=1

ϕeff (P̂
∗)(Yi,Ai,Li)

2

est une estimation asymptotiquement conservatrice de la variance de la fonction d’influence

de l’estimateur TMLE. En particulier, une estimation asymptotiquement conservatrice de la



variance asymptotique de Ψ(P̂ ∗) est

n−2

n∑
i=1

ϕeff (P̂
∗)(Yi,Ai,Li)

2. (2.0.1)

Alternativement, on peut voir cette estimation comme un exemple de l’estimateur sand-

wich (cf. Exemple 1.3.3). En effet, si ĝ est convergent, alors la variable aléatoire

m∗AIPTW (Z;ψ) = Ĥ(A,L)(Y − Q̂∗A(L)) + Q̂∗1(Y )− Q̂∗0(Y )− ψ, (2.0.2)

où ψ = E[Y 1 − Y 0] vérifie Eψ[m∗AIPTW (Z;ψ)] = 0 (voir la preuve de la Proposition 1.5.4).

Le m-estimateur obtenu par résolution de l’équation estimante

0 =
n∑
i=1

m∗AIPTW (Zi;ψ)

est simplement le TMLE Ψ(P̂ ∗) et comme

dm∗AIPTW (z;ψ)

dψ
= −1,

l’estimateur sandwich (1.3.5) prend la forme

V̂0 = n−2

n∑
i=1

m∗AIPTW (Zi; Ψ(P̂ ∗))2, (2.0.3)

ce qui est précisément l’étalon-or (2.0.1).

2.1. Deux estimateurs lorsque g est estimé paramétriquement

2.1.1. L’estimateur sandwich

L’étalon-or est une estimation de la variance de l’estimateur TMLE qui ne prend pas

en compte la partie de la variance dûe au fait que les paramètres g et Qa sont eux-même

estimés à partir des données. Autrement dit, l’étalon-or traite ĝ et Q̂a comme fixes. Si ĝ

provient d’un modèle paramétrique g(`;α) tel que g(`;α0) = g(`) et α ∈ RN est estimé par

le m-estimateur α̂n résolvant l’équation estimante

0 =
n∑
i=1

mg(Zi;α),

alors on peut procéder de façon analogue à l’Exemple 1.3.6 pour obtenir un estimateur

sandwich prenant en compte la variabilité de ĝ(`) = g(`; α̂n). Spécifiquement, si on considère
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la situation où l’issue Y est une variable dichotomique, alors le couple (Ψ(P̂ ∗),α̂>n ) est le m-

estimateur résolvant l’équation estimante

0 = n−1

n∑
i=1

m(Zi; θ)

où θ = (ψ, α) et où

m(Z; θ) = {m∗AIPTW (Z;ψ,α),mg(Z;α)>}>, (2.1.1)

mAIPTW (Z;ψ,α) = H(A,L;α)(Y − Q̂∗A(L;α)) + Q̂∗1(L;α)− Q̂∗0(L;α)− ψ,

avec

H(A,L;α) =
A

g(L;α)
− 1− A

1− g(L;α)
,

Q̂∗A(L;α) = expit(logitQ̂A(L) + ε(α)H(A,L;α)) (2.1.2)

et ε(α) la solution de l’équation

0 =
n∑
i=1

H(Ai,Yi,α)
(
Yi − expit

(
logitQ̂Ai(Li) + εH(Ai,Li,α)

))
. (2.1.3)

Si Y est une variable aléatoire réelle bornée quelconque, alors on remplace (2.1.2) par

Q̂∗A(L;α) = T−1
(

expit(logitT (Q̂A(L)) + ε(α)H(A,L;α))
)
,

où T est une fonction affine telle que T (Y ) ∈ (0,1). La fonction d’influence est (cf Exemple

1.3.4)

ϕ(Z) = −E
[
∂m(Z; θ0)

∂θ>

]−1

m(Z; θ0),

où θ0 = (ψ0,α0) pour α0 tel que g(`,α0) = g(`). On a

∂m

∂θ>
=

 −1
∂m∗AIPTW

∂α>

0 ∂mg
∂α>

 .

On utilise les identités

d

dx
expit(x) = expit(x)(1− expit(x)),

d

dx
logit(x) =

1

x(1− x)
(2.1.4)

pour calculer

∂m∗AIPTW
∂α>

=
∂H

∂α>
(Y − Q̂∗A) + (v∗1 − v∗0 −Hv∗A)

(
∂ε

∂α>
H + ε

∂H

∂α>

)
,

∂H

∂α>
= −

(
A

g2
+

1− A
(1− g)2

)
∂g

∂α>
,
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avec la notation

v∗a = Q̂∗a(1− Q̂∗a).

Le terme ∂ε/∂α> se calcule par dérivation implicite de l’équation (2.1.3). On obtient

∂ε

∂α>
=

(
n∑
i=1

H2
i v
∗
Ai

)−1 n∑
i=1

(
Yi −Q∗Ai − v

∗
Ai
ε(α)Hi

) ∂Hi

∂α>
, (2.1.5)

où

Hi = H(Ai,Li;α).

Ceci permet de calculer l’estimateur sandwich (1.3.5) de la matrice de variance-covariance

asymptotique de θ̂ = (Ψ(P̂ ∗), α̂n). L’estimateur de la variance asymptotique de Ψ(P̂ ∗) est

simplement l’élément (1,1) de cette matrice. On pose

V̂1 = (V̂ )11. (2.1.6)

2.1.2. L’estimateur sandwich avec correction de Fay-Graubard

Bien que l’estimateur sandwich V̂1 considéré à la section 2.1.1 soit une amélioration sur

l’étalon-or (2.0.1) (si g est estimé paramétriquement) dans la mesure où l’estimation V̂1 prend

en compte la variabilité introduite par le fait que g est estimé, cet estimateur à tendance à

sous-estimer la vraie valeur de la variance lorsque la taille échantillonnale n est petite. Dans

l’optique de ce problème M. P. Fay et B. I. Graubard [10] adaptent une technique provenant

de la théorie de l’échantillonage (cf. [36] p.141) et proposent une correction ayant pour but

d’ajuster à la hausse la valeur de l’estimateur sandwich (1.3.5). Le contexte est le suivant.

Soit θ̂ le m-estimateur obtenu par résolution de l’équation estimante

0 =
n∑
i=1

m(Zi,θ).

L’estimateur sandwich est de la forme

V̂ = n−1Γ̂−1∆̂(Γ̂−1)>, (2.1.7)

où

Γ̂ = n−1

n∑
i=1

(
∂m(Zi; θ̂)

∂θ>

)
, ∆̂ = n−1

n∑
i=1

m(Zi; θ̂)
⊗2.
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Lorsque la taille échantillonnale n est petite, Fay et Graubard [10] proposent de remplacer

le terme ∆̂ dans (2.1.7) par

∆̂FG = n−1

n∑
i=1

(Fim(Zi; θ̂))
⊗2,

où Fi est une matrice diagonale avec

(Fi)jj =

1−min

b,
(
∂m(Zi; θ̂)

∂θ>
Γ̂−1

)
jj


−1/2

,

et b < 1 est une constante choisie par l’utilisateur ayant pour but d’empêcher un ajuste-

ment extrême lorsque
(
∂m(Zi;θ̂)
∂θ>

Γ̂−1
)
jj

est très près de 1. Ainsi, l’estimateur sandwich avec

correction de Fay-Graubard pour la variance asymptotique de θ̂ est

V̂FG = n−1Γ̂−1∆̂FG(Γ̂−1)>.

Lorsque la fonction m utilisée est (2.1.1), on obtient un estimateur de la variance asymp-

totique de Ψ(P̂ ∗) en prenant l’élément (1,1) de la matrice V̂FG. On pose

V̂2 = (V̂FG)11. (2.1.8)

2.1.3. L’estimateur sandwich avec correction conservatrice

Tout comme la correction de Fay-Graubard se veut une adaptation de [36] p.141, on

adapte la correction conservatrice (cf. [36] p.141) en remplaçant le terme ∆̂ dans (2.1.7)

par

∆̂C = n−1

n∑
i=1

(F 2
i m(Zi; θ̂))

⊗2.

Ceci a comme effet d’ajuster à la hausse l’estimation de la variance de façon encore plus

prononcée que la correction de Fay-Graubard. L’estimateur sandwich avec correction conser-

vatrice pour la variance asymptotique de θ̂ est

V̂C = n−1Γ̂−1∆̂C(Γ̂−1)>.

Lorsque la fonction m utilisée est (2.1.1), on obtient un estimateur de la variance asymp-

totique de Ψ(P̂ ∗) en prenant l’élément (1,1) de la matrice V̂C . On pose

V̂3 = (V̂C)11. (2.1.9)
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Exemple 2.1.1. Dans un modèle de régression logistique

g(L;α) = expit(α0 + α1L1 + . . .+ αrLr),

le paramètre α = (α0, . . . ,αr) est estimé par la méthode du maximum de vraisemblance.

Autrement dit, par l’Exemple 1.3.5, α̂ est obtenu en résolvant l’équation estimante

0 =
n∑
i=1

mg(Zi;α)

où mg(z;α) est le score

mg(z;α) =
∂

∂α
log pA|L(a|`).

Puisque la fonction de masse pA|L(a|`) est de la forme

pA|L(a|`) = g(`)a(1− g(`))1−a,

la log-vraisemblance s’écrit

log pA|L(a|`) = a log g(L;α) + (1− a) log(1− g(L;α)).

En utilisant (2.1.10), on calcule

mg(z;α) = (a− g(`;α))`+,

où `+ = (1 `1 . . . `r)
> est la variable ` augmentée de 1. En utilisant (2.1.4), on obtient

∂g(`;α)

∂α
= g(`;α)(1− g(`;α))`+, (2.1.10)

et donc
∂mg

∂α>
= −g(`;α)(1− g(`;α))(`+)⊗2.

Ceci permet de calculer les trois estimateurs (2.1.6), (2.1.8), (2.1.9).

2.2. Le Jackknife

Notons ψ̂(−i) l’estimateur TMLE (1.6.13) calculé à partir du sous-échantillon

Z1, . . . ,Zi−1,Zi+1, . . . ,Zn (ı.e. la i-ème observation est manquante). L’estimateur Ja-

ckknife [36, 24] de la variance du TMLE Ψ(P̂ ∗) (aucune observation manquante) est

V̂4 =
n− 1

n

n∑
i=1

(µi − µ)2, (2.2.1)
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où

µi =
1

n− 1

∑
j 6=i

ψ̂ĵ

est la moyenne sur tous les TMLE ψ̂(−j) calculés à partir d’un sous-échantillon contenant la

i-ème observation, et où

µ = n−1

n∑
i=1

µi.

Notons que pour chaque i, le calcul de ψ̂(−i) implique de ré-estimer g et Qa à partir du

sous-échantillon Z1, . . . ,Zi−1,Zi+1, . . . ,Zn.
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Chapitre 3

Étude par simulation

3.1. Introduction

Dans ce chapitre, on présente les résultats d’une étude par simulation ayant pour but

de comparer les estimateurs de la variance introduits au Chapitre 2 dans trois scénarios.

L’estimateur V̂0 définit en (2.0.3) sera appelé Étalon-or , l’estimateur V̂1 définit en (2.1.6)

sera appelé Sandwich , l’estimateur V̂2 définit en (2.1.8) sera appelé Corr. F-G , l’estimateur

V̂3 définit en (2.1.9) sera appelé Corr. Cons. , l’estimateur V̂4 définit en (2.2.1) sera appelé

Jackknife . Dans le premier scénario, on compare les estimateurs en fonction d’une suite

décroissante de tailles échantillonnales. Dans le second scénario, on compare les estimateurs

lorsque le score de propension g(L) s’approche des valeurs extrêmes (0 et 1). Dans le troisième

scénario, on compare les estimateurs dans diverses situations où les modèles pour g et/ou Q

ne contiennent pas un ensemble suffisant de variables de confusion (voir 1.1 condition (C3)).

Pour chacun de ces scénarios, on considère le cas où la variable réponse est une variable

continue Yc et obéit à un modèle de régression linéaire par rapport aux variables A,L et

le cas où la variable réponse est une variable dichotomique Yd obéissant à un modèle de

régression logistique par rapport aux variables A,L. Dans les deux cas, on suppose que A

obéit à un modèle de régression logistique par rapport à L. Chaque simulation comprend

20000 itérations et à chacune de ces itérations, les estimateurs de la variance sont calculés et

comparés à la variance Monte-Carlo (introduite à la section 3.2) à l’aide de l’erreur relative

ERk =
V̂k − VMC

VMC

× 100, (3.1.1)



où V̂ est une notation générique désignant n’importe quel estimateur de la variance et V̂k

est l’estimation obtenue à la k-ième itération. Le biais relatif Monte-Carlo (en %) est donné

par

BR =
1

20000

20000∑
k=1

ERk. (3.1.2)

3.2. La variance Monte-Carlo

Pour chaque k = 1, . . . , K, soit Zk1, . . . , Zkn un échantillon i.i.d. de taille n de la variable

Z. On note ψ̂(k)
n l’estimateur TMLE (1.6.13) calculé à partir du k-ème échantillon. Par

variance Monte-Carlo, on entend la quantité

VMC = (K − 1)−1

K∑
k=1

(ψ̂(k)
n − ψn)2, (3.2.1)

où

ψn = K−1

K∑
k=1

ψ̂(k)
n

est la moyenne Monte-Carlo.

Proposition 3.2.1. La variance Monte-Carlo converge vers la vraie variance V ar(Ψ(P̂ ∗)).

Démonstration. Par la loi des grands nombres et le théorème de l’application continue,

on a

VMC = K−1

K∑
k=1

(ψ̂(k)
n − ψn)2

= K−1

K∑
k=1

(ψ̂(k)
n )2 −K−1

K∑
k=1

2ψ̂(k)
n ψn + (ψn)2

= K−1

K∑
k=1

(ψ̂(i)
n )2 − (ψn)2

K→∞−→ E[Ψ(P̂ ∗)2]− E[Ψ(P̂ ∗)]2.

�
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3.3. Scénarios considérés

3.3.1. Petites tailles échantillonnales

Dans ce scénario, le vecteur aléatoire L est constitué de deux composantes L = (L1,L2)

avec L1 ∼ N(0; 1), L2 ∼ N(0; 0,3). L’exposition A suit une loi de Bernoulli conditionnelle-

ment à L avec g(L) = E[A|L] = expit
(
L1 − 1

2
L2

)
. L’issue dichotomique Yd suit une loi de

Bernoulli conditionnellement à A et L avec Qd
A(L) = E[Yd|A,L] = expit (0,3A− L1 + L2).

L’issue continue Yc suit une loi normale conditionnellement à A et L d’écart-type 1 et de

moyenne 2A+L1−10L2. Pour l’issue continue, la vraie valeur de l’effet causal moyen ψc0 est

2. Pour l’issue dichotomique, la vraie valeur de l’effet causal moyen ψd0 est estimé par simu-

lation à 0,0609. Notons que les seules variables associées à la fois à A et à Y sont L1 et L2

donc tout ensemble L contenant L1 et L2 est un ensemble suffisant de facteurs de confusion.

Pour chaque n = 30,40,50, . . . , 130,140, on prélève 20000 échantillons aléatoires Z1, . . . , Zn

de taille n du vecteur aléatoire Z = (Y,A,L) et l’estimateur TMLE de l’effet causal moyen

est calculé. La variance Monte-Carlo est calculée à partir des 20000 valeurs du TMLE. Les

estimations initiales ĝ(L), Q̂0(L), Q̂1(L) utilisées dans le calcul du TMLE sont obtenues par

ajustement des modèles de régression logistique et linéaire

logit(ĝ(L)) = β̂g0 + β̂g1L1 + β̂g2L2,

logit(Q̂d
A(L)) = β̂d0 + β̂d1L1 + β̂d2L2 + β̂d3A,

Q̂c
A(L) = β̂c0 + β̂c1L1 + β̂c2L2 + β̂c3A.

Pour les tailles échantillonales de n = 20 ou moins, il arrive que pour certaines itérations de

la simulation, tous les sujets se voient assignés le même traitement A = 0 ou A = 1 (par

pur hasard). Il en résulte les estimations ĝ(Li) = 0, ce qui fait que la quantité Ĥ(Ai,Li)

apparaissant dans (1.6.11) n’est pas définie et donc l’étape de mise à jour TMLE ne peut

être complétée. Par ailleurs, nous avons choisit de ne pas explorer les tailles échantillonales

supérieures à 140 car nous jugeons que la plage n = 30 à n = 140 représente adéquatement

le comportement relatif des différents estimateurs en présence de petites échantillons dans le

présent contexte.
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3.3.2. Scores de propension extrêmes

Dans ce scénario, le vecteur aléatoire L est constitué de deux composantes L = (L1,L2)

avec L1 ∼ N(0; 1), L2 ∼ N(0; 0,3). L’exposition A suit une loi de Bernoulli conditionnelle-

ment à L avec g(L) = E[A|L] = expit
(
z + L1 − 1

2
L2

)
, où z est un paramètre que nous faisons

varier. Nous voyons donc que pour une valeur fixe de L, le score de propension apporche 0

lorsque z diminue et approche 1 lorsque z augmente. L’issue dichotomique Yd suit une loi

de Bernoulli conditionnellement à A et L avec Qd
A(L) = E[Yd|A,L] = expit (2A− L1 + L2).

L’issue continue Yc suit une loi normale conditionnellement à A et L d’écart-type 1 et de

moyenne 2A + L1 − 10L2. Pour l’issue continue, la vraie valeur de l’effet causal moyen ψc0
est 2. Pour l’issue dichotomique, la vraie valeur de l’effet causal moyen ψd0 est estimé par si-

mulation à 0,3417. Pour chaque valeur entière z entre −3 et 3, on prélève 20000 échantillons

aléatoires Z1, . . . , Zn de taille n = 1000 du vecteur aléatoire Z = (Y,A,L) et l’estimateur

TMLE de l’effet causal moyen est calculé. La variance Monte-Carlo est calculée à partir

des 20000 valeurs du TMLE. Les estimations initiales ĝ(L), Q̂0(L), Q̂1(L) utilisés dans le

calcul du TMLE sont obtenus par ajustement des mêmes modèles de régression logistique

et linéaire qu’à la section 3.3.1. La taille d’échantillon de n = 1000 a été choisie dans le but

de se placer dans le régime asymptotique, de manière à s’assurer qu’une différence dans le

comportement des estimateurs soit attribuable aux scores de propension plutôt qu’à la taille

échantillonale.

3.3.3. Modèles incomplets

Dans ce scénario, le vecteur aléatoire L est constitué de neuf composantes

L = (L1, . . . ,L9) avec L1 ∼ N(0; 1), L2 ∼ N(0; 0,3), L3 ∼ N(0; 0,6), L4 ∼

N(0; 1), L5 ∼ N(0; 0,9), L6 ∼ N(0; 0,2), L7 ∼ N(0; 0,5), L8 ∼ N(0; 1,1),

L9 ∼ N(0,5; 0,3). L’exposition A suit une loi de Bernoulli conditionnellement

à L avec g(L) = E[A|L] = expit
(
−1

4
L4 + 1

5
L5 − 1

6
L6 + 1

7
L7 − 1

8
L8 + 1

9
L9

)
. L’is-

sue dichotomique Yd suit une loi de Bernoulli conditionnellement à A et L avec

Qd
A(L) = E[Yd|A,L] = expit

(
2A− L1 + L2 − 1

2
L3 + 1

2
L4 − 1

3
L5 + 1

3
L6

)
. L’issue conti-

nue Yc suit une loi normale conditionnellement à A et L d’écart-type 1 et de moyenne

2A + L1 − 10L2 + 5L3 − 7L4 + 2L5 − 6L6. Pour l’issue continue, la vraie valeur de l’effet

causal moyen ψc0 est 2. Pour l’issue dichotomique, la vraie valeur de l’effet causal moyen
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ψd0 est estimé par simulation à 0,3287. On prélève 20000 échantillons aléatoires Z1, . . . , Zn

de taille n = 200 du vecteur aléatoire Z = (Y,A,L) et l’estimateur TMLE de l’effet causal

moyen est calculé en ajustant divers modèles pour obtenir les estimations initiales ĝ(L),

Q̂0(L), Q̂1(L). La taille d’échantillon de n = 200 se veut être un entre-deux entre le régime

asymptotique n = 1000 de la section 3.3.2 et le régime des petits échantillon considéré à

la section 3.3.1. En effet, nous ne voulons pas que les différence observées au niveau des

estimateurs soient dûes à la petite taille des échantillons, mais nous ne voulons pas non plus

entrer dans le régime asymptotique où nous savons que certaines des situations considérées

ci-bas coincident (Proposition 1.5.4).

Rappelons que même si A et Y dépendent de toutes les variables L1, . . . , L9, il suffit

pour que l’estimateur TMLE soit convergent d’identifier un ensemble suffisant de facteurs

de confusion L′ ⊂ L = (L1, . . . , L9) et de modéliser g(L′) = E[A|L′] et QA(L′) = E[Y |A,L′]

à l’aide de deux estimateurs ĝ(L′) Q̂A(L′) dont au moins un est convergent. Il sera donc

intéressant de comparer les estimateurs de la variance dans les six situations suivantes:

Situation 1: L′ = L et les modèles pour g(L′) et Qa(L
′) sont exacts.

Situation 2: L′ = L et le modèle pour g(L′) omet certaines des variables de L′ tandis que le modèle

pour Qa(L
′) est exact.

Situation 3: L′ = L et le modèle pour g(L′) est exact tandis que le modèle pour Qa(L
′) omet

certaines des variables de L′.

Situation 4: L′ = (L4,L5,L6) (soit le plus petit ensemble suffisant de facteurs de confusion) et les

modèles pour g(L′) et Qa(L
′) contiennent toutes les variables de L′.

Situation 5: L′ = (L4,L5,L6) (soit le plus petit ensemble suffisant de facteurs de confusion) et

le modèle pour g(L′) omet certaines des variables de L′ tandis que le modèle pour

Qa(L
′) contient toutes les variables de L′.

Situation 6: L′ = (L4,L5,L6) (soit le plus petit ensemble suffisant de facteurs de confusion) et

le modèle pour g(L′) contient toutes les variables de L′ tandis que le modèle pour

Qa(L
′) omet certaines des variables de L′.

Notons qu’en terme des modèles, les situations 4, 5, 6 sont une répétition des situations 1,

2, 3 respectivement, avec comme seule différence la nature des variables L′. Plus précisément,

les situations considérées sont les suivantes.
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3.3.3.1. Situation 1

Dans cette situation où L′ = L et les modèles pour g(L′) et Qa(L
′) sont exact, les modèles

suivants sont utilisés:

logit(ĝ(L)) = β̂g0 + β̂g1L4 + β̂g2L5 + β̂g3L6 + β̂g4L7 + β̂g5L8 + β̂g6L9,

logit(Q̂d
A(L)) = β̂d0 + β̂d1L1 + β̂d2L2 + β̂d3L3 + β̂d4L4 + β̂d5L5 + β̂d6L6 + β̂d7A,

Q̂c
A(L) = β̂c0 + β̂c1L1 + β̂c2L2 + β̂c3L3 + β̂c4L4 + β̂c5L5 + β̂c6L6 + β̂c7A.

3.3.3.2. Situation 2

Dans cette situation où L′ = L et le modèle pour g(L′) omet certaines des variables de

L′ tandis que le modèle pour Qa(L
′) est exact, les modèles suivants sont utilisés:

logit(ĝ(L)) = β̂g0 ,

logit(Q̂d
A(L)) = β̂d0 + β̂d1L1 + β̂d2L2 + β̂d3L3 + β̂d4L4 + β̂d5L5 + β̂d6L6 + β̂d7A,

Q̂c
A(L) = β̂c0 + β̂c1L1 + β̂c2L2 + β̂c3L3 + β̂c4L4 + β̂c5L5 + β̂c6L6 + β̂c7A.

3.3.3.3. Situation 3

Dans cette situation où L′ = L et le modèle pour g(L′) est exact tandis que le modèle

pour Qa(L
′) omet certaines des variables de L′, les modèles suivants sont utilisés:

logit(ĝ(L)) = β̂g0 + β̂g1L4 + β̂g2L5 + β̂g3L6 + β̂g4L7 + β̂g5L8 + β̂g6L9,

logit(Q̂d
A(L)) = β̂d0 + β̂d1A,

Q̂c
A(L) = β̂c0 + β̂c1A

3.3.3.4. Situation 4

Dans cette situation où L′ = (L4,L5,L6) et les modèles pour g(L′) et Qa(L
′) contiennent

toutes les variables de L′, les modèles suivants sont utilisés:

logit(ĝ(L′)) = β̂g0 + β̂g1L4 + β̂g2L5 + β̂g3L6,

logit(Q̂d
A(L′)) = β̂d0 + β̂d1L4 + β̂d2L5 + β̂d3L6 + β̂d4A,

Q̂c
A(L) = β̂c0 + β̂c1L4 + β̂c2L5 + β̂c3L6 + β̂c4A.
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3.3.3.5. Situation 5

Dans cette situation où L′ = (L4,L5,L6) et le modèle pour g(L′) omet certaines des

variables de L′ tandis que le modèle pour Qa(L
′) contient toutes les variables de L′, les

modèles suivants sont utilisés:

logit(ĝ(L′)) = β̂g0 ,

logit(Q̂d
A(L′)) = β̂d0 + β̂d1L4 + β̂d2L5 + β̂d3L6 + β̂d4A,

Q̂c
A(L) = β̂c0 + β̂c1L4 + β̂c2L5 + β̂c3L6 + β̂c4A.

3.3.3.6. Situation 6

Dans cette situation où L′ = (L4,L5,L6) et le modèle pour g(L′) contient toutes les

variables de L′ tandis que le modèle pour Qa(L
′) omet certaines des variables de L′, les

modèles suivants sont utilisés:

logit(ĝ(L′)) = β̂g0 + β̂g4L4 + β̂g5L5 + β̂g6L6,

logit(Q̂d
A(L′)) = β̂d0 + β̂d1A,

Q̂c
A(L) = β̂c0 + β̂c1A.

3.4. Résultats

Pour chacune des 20000 itérations d’une simulation, la sortie consiste en une estimation

TLME ψ̂ de l’effet causal moyen ainsi qu’en les estimations de la variance V̂1, . . . , V̂4 définies

au Chapitre 2. Nous présentons les résultats sous forme d’un graphique du biais relatif

(3.1.2) ainsi qu’un tableau contenant le biais relatif et le taux de couverture des intervalles

de confiances associés. Le taux de couverture (en %) représente la fraction des itérations pour

lesquelles l’intervalle de confiance ψ̂ ± 1,96
√
V̂j/n contient la vraie valeur de l’effet causal

moyen. Rappelons qu’un intervalle de confiance asymptotique pour ψ̂ est donné par (1.3.3).

Donc à condition que la taille échantillonale soit suffisament grande pour que l’approximation

asymptotique (1.3.3) soit valide et que V̂j approxime bien la vraie valeur de la variance, alors

on s’attend à observer un taux de couverture près de 95%. Nous rapportons également le

biais relatif de l’estimateur TMLE que l’on s’attend à trouver petit en vertu de la Proposition

1.5.4.
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3.4.1. Petites tailles échantillonnales

3.4.1.1. Issue dichotomique

À la Figure 3.1, on voit qu’à partir de n = 40, toutes les méthodes sauf le Jackknife

affichent un comportement similaire. Notamment, elles sous-estiment la vraie valeur de

la variance mais le biais relatif tend à s’approcher de 0 lorsque n croît. Dans [36, 10],

l’estimateur Corr. F-G est présenté comme une alternative à l’estimateur Sandwich ayant

la propriété que d’être plus grand dans le cas de petits échantillons où il est connu que

l’estimateur Sandwich sous-estime la vraie valeur de la variance. De même l’estimateur

Corr. Cons. est présenté dans [36] comme une alternative à l’estimateur Corr. F-G ayant

la propriété que d’être encore plus grand que Corr. F-G. Ainsi, nous ne somme pas surpris

d’observer que l’estimateur Corr. Cons. est plus grand que l’estimateur Corr. F-G qui lui

est à son tour plus grand que l’estimateur Sandwich. Nous ne somme pas non plus surpris de

constater que l’estimateur Sandwich est moins biaisé que l’Étalon-or puisqu’il s’agit dans les

deux cas d’estimateurs de type sandwich mais le premier tient compte du fait que le score de

propension est estimé paramétriquement. Quant à lui, le Jackknife surestime la vraie valeur

de la variance avec un biais relatif absolu supérieur aux autres méthodes mais qui tend lui

aussi à s’approcher de 0 lorsque n croît.

Le Tableau 3.1 révèle quant à lui le fait remarquable que le taux de couverture de l’inter-

valle de confiance associé au Jackknife est virtuellement indépendant de la taille échantillon-

nale avec un taux se maintenant entre 94% et 95% pour toutes les valeurs de n, y compris

n = 30 et n = 40 où le biais relatif Monte-Carlo est respectivement de 216% et 102%. Pour

les autres méthodes, le taux de couverture se comporte de façon similaire au biais relatif

Monte-Carlo, approchant lentement 95% par le bas.
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Fig. 3.1. Biais relatif Monte-Carlo en fonction de la taille échantillonnale (issue dichoto-

mique)
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3.4.1.2. Issue continue

À la Figure 3.2, on constate que les estimateur Étalon-or, Sandwich, Corr. F-G et

Corr. Cons. se comportent de façon semblable au cas de l’issue dichotomique, soit en sous-

estimant la vraie valeur de la variance mais en s’en approchant lorsque la taille échantillonnale

augmente. Il en va de même pour le Jackknife, surestimant la vraie valeur de la variance

mais s’en approchant lorsque la taille échantillonnale augmente.

En ce qui concerne le taux de couverture, le Tableau 3.2 révèle que les estimateurs Étalon-

or, Sandwich, Corr. F-G et Corr. Cons. donnent des taux de couvertures presque identiques

au cas de l’issue dichotomique, soit approchant lentement 95% vers le bas. De façon similaire

au cas de l’issue dichotomique, le Jackknife donne systématiquement un taux de couverture

entre 95% et 96%, soit une légère sur-couverture.
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Fig. 3.2. Biais relatif Monte-Carlo en fonction de la taille échantillonnale (issue continue)
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3.4.2. Scores de propensions extrêmes

3.4.2.1. Issue dichotomique

En observant la Figure 3.3, on constate que les estimateurs Étalon-or, Sandwich, Corr.

F-G et Corr. Cons. se suivent tous de près avec un biais relatif négatif. La courbe du

Jackknife est essentiellement le reflet symétrique des courbes des estimateurs Étalon-or,

Sandwich, Corr. F-G et Corr. Cons.. On note que la qualité de l’estimation s’améliore

lorsque |z| décroît, ı.e. lorsque le score de propension s’éloigne de 0 et de 1.

Le Tableau 3.3 confirme que les estimateurs Étalon-or, Sandwich, Corr. F-G et Corr.

Cons. sont presque complètement confondus dans ce scénario et qu’ils sont comparables au

Jackknife en terme de biais relatif absolu. Notons également que le Jackknife surestime la

variance tandis que les autres méthodes la sous-estime. Au niveau du taux de couverture, le

Jackknife performe strictement mieux que les estimateurs Étalon-or, Sandwich, Corr. F-G

et Corr. Cons..
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Fig. 3.3. Biais relatif Monte-Carlo en fonction de la taille échantillonnale (issue dichoto-

mique)
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3.4.2.2. Issue continue

Dans le cas de l’issue continue, la Figure 3.4 révèle que les estimateurs se comportent de

manière en tous points similaire au cas de l’issue dichotomique.

Au Tableau 3.4, on voit qu’encore ici, le Jackknife donne lieu à des taux de couverture

strictement supérieurs aux autres candidats. Un fait particulièrement remarquable est que

pour z = −3 et z = 3, les estimateurs Étalon-or, Sandwich, Corr. F-G et Corr. Cons. pro-

duisent un taux de couverture de 88% tandis que le Jackknife produit un taux de couverture

de 94%.
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Fig. 3.4. Biais relatif Monte-Carlo en fonction de la taille échantillonnale (issue continue)
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3.4.3. Modèles incomplets

3.4.3.1. Issue dichotomique

La Figure 3.5 contient les boîtes à moustache pour la distribution de l’erreur relative de

chaque estimateur. Le biais relatif Monte-Carlo s’y trouve représenté par un point rouge. Les

valeurs aberrantes, définies comme ces valeurs qui font plus d’une fois et demi le troisième

quartile ou moins d’une fois et demi le premier quartile, ne sont pas illustrées. Dans cette

figure, on observe que les estimateurs Étalon-or, Sandwich, Corr. F-G et Corr. Cons.

ont tendance à sous-estimer la vraie valeur de la variance, sauf aux situations 3 et 6, qui

correspondent au cas où le modèle pour Q est mal spécifié. De plus, il est intéressant de

noter que les estimateurs Étalon-or, Sandwich, Corr. F-G et Corr. Cons. performent mieux

à la situation 4 qu’à la situation 1 et à la situation 5 qu’à la situation 2. Autrement dit, il est

préférable de travailler avec un ensemble suffisant de facteurs de confusion qu’avec toutes les

variables L. En terme de biais relatif absolu, la méthode du Jackknife ne donne des meilleurs

résultats que la méthode du sandwich avec correction conservative qu’à la situation 6 mais

elle se démarque par sa constance. En effet, le biais relatif du Jackknife est positif avec une

valeur aux alentours de 6± 3% dans toutes les situations.

Le Tableau 3.5 confirme ce que nous observons des boîtes à moustaches. Au niveau

du taux de couverture, l’estimateur sandwich avec correction conservative et le Jackknife

donnent tous deux de bons résultats mais à la différence près que les invervalles de confiances

associés à l’estimateur sandwich avec correction conservative ont tendance à sous-couvrir

l’effet causal moyen tandis que ceux associés au Jackknife ont tendance à le sur-couvrir.

Notons qu’en accord avec la Proposition 1.5.4, l’estimateur TMLE affiche un biais relatif

absolu petit dans toutes les situations, soit inférieur ou égal à 0,2715%.
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Fig. 3.5. Erreurs relatives des estimations de la variance (issue dichotomique)
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3.4.3.2. Issue continue

Dans l’ensemble, le comportement des estimateurs de la variance affiché à la Figure 3.6

est le même que dans le cas de l’issue dichotomique, à l’exception des situations 3 et 6 où seul

le Jackknife donne un biais relatif qui n’est pas de l’ordre de 250. Les estimateurs Étalon-or,

Sandwich, Corr. F-G et Corr. Cons. sont donc très affectés par une mauvaise spécification

du modèle pour Q. La méthode du Jackknife étant de nature non-paramétrique, il n’en

va pas de même pour elle. Notons qu’à la situation 3, la moyenne pour les estimateurs

Sandwich, Corr. F-G et Corr. Cons. n’apparaît pas sur le graphique à cause d’une poignée

de données aberrantes si grandes que la moyenne pour ces estimateurs se situe en dehors des

bornes du graphique.

Pour les taux de couverture au Tableau 3.6, on observe la même tendance que pour le

biais relatif avec le Jackknife qui donne un taux de couverture variant entre 95% et 96%, et

ce même aux situations 3 et 6 où les autres méthodes donnent des intervalles de confiance

de presque 100%.
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Fig. 3.6. Erreurs relatives des estimations de la variance (issue continue)
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3.5. Conclusion

Dans tous les cas sauf au scénario 3 lorsque le modèle pour Q est mal spécifié, les esti-

mateurs Étalon-or, Sandwich, Corr. F-G et Corr. Cons. sous-estiment la vraie valeur de

la variance, et donc parmi ces estimateurs, Corr. Cons. devrait être préféré puisqu’il est

toujours le plus grand. Cependant, il est également apparent que parmi tous les candidats,

c’est le Jackknife qui performe le mieux, tant au niveau du biais relatif que du taux de cou-

verture. En fait, le Jackknife donne lieu à des taux de couverture de 95 ± 1% dans toutes

les situations considérées sauf lorsque Y est dichotomique et que les scores de propension

sont les plus extrêmes. De plus, le fait que les estimateurs Étalon-or, Sandwich, Corr. F-G

et Corr. Cons. ont tendance à sous-estimer la vraie valeur de la variance se traduit par le

fait qu’ils donnent lieu à des intervalles de confiance trop courts. Au contraire, le Jackknife

à davantage tendance à surestimer la vraie valeur de la variance, ce qui donne lieu à des

intervalles de confiance conservateurs, ce qui est généralement préférable.
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Conclusion

Dans ce mémoire, nous avons exposé la procédure de mise à jour TMLE en mettant l’emphase

sur l’estimation de l’effet causal moyen pour une exposition binaire. Afin de comprendre le

comportement asymptotique et la propriété de double robustesse du TMLE, nous avons ex-

posé la théorie des estimateurs asymptotiquement linéaires en utilisant autant que possible

des arguments géométriques qui, nous l’espérons, rendent les résultats évidents. Ensuite,

nous avons investigué diverses méthodes d’estimation de la variance du TMLE dans le but

de les comparer à l’étalon-or [43]. Dans le cas où le score de propension est estimé paramé-

triquement, l’estimateur sandwich [35] est disponible ainsi que la correction à l’estimateur

sandwich considérée par M. Fay et B. Graubard [10] et destinée à corriger à la hausse l’es-

timateur sandwich qui tend à sous-estimer la vraie valeur de la variance. Un second facteur

de correction basé sur [36] a été défini et appelé correction conservative . À cette liste d’es-

timateurs de la variance, nous avons ajouter le Jackknife, une technique non-paramétrique

classique.

Dans une étude par simulation, nous avons observé ces estimateurs sous plusieurs condi-

tions et comparé leur biais relatif Monte-Carlo et le taux de couverture des intervalles de

confiance associés. La conclusion générale est que le Jackknife donne des taux de couverture

équivalents ou supérieurs aux autres estimateurs dans toutes les conditions.

Il est à noter qu’à l’exception de l’étalon-or et du Jackknife, tous les estimateurs de la

variance que nous avons considérés ne sont valides que lorsque le score de propension ou

l’espérance conditionnelle de l’issue est estimé paramétriquement. Certains progrès ont été

accomplis récemment dans le domaine de l’estimation non-paramétrique de la variance du

TMLE [14] mais c’est un domaine de recherche actif.





Annexe A

Notations

• pX représente la fonction de densité de la variable aléatoire X si celle-ci est continue

et la fonction de masse si X est discrète. Pour la densité conditionelle de X sachant

Y = y évaluée en x, on écrit pX|Y (x|y).

• Si v est un vecteur colonne, on écrit v⊗2 au lieu de vv>. Cette notation est en accord

avec le produit de Kronecker de matrices.

• L’indépendance entre variables aléatoires s’exprime par le symbole ⊥⊥.

• La convergence en probabilité et la convergence en distribution sont notés respecti-

vement p→ et d→. Si Xn
p→ X, on écrit aussi plimnXn = X.

• Si Xn est une suite de variables aléatoires, nous écrirons Xn = op(n
q) pour exprimer

le fait que n−qXn
p→ 0.

• Pour une fonction f(x1, . . . ,xn) et x0 ∈ Rn nous écrirons ∂f(x0)
∂xj

au lieu de
∂f(x1,...,xn)

∂xj

∣∣∣
(x1,...,xn)=x0

.

• Nous identifions les éléments de Rn aux vecteurs colonnes. Ainsi, si par exemple

f(x1, . . . ,xN) est une fonction différentiable, alors ∂f
∂x

représente le vecteur colonne
∂f
∂x1
...
∂f
∂xN

 .

Nous écrirons ∂f
∂x>

pour dénoter le vecteur ligne
(
∂f
∂x

)>
.





Annexe B

Tableaux
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