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Résumé

Le but de la radiothérapie est d’irradier les cellules cancéreuses tout en préservant au
maximum les tissus sains environnants. Or, dans le cas du cancer du poumon, la respiration
du patient engendre des mouvements de la tumeur pendant le traitement. Une solution
possible est de repositionner continuellement le faisceau d’irradiation sur la cible tumorale en
mouvement. L’efficacité et la siireté de cette approche reposent sur la localisation précise en
temps réel de la tumeur. Le suivi indirect consiste a inférer la position de la cible tumorale a
partir de 'observation d’un signal substitut, visible en continu sans nécessiter de rayonnement
ionisant. Un modele de corrélation spatial doit donc étre établi. Par ailleurs, pour compenser
la latence du systeme, ’algorithme de suivi doit pouvoir également anticiper la position future
de la cible. Parce que la respiration du patient varie dans le temps, les modeles de prédiction
et de corrélation peuvent devenir imprécis. La prédiction de la position de la tumeur devrait
alors idéalement étre complétée par I'estimation des incertitudes associées aux prédictions.
Dans la pratique clinique actuelle, ces incertitudes de positionnement en temps réel ne sont
pas explicitement prédites.

Cette these de doctorat s’intéresse au controle en temps réel de la précision du suivi
indirect de tumeurs mobiles en radiothérapie. Dans un premier temps, une méthode
bayésienne pour le suivi indirect en radiothérapie est développée. Cette approche, basée
sur le filtre de Kalman, permet de prédire non seulement la position future de la tumeur a
partir d’'un signal substitut, mais aussi les incertitudes associées. Ce travail offre une premiere
preuve de concept, et montre également le potentiel du foie comme substitut interne, qui
apparait plus robuste et fiable que les marqueurs externes communément utilisés dans la
pratique clinique. Dans un deuxiéme temps, une adaptation de la méthode est proposée
afin d’améliorer sa robustesse face aux changements de respiration. Cette innovation

permet de prédire des régions de confiance adaptatives, capables de détecter les erreurs



de prédiction élevées, en se basant exclusivement sur 1’observation du signal substitut. Les
résultats révelent qu’a sensibilité élevée (90%), une spécificité d’environ 50% est obtenue.
Un processus de validation innovant basé sur ces régions de confiance adaptatives est
ensuite évalué et comparé au processus conventionnel qui consiste en des mesures de la
cible a intervalles de temps fixes et prédéterminés. Une version adaptative de la méthode
bayésienne est donc développée afin d’intégrer des mesures occasionnelles de la position de
la cible. Les résultats confirment que les incertitudes prédites par la méthode bayésienne
permettent de détecter les erreurs de prédictions élevées, et démontrent que le processus de
validation basé sur ces incertitudes a le potentiel d’étre plus efficace que les validations
régulieres. Ces approches bayésiennes sont validées sur des séquences respiratoires de
volontaires, acquises par imagerie par résonance magnétique (IRM) dynamique et interpolées
a haute fréquence. Afin de compléter ’évaluation de la méthode bayésienne pour le suivi
indirect, une validation expérimentale préliminaire est conduite sur des données cliniques de
patients atteints de cancer du poumon. Les travaux de ce projet doctoral promettent une
amélioration du contrdle en temps réel de la précision des prédictions lors des traitements
de radiothérapie. Finalement, puisque l'imagerie ultrasonore pourrait étre employée pour
visualiser les substituts internes, une étude préliminaire sur ’évaluation automatique de
la qualité des images ultrasonores est présentée. Ces résultats pourront étre utilisés
ultérieurement pour le suivi indirect en radiothérapie en vue d’optimiser les acquisitions
ultrasonores pendant les traitements et faciliter 'extraction automatique du mouvement du

substitut.

Mots-clés: radiothérapie adaptative, gestion du mouvement, suivi indirect,

méthode probabiliste, imagerie dynamique
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Abstract

The goal of radiotherapy is to irradiate cancer cells while maintaining a low dose of
radiation to the surrounding healthy tissue. In the case of lung cancer, the patient’s breathing
causes the tumor to move during treatment. One possible solution is to continuously
reposition the irradiation beam on the moving target. The effectiveness and safety of this
approach rely on accurate real-time localization of the tumor. Indirect strategies derive
the target positions from a correlation model with a surrogate signal, which is continuously
monitored without the need for radiation-based imaging. In addition, to compensate for
system latency, the tracking algorithm must also be able to anticipate the future position
of the target. Because the patient’s breathing varies over time, prediction and correlation
models can become inaccurate. Ideally, the prediction of the tumor location would also
include an estimation of the uncertainty associated with the prediction. However, in current
clinical practice, these real-time positioning uncertainties are not explicitly predicted.

This doctoral thesis focuses on real-time control of the accuracy of indirect tracking of
mobile tumors in radiotherapy. First, a Bayesian method is developed. This approach,
based on Kalman filter theory, allows predicting both future target motion in real-time from
a surrogate signal and associated uncertainty. This work offers a first proof of concept, and
also shows the potential of the liver as an internal substitute as it appears more robust and
reliable than the external markers commonly used in clinical practice. Second, an adaptation
of the method is proposed to improve its robustness against changes in breathing. This
innovation enables the prediction of adaptive confidence regions that can be used to detect
significant prediction errors, based exclusively on the observation of the surrogate signal.
The results show that at high sensitivity (90%), a specificity of about 50% is obtained. A
new validation process based on these adaptive confidence regions is then evaluated and

compared to the conventional validation process (i.e., target measurements at fixed and
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predetermined time intervals). An adaptive version of the Bayesian method is therefore
developed to valuably incorporate occasional measurements of the target position. The
results confirm that the uncertainties predicted by the Bayesian method can detect high
prediction errors, and demonstrate that the validation process based on these uncertainties
has the potential to be more efficient and effective than regular validations. For these studies,
the proposed Bayesian methods are validated on respiratory sequences of volunteers, acquired
by dynamic MRI and interpolated at high frequency. In order to complete the evaluation of
the Bayesian method for indirect tracking, experimental validation is conducted on clinical
data of patients with lung cancer. The work of this doctoral project promises to improve the
real-time control of the accuracy of predictions during radiotherapy treatments. Finally, since
ultrasound imaging could be used to visualize internal surrogates, a preliminary study on
automatic ultrasound image quality assessment is presented. These results can later be used
for indirect tracking in radiotherapy to optimize ultrasound acquisitions during treatments

and facilitate the automatic estimation of surrogate motion.

Keywords: adaptive radiotherapy, motion compensation, indirect tracking,

probabilistic method, dynamic imaging
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Chapitre 1

INTRODUCTION GENERALE

Ce chapitre d’introduction est une mise en contexte du sujet de cette these et se veut
accessible a des personnes non-initiées au domaine de la radiothérapie. Il s’acheéve par la

présentation des objectifs du projet et annonce la structure du document.

1.1. MISE EN CONTEXTE

1.1.1. La radiothérapie externe

La radiothérapie est une méthode de traitement du cancer, employée seule ou
en association avec d’autres thérapies. Elle repose sur l'exposition du patient a des
rayonnements ionisants afin de détruire les cellules cancéreuses. Lorsque la source de ces
rayonnements peut étre placée dans le corps du patient, au contact de la tumeur, on parle
de radiothérapie interne. Autrement, on a recours a la radiothérapie dite externe, qui est la
technique la plus courante pour le traitement des tumeurs [1]. En général, on utilise des
rayonnements de photons émis par un accélérateur linéaire (communément appelé linac)
situé a distance du patient, sous forme de faisceaux de dimensions et d’énergies variables.
Ces rayonnements, dirigés en direction de la tumeur a traiter, interagissent avec le milieu
traversé et transferent une partie de leur énergie sous forme d’excitation ou d’ionisation
des atomes, d’ou la dénomination de rayonnement 'ionisant'. L’énergie du rayonnement
ionisant localement absorbée est appelée dose.

Lors de leur passage au travers du corps, les rayonnements ionisants vont alors interagir

avec ’ADN et son milieu environnant, dont notamment les molécules d’eau présentes dans



les cellules. Les interactions avec ces dernieres produisent des composés oxydants fortement
réactifs capables d’endommager certains assemblages macromoléculaires nécessaires a la
survie et a la reproduction des cellules. Lorsque ces lésions sont trop importantes, ’action
des rayonnements conduit a la mort cellulaire. Cette technique permet de détruire les
cellules cancéreuses, mais altere également les tissus sains traversés avant et a la sortie
de la tumeur par le faisceau d’irradiation. Le principal défi de la radiothérapie externe est
donc d’administrer une forte dose dans la tumeur tout en épargnant autant que possible les
tissus sains environnants [2].

De nos jours, I'angle, la collimation et 1’énergie du faisceau d’irradiation peuvent étre
adaptés a chaque traitement et chaque forme de tumeur, et la dose préalablement planifiée
avec précision [2]. Pour épargner au mieux les tissus sains, les faisceaux sont généralement
dirigés vers la tumeur avec différents angles d’incidence qui s’interceptent a I’emplacement de
la tumeur. Ainsi, la dose accumulée par la superposition des faisceaux assure que la tumeur

absorbe une dose plus élevée que les tissus sains, comme illustré a la figure 1.1.

dose

Fig. 1.1. Exemple de plan d’irradiation en radiothérapie externe avec photons pour une
tumeur pulmonaire. Les différents angles d’incidence du faisceau permettent de concentrer
la dose a la tumeur et de donner une dose plus faible aux tissus sains. (Figure adaptée de [3])

1.1.2. Erreurs inter- et intra-fractionnelles

Une localisation précise de la cible tumorale est cruciale pour assurer l'efficacité et la
précision du traitement de radiothérapie. Entre deux sessions de traitements (aussi appelées

fractions), des variations de la position et de la forme de la tumeur peuvent survenir, ainsi



que des changements anatomiques chez le patient [4]. Pour éviter des erreurs dites inter-
fractionnelles, des tatouages sur la peau du patient, des lasers dans la salle de traitement
ainsi que des systemes d’imagerie permettent de vérifier le positionnement du patient et de
s’assurer que la tumeur soit correctement ciblée avant de commencer la fraction [5].

Lorsque la tumeur est statique, ces mesures sont généralement suffisantes. Toutefois,
certaines tumeurs sont sujettes a des mouvements importants au sein méme de la fraction
de traitement. On parle alors de mouvement intra-fractionnel. Selon I'emplacement de
la tumeur, ce mouvement peut étre causé par la relaxation musculaire, 'activité du tube
digestif, 'activité cardiaque, mais surtout par la respiration [6,7]. Les tumeurs du poumon,
fortement affectées par la respiration, peuvent se déplacer avec une amplitude allant jusqu’a
5 cm [8]. Bien que les mouvements respiratoires apparaissent approximativement réguliers,
ils sont en réalité complexes et peuvent varier en amplitude, fréquence et régularité d’un
cycle respiratoire a un autre. Des changements de la position moyenne sont également
observés [6,7,9]. La figure 1.2 illustre des variations dans le motif respiratoire chez un méme
patient a quelques minutes d’intervalle seulement.

Les mouvements intra-fractionnels engendrent des incertitudes de positionnement qui
viennent limiter la précision des traitements de radiothérapie [6,10-13]. Ces incertitudes
sont particulierement problématiques dans le cas des tumeurs pulmonaires traitées par
la radiothérapie stéréotaxique au corps (SBRT, de l'anglais Stereotactic Body Radiation
Therapy). Cette modalité de traitement hypofractionné consiste a délivrer une dose
tres élevée sur la tumeur, en trés peu de fractions, afin d’obtenir un excellent controle
tumoral [14,15]. Les erreurs de localisation de la cible, en plus de compromettre 'efficacité
du traitement, exposent donc les tissus sains a une forte dose d’irradiation, pouvant causer
de multiples complications précoces ou tardives chez le patient [16,17]. La gestion du
mouvement est d’autant plus importante que le risque de changements intra-fractionnels est
accru durant les fractions de SBRT, qui peuvent durer jusqu’a 60 min ou plus.

Afin de tenir compte du mouvement des tumeurs, la Commission internationale sur les
unités et mesures de rayonnement (de I'anglais International Commission on Radiation Units
&9 Measurements) a introduit le concept de volume cible interne (ITV, de 'anglais Internal
Target Volume). L’ITV tient compte des incertitudes géométriques dues au mouvement

physiologique des organes qui peuvent inclure le mouvement de l'intestin, le battement du



coeur, ou la respiration. L’ITV est défini comme le volume cible anatomoclinique (CTV, de
Panglais Clinical Target Volume) auquel est ajoutée une marge supplémentaire pour tenir

compte des incertitudes du mouvement de la tumeur.

Temps

Amplitude

Temps

Amplitude

(b)

Fig. 1.2. Exemple de variations dans le motif respiratoire, pour un méme patient a quelques
minutes d’intervalle (figure adaptée de [8]). Les trois courbes correspondent au mouvement
d’un marqueur placé sur le thorax du patient, dans les 3 directions de I'espace. Dans le
cas (a), le mouvement est relativement stable et périodique, tandis que dans le cas (b), le
mouvement est irrégulier.

1.1.3. La gestion du mouvement en radiothérapie

Différentes techniques de gestion du mouvement intra-fractionnel ont été mises en place,

et sont présentées ici brievement, par ordre croissant de complexité.

1.1.3.1. Marges englobant le mouvement total

La méthode la plus simple et historiquement la plus courante pour tenir compte du
mouvement de la tumeur est d’utiliser des marges suffisamment larges pour couvrir toute la
plage du mouvement vu lors de I'imagerie de planification, comme illustré sur la figure 1.3.
Dans ce cas-ci, ce volume est considéré comme I'ITV. Bien que cette approche permette

au patient de respirer librement, un large volume de tissus sains peut étre inutilement
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Fig. 1.3. Schéma simplifié des principales techniques de gestion du mouvement en
radiothérapie. La forme elliptique bleue représente les positions de la tumeur pour
différentes phases respiratoires, et la forme rouge le volume irradié. Un traitement plus
précis requiert de minimiser le volume de tissus sains irradiés, mais au prix d’'une méthode
plus complexe.

et nocivement irradié. Par ailleurs, tout changement important dans la respiration (par
exemple, causé par la toux ou par la relaxation musculaire) peut déplacer le volume cible
en dehors des marges de traitement mais aussi déplacer les organes a risque a l'intérieur des
marges de traitement [8,18]. A moins que la respiration soit surveillée pendant le traitement
et que des images de I’anatomie interne soient acquises, de tels changements risquent de ne

pas étre détectés et ne peuvent pas étre corrigés.

1.1.3.2. Limitation du mouvement

Le mouvement respiratoire peut étre limité via des techniques d’apnée volontaire.
Toutefois, la majorité des patients atteints de cancer du poumon présentent une fonction
pulmonaire affaiblie et ne peuvent pas retenir leur respiration pendant une période
prolongée [7]. Par ailleurs, il a été montré que la position de la tumeur peut ne pas

étre reproductible pour un méme individu [8, 18]. De maniére similaire, la compression



abdominale peut étre utilisée pour réduire le mouvement induit par la respiration mais ne

’élimine pas complétement [19,20].

1.1.3.3. Clblage

La méthode de ciblage (plus connue sous le nom anglais gating) consiste a irradier
uniquement pendant un moment particulier du cycle respiratoire (appelé fenétre de
synchronisation ou gate), comme illustré sur la figure 1.3. Cette technique est basée sur
I’hypothese selon laquelle la position de la tumeur serait généralement stable et reproductible
au sein d’une fenétre spécifique, généralement a la fin de I'expiration. En général, des images
du mouvement de la tumeur sont préalablement acquises afin de déterminer les phases ou
les amplitudes a inclure dans la fenétre de synchronisation. Le suivi d'un indicateur de la
respiration, qui peut étre un marqueur externe ou interne, permet de détecter l'entrée et
la sortie de cette fenétre pendant le traitement, et ainsi de contrdler la mise en pause du
faisceau [18,20]. Avec le ciblage, le volume irradié est réduit et les tissus sains sont donc
moins exposés a la radiation. Toutefois, puisque le faisceau est interrompu, la durée du

traitement est allongée.

1.1.3.4. Swivi en temps réel

Le suivi en temps réel (ou tracking en anglais) consiste a repositionner dynamiquement le
faisceau d’irradiation de facon a suivre en continu les changements de positions de la tumeur
pendant la fraction de traitement [8]. Cette technique offre les possibilités de réduction du
volume de tissus sains irradiés les plus importantes tout en exploitant 'intégralité du cycle
respiratoire du patient qui peut respirer librement, comme illustré sur la figure 1.3.

Pour assurer un suivi précis et efficace, la position de la tumeur doit étre connue
tres précisément. Cette localisation peut étre obtenue par des approches dites directes
et indirectes [8]. Les méthodes traditionnelles de localisation directe utilisent 'imagerie
fluoroscopique pour suivre la tumeur ou les marqueurs fiduciaux implantés pres de la
tumeur. Bien qu’elles puissent étre trés précises [21,22], ces techniques souffrent de diverses
limitations cliniques, dont notamment le risque de développer un pneumothorax suite a

I'insertion des marqueurs fiduciaux [23] et 1'utilisation d’une dose de rayonnement excessive



pour le patient [7]. D’autres approches directes, basées sur la combinaison d’'un accélérateur
linéaire et de I'imagerie par résonance magnétique (IRM), permettent de visualiser la tumeur
sans nécessiter de rayonnement ionisant [24]. Toutefois, cette technologie n’a été développée
que récemment, sa disponibilité reste encore limitée et son colit demeure élevé [25]. Les
stratégies de localisation indirecte, quant a elles, prédisent la position de la tumeur a partir
d’observations indirectes de celle-ci. La prochaine section présente plus spécifiquement cette

approche indirecte.

1.1.4. Suivi indirect en temps réel
1.1.4.1. Principe général

Le suivi indirect consiste a inférer la position de la cible tumorale a partir de mesures
d’un signal dit de substitution. Ce substitut doit étre choisi de sorte que 1) son mouvement
soit fortement corrélé a celui de la tumeur et 2) qu’il puisse étre mesuré en temps-réel,
a haute fréquence, sans nécessiter de rayonnement ionisant. Les substituts généralement
employés sont des marqueurs externes posés sur le thorax du patient, mesurés par imagerie
infrarouge [26]. Quelques études ont également évalué des substituts internes tels que le
diaphragme et le foie [27-31], visibles par imagerie ultrasonore et potentiellement mieux
corrélés au poumon que les substituts internes. Toutefois, leurs bénéfices n’ont pas encore été
clairement établis. Différentes méthodes mathématiques ont été développées pour modéliser
la relation de corrélation entre la cible et le substitut, et sont présentées plus en détail au
chapitre 3.

Un autre élément clé du suivi concerne la latence du systeme de suivi. En effet, des
délais sont causés par l'acquisition et le traitement des données ainsi que par les limitations
cinématiques liées a la synchronisation du faisceau avec la tumeur, de l'ordre de quelques
centaines de ms [8]. Ce délai impose de prédire a ’avance la position de la tumeur, de sorte
que le faisceau ne soit pas systématiquement en retard sur la position réelle de la tumeur.
En plus de modéliser la corrélation spatiale, il est donc nécessaire de compenser la latence
du systeme via un modele de prédiction temporelle. Le chapitre 3 rapporte les différentes
stratégies proposées.

Ces deux aspects du suivi indirect sont résumés par la figure 1.4.
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Fig. 1.4. Principe général du suivi indirect en radiothérapie (figure inspirée de [32]).
1.1.4.2. Modéles hybrides

La précision du suivi indirect dépend de la précision des modeles de prédiction et de
corrélation. Toutefois, il a été montré que les incertitudes sont majoritairement issues
de la modélisation de la corrélation [33]. Le suivi indirect repose sur I’hypotheése que la
corrélation entre le mouvement tumoral et celui du substitut est forte, mais également stable
pendant la totalité du traitement. Or, des changements dans 'amplitude du mouvement de
la tumeur et sa trajectoire ont été observés au cours d’une méme fraction, causés aussi bien
par des événements brusques comme la toux que par d’autres mécanismes graduels tels que
la relaxation musculaire [34]. En particulier, le déplacement relatif de différentes parties
de T'anatomie peut changer au fil du temps, ce qui rend difficile de corréler les positions
de la cible avec le mouvement de substitution. Si ces changements de corrélation ne sont
pas détectés et corrigés, des erreurs importantes peuvent survenir, limitant alors I'efficacité

du traitement et exposant inutilement les tissus sains au rayonnement [35-37]. Pour cette



raison, de nombreuses études ont souligné la nécessité de valider régulierement les positions
prédites en prenant de nouvelles images de la cible tumorale pendant le traitement. Il
s’agit de systémes hybrides, qui combinent un suivi continu du substitut avec des mesures
périodiques par rayons X de la cible interne [26].

Une application clinique répandue et reconnue est le systéme Synchrony®, du robot de
radiochirurgie Cyberknife (Accuray Inc., Sunnyvale, CA, USA) [38,39]. Ce dernier est
disponible au Centre hospitalier de 1'Université de Montréal (CHUM), qui fut le premier
hopital canadien a se doter de cet appareil [40]. 1l s’agit d'un accélérateur miniaturisé
de 6 MeV possédant un bras robotisé avec 6 axes de liberté permettant de déplacer le
faisceau avec la tumeur. Un systeme d’imagerie par rayons X est intégré afin de capturer
des images radiographiques de ’anatomie cible. Le robot Cyberknife permet d’effectuer des
traitements SBRT, notamment pour les cancers du poumon. Pendant ces traitements, le
systéme de suivi indirect Synchrony® est utilisé pour suivre le mouvement de la tumeur a
partir de marqueurs externes via imagerie infrarouge. La figure 1.5 illustre le Cyberknife
avec le systéme Synchrony®. Au début du traitement, un modele de corrélation est établi
a partir d’'une quinzaine de mesures simultanées de la cible et des substituts. Des mesures
additionnelles de la cible (par rayons X) sont acquises périodiquement pour mettre a jour
ou reconstruire le modele de corrélation. Le choix de la fréquence de ces validations est
un compromis entre la précision des prédictions et la dose de rayonnement recue par le
patient. Habituellement, une & deux mesures par minute sont effectuées [36]. Toutefois, des
validations a intervalles de temps fixes et prédéterminés ne seraient pas optimales pour tous

les patients [36,41].

1.2. MOTIVATIONS ET OBJECTIFS DE LA THESE

Cette these de doctorat s’intéresse spécifiquement au contréle en temps réel de la
précision du suivi indirect de tumeurs mobiles en radiothérapie. Comme expliqué
précédemment, I’enjeu majeur du suivi indirect est de localiser tres précisément et en continu
la tumeur pendant toute la durée de la fraction. L’efficacité de ce type de traitement
repose en grande partie sur la précision avec laquelle la position de la tumeur est prédite.

Sachant que les tumeurs pulmonaires et les substituts se déplacent sous diverses influences



Systéme intégré
d’imagerie par

/ rayons-X

Caméra infrarouge pour
le systéme de suivi
indirect Synchrony

Robot CyberKnife

Fig. 1.5. Illustration du robot Cyberknife avec le systéme de suivi indirect Synchrony®.
Les faisceaux jaunes, violet et rouge sont les représentations fictives respectives des rayons
X intermittents pour la vérification de la position de la cible, de la détection infrarouge
continue des marqueurs externes et du faisceau d’irradiation.

physiologiques complexes, non-stationnaires et stochastiques [9], la localisation de la tumeur
est nécessairement sujette a des erreurs. La prédiction de la position de la tumeur devrait
donc idéalement étre complétée par I'estimation de I'incertitude associée a cette prédiction.
Autrement dit, a quel point la prédiction est-elle fiable ? Dans la pratique clinique actuelle,
cette incertitude en temps réel n’est pas explicitement prédite.

Le principal objectif de ce projet de doctorat est donc de développer une méthode
pour le suivi indirect en radiothérapie capable de prédire non seulement la
position future de la tumeur a partir d’un signal substitut, mais également les
incertitudes y étant associées. Différentes questions sous-jacentes sont alors a explorer.
En particulier, la vraie position de cible tumorale n’étant accessible que ponctuellement,
il faut étre capable d’estimer l'erreur de prédiction a partir de 'observation du substitut
uniquement. Un changement de comportement du substitut pourrait-il indiquer une
incertitude accrue? Si oui, comment la quantifier? Par ailleurs, cette estimation doit étre

robuste dans le temps, face aux changements potentiels de respiration et de corrélation
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cible-substitut. Un autre facteur déterminant dans la précision du suivi indirect est le choix
du substitut. Alors que de nombreuses études ont reporté des variations de corrélation
systématiques et/ou transitoires entre les substituts externes et les tumeurs pulmonaires,
les substituts internes quant a eux n’ont été étudiés que tres rarement. L’hypothese selon
laquelle ces substituts présenteraient une corrélation plus forte et stable que les marqueurs
externes doit donc étre également testée.

Le second objectif principal de cette these est une application directe du premier objectif:
évaluer le potentiel des incertitudes ainst prédites pour contrdler la précision
des prédictions de la position de la cible tumorale. Intuitivement, des erreurs
importantes sont attendues si les prédictions sont peu fiables. Est-ce que les incertitudes
prédites permettraient alors de détecter automatiquement les erreurs élevées ? Si oui, avec
quelles sensibilité et spécificité ? Dans la pratique clinique actuelle, des mesures de la position
de la tumeur sont acquises a intervalles de temps réguliers et prédéterminés afin de vérifier
les erreurs de prédiction et corriger les modeles de prédiction et corrélation. Est-ce que
I'incertitude prédite pourrait servir a optimiser les instants auxquels sont effectuées ces
mesures de validation? Quels seraient les impacts d’une telle validation sur la précision
des prédictions de la tumeur? Ces sous-questions sont importantes et étroitement associées
au second objectif de cette these.

Un premier objectif secondaire est de valider expérimentalement la méthode développée
sur des données de patients, afin de se rapprocher au maximum des conditions cliniques lors
d’un traitement de radiothérapie par suivi indirect.

Un second objectif secondaire de cette these est de détecter automatiquement les régions
fiables des images ultrasonores afin d’en extraire ultérieurement la position et le mouvement
du substitut. Comme mentionné précédemment, I'imagerie ultrasonore peut étre employée
pour visualiser en temps réel un substitut interne tel que le foie. Les images résultantes sont
hautement bruitées et de qualité non-uniforme, ce qui peut rendre difficile la détection du

substitut et le suivi de son mouvement.
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1.3. STRUCTURE DU DOCUMENT

Le chapitre 2 présente les modalités d’imagerie médicale ionisantes et non-ionisantes
utilisées en radiothérapie pour I'évaluation des mouvements internes intra-fractionnels et
leur suivi pendant les traitements. A partir des données respiratoires ainsi obtenues peuvent
étre établis des modeles de prédiction temporelle et de corrélation spatiale, nécessaires pour
le suivi indirect. Le chapitre 3 est une revue de littérature sur les différentes approches
mathématiques proposées pour résoudre ces deux taches et les contraintes spécifiques
associées aux données utilisées. Le chapitre 4 se concentre plus particulierement sur les
fondements mathématiques de l'inférence bayésienne et détaille notamment la théorie du
filtre de Kalman, autour de laquelle s’est construit ce projet de these. Le chapitre 5 résume les
motivations, objectifs et résultats principaux de ’article 1, intitulé Potential of a probabilistic
framework for target prediction from surrogate respiratory motion during lung radiotherapy
et présenté au chapitre 6. L’article 2, intitulé Adaptive confidence regions for indirect tracking
of moving tumors in radiotherapy, est rapporté au chapitre 8 et introduit au préalable au
chapitre 7. Le chapitre 10 correspond a 'article 3, intitulé Uncertainty-driven determination
of target measurement times for indirect tracking validation in adaptive radiotherapy. 11 est
présenté au chapitre 9. D’autres contributions a la recherche sont présentées au chapitre 11.
En particulier, une évaluation préliminaire du formalisme bayésien sur des données cliniques
de traitement de cancer du poumon est proposée. L’utilisation de I'imagerie ultrasonore
pour le suivi indirect en radiothérapie est également étudiée dans ce chapitre. Finalement,
le chapitre 12 résume les principaux résultats et impacts des travaux rapportés dans cette

these.
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Chapitre 2

EVALUATION DU MOUVEMENT
RESPIRATOIRE

Ce chapitre présente les principales modalités d’imagerie médicale utilisées en radiothérapie
pour 'évaluation des mouvements internes et/ou leur suivi pendant les traitements. Parmi
les techniques ionisantes, on retrouve en particulier la fluororoscopie et la tomodensitométrie,
toutes deux basées sur l'utilisation de rayons X. L’imagerie par résonance magnétique
et I'imagerie ultrasonore sont deux méthodes non-ionisantes qui se prétent également a
I'imagerie dynamique. Bien que ces quatre modalités d’imagerie soient utilisées pour diverses
applications en médecine, ce chapitre se limite a 1’évaluation et au suivi du mouvement

respiratoire pour la radiothérapie.

2.1. RADIOGRAPHIE ET FLUOROSCOPIE

En radiothérapie, les rayons X sont utilisés pour les traitements, mais aussi pour
I'imagerie médicale. La radiographie est une technique d’imagerie médicale basée sur
I’atténuation de rayons X a travers le corps du patient. La source des rayons X est fixe,
et les images obtenues correspondent a une projection 2D du corps, comme illustré sur la

figure 2.1.



Source de

/ rayons-X
-,

VvV d Y ,
Emmemms —— Détecteur

3

Fig. 2.1. Géométrie simplifiée de I'imagerie radiographique. Le patient est positionné entre
la source de rayons X, dont le spectre polyénergétique de photons en sortie est ¥(F), et
systeme de détection. Le faisceau de photons est atténué le long du chemin ¢(&), ou &
représente la position de I’élément du détecteur.

2.1.1. Principes physiques
2.1.1.1. Production des rayons X

En imagerie, les rayons X sont produits a partir de tubes a rayons X, dans lequel
des électrons sont accélérés vers une cible afin de stimuler ’émission radiative par
Bremsstrahlung. Ce dernier meéne a un spectre énergétique continu de photons qui est
polyénergétique a l'arrivée au patient. L’énergie moyenne des spectres utilisés pour
I'imagerie diagnostique varie approximativement entre 20 et 150 keV, et détermine le

comportement des photons dans les tissus [42].

2.1.1.2. Interactions photon-matiere

Aux énergies diagnostiques, un photon peut interagir avec la matiere selon trois processus,
a savoir la diffusion Rayleigh, 'effet photoélectrique et la diffusion Compton. La diffusion
Rayleigh décrit la diffusion élastique du photon causée par l'interaction de ce dernier avec
un atome entier. Lors d'un effet photoélectrique, le photon transmet toute son énergie a
un électron du cortege électronique fortement lié a 'atome qui en est alors éjecté. Cet effet
se produit principalement aux faibles énergies et dépend fortement de 1’énergie du photon
ainsi que du numéro atomique du milieu. Enfin, la diffusion Compton est le processus

d’interaction prédominant dans les tissus mous aux énergies diagnostiques. Il s’agit d'une
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diffusion inélastique ou le photon céde une partie de son énergie a un électron qui est éjecté

de 'atome tandis que le photon est dévié de sa trajectoire initiale.
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Fig. 2.2. Coefficient d’atténuation massique des différents processus d’interaction photon-
matiere en fonction de I’énergie pour I'eau. Les données proviennent de la base de données
XCOM [43].

2.1.1.3. Atténuation et formation de limage

Les interactions vues précédemment sont responsables de l'atténuation du faisceau de
photons a travers la matiere. Cette atténuation est spécifiée par le coefficient d’atténuation
linéique du matériau p(E,r) (généralement rapporté en cm™ 1), fonction de 1'énergie E des
photons et de I'espace, r représentant les coordonnées spatiales. Ce coefficient est le produit
du coefficient d’atténuation massique u(E,r)/p et de la densité de masse p. La figure 2.2
rapporte le coefficient d’atténuation massique de ’eau entre 1 keV et 1 MeV, et illustre la
contribution des différents types d’interaction décrits au paragraphe précédent. Le coefficient

d’atténuation linéique total © d’un milieu donné est décrit par la somme de ces contributions:

M = Hphoto T HCompton t HRayleigh (2.1.1)

D’un point de vue microscopique, la probabilité d’occurrence de chaque interaction peut étre

décrite avec la section efficace électronique o, (en cm?). Le coefficient u total est alors relié
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aux sections efficaces électroniques selon :

H = Ne (JE,photo + Oe,Compton + O_e,Rayleigh) (212)

avec n, la densité électronique par unité de volume (en cm™3).

La loi de Beer-Lambert énonce que l'intensité d’un faisceau diminue exponentiellement
avec |’épaisseur de matiere traversée et le coefficient d’atténuation rencontré sur le
chemin £(§) ou £ représente la position du détecteur, comme présenté sur la figure 2.1. La
transmission ¢(§), ¢’est-a-dire la proportion d’intensité regue dans le détecteur, est donnée

par:
HE) = / W(E) exp (- /e o u(E,r)dE) dE (2.1.3)

ou Y(FE) désigne le spectre polyénergétique de photons en sortie de la source [44]. Cette
intensité recue au détecteur dépend des tissus traversés et permet de produire ensuite I'image
radiographique. La forte différence de coefficient d’atténuation entre les os et les autres tissus,
crée un fort contraste de I'image, ce qui fait de la radiographie un excellent outil d’imagerie

osseuse.

2.1.2. Vérification et suivi du mouvement interne
2.1.2.1. Vérification pendant les traitements de radiothérapie

En radiothérapie, les images radiographiques sont notamment utilisées pour assurer un
positionnement précis du patient au début de la fraction de traitement, mais aussi pendant
le traitement pour vérifier la position de la cible tumorale soumise aux mouvements intra-
fraction. Une image radiographique seule ne permet que d’extraire une position 2D. Pour
localiser la cible dans les trois dimensions de ’espace, il est nécessaire de réaliser deux
projections, a différentes incidences [26]. Par exemple, le robot de radiochirurgie guidée
par 'image Cyberknife est équipé d’un systeme d’imagerie radiographique composé de deux

couples tube/détecteur orthogonaux.
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2.1.2.2. Evaluation du mouwvement avec la fluoroscopie

Pour imager les mouvements de ’anatomie interne en temps réel, on utilise une forme
particuliere d’imagerie radiographique, appelée fluoroscopie. En fluoroscopie continue, un
faisceau continu de rayons X est produit, de facon a obtenir jusqu’a trente images par seconde.
Une telle fréquence d’image permet une visualisation en temps réel des processus dynamiques
internes [42]. Pour limiter lirradiation au patient résultant du nombre élevé d’images
produites, le systeme fluoroscopique doit pouvoir produire une image avec une quantité
réduite de dose, approximativement un millieme de la dose utilisée pour une radiographie
classique. A cause du faible ratio signal sur bruit induit, la résolution en contraste est donc
plus mauvaise en fluoroscopie.

Comme présenté plus en détail au prochain chapitre, la fluroscopie a été tres souvent
employée pour observer le mouvement des tumeurs pulmonaires [8]. Dans certains
cas, il est possible de visualiser directement la tumeur sur les images fluoroscopiques.
Cependant, la plupart des tumeurs ne présentent pas un contraste suffisant pour étre
correctement détectées, méme avec une radiographie classique. Il faut alors recourir a des
implants fiduciaux métalliques radio-opaques implantés directement dans la tumeur ou son
environnement proche, dont les positions sont calculées en temps réel par des algorithmes de
suivi [6]. Toutefois, 'utilisation de tels implants est une opération invasive qui peut mener
a des risques de pneumothorax [45]. Pour des raisons de limitation de la dose regue par le
patient, la fluoroscopie n’est pas envisageable comme solution pour suivre le mouvement de
la tumeur tout au long de la fraction de traitement, qui est relativement longue [26, 46].
En effet, le principe ALARA (de I'anglais As Low As Reasonably Achievable), qui énonce
que toutes les expositions aux rayonnements ionisants doivent étre aussi basses qu’il soit

raisonnablement possible d’atteindre, doit étre appliqué.

2.2. TOMODENSITOMETRIE

La tomodensitométrie, plus connue sous l'abréviation CT (de l'anglais Computed
Tomography), est une modalité d’imagerie également basée sur la mesure de l'atténuation
des rayons X par les tissus. Les données sont acquises via la technique d’analyse

tomographique, c’est-a-dire en coupes, en soumettant le patient au balayage d’un faisceau
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de rayons X dont la source et les détecteurs tournent autour de lui, comme illustré
a la figure 2.3. Les images 3D des structures anatomiques sont ensuite reconstruites

numériquement.

Source de
————=, ~ rayons-X

Patient

Barrette de _~
détecteurs

Fig. 2.3. Schéma simplifi¢ d’'un tomodensitometre.

2.2.1. Reconstruction de ’image CT

La mesure de la transmission pour un angle 6 et une position de détecteur & donnés
définit une projection p(£,0). Alors que la radiographie classique utilise un seul angle fixe
de projection, en CT, de multiples projections sont mesurées pour une méme coupe selon
plusieurs angles variant de 0° a 180°. Ces projections sont représentées sous forme d’un
espace bidimensionnel nommé sinogramme [42]. Chaque ligne du sinogramme correspond
a la projection obtenue a un angle 6 donné, tandis que chaque colonne représente le signal
pour un élément du détecteur dont la position est . En supposant que (FE) est équivalent &
une source monoénergétique d’énergie effective E, la projection p(¢,0) est reliée au coefficient

d’atténuation linéique p(F,r) des tissus traversés comme suit:

pEd) = ~log () = [ w(Ere (22.1)
Le probleéme de reconstruction consiste alors & retrouver la fonction u(FE.r) & partir du
sinogramme correspondant, qui représente sa transformée de Radon. Pour résoudre ce
probleme, la méthode plus couramment employée par les algorithmes commerciaux est celle
de la rétroprojection filtrée. Son principe est basé sur celui de la rétroprojection simple,

qui repose sur le théoreme de la tranche centrale de Fourier. Ce théoreme énonce que la
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transformée de Fourier (TF) 1D de la projection p(¢,6) d'un objet u(E,r) correspond & une
ligne de la transformée de Fourier 2D du méme objet, passant par I'origine avec un angle 6.
L’image d’origine p(E,r) peut alors étre reconstruite avec I'opération de TF inverse. Un
schéma du processus de reconstruction d’image par rétroprojection simple est présenté a la
figure 2.4. Dans le cas de la rétroprojection filtrée, une opération de filtrage est incluse afin

de compenser pour I’échantillonnage non-uniforme de 1’espace de Fourier.

peo) b8

AR

LA

Fig. 2.4. Principe de la reconstruction d’une image CT par rétroprojection. (a) De multiples
projections p(&,6) sont mesurées pour une méme coupe selon plusieurs angles 6§ pour les
positions de détecteur £. (b) Ces projections sont représentées sous forme d’'un sinogramme.
(c) Ensuite, la transformée de Fourier 1D de chaque ligne du sinogramme est placée dans
'espace de Fourier. (d) L’'image CT est alors obtenue par transformée de Fourier inverse 2D.

L’image CT obtenue reflete donc le coefficient d’atténuation linéique reconstitué a
partir d’'un nombre important de mesures a diverses incidences, et déterminé pour chaque
volume élémentaire de l'image, ou voxel. Plus exactement, a chaque voxel est attribué
un nombre CT en unité Hounsfield (HU), qui a une translation en niveau de gris. La
résolution spatiale relativement élevée des images CT dépend a la fois des propriétés de
résolution de l'acquisition d’images et des caractéristiques de résolution des techniques de
reconstruction utilisées. Le coefficient d’atténuation linéaire étant proportionnel & la densité
électronique (2.1.2), le contraste de I'image est quant a lui principalement attribuable aux
différences de densité entre les tissus. Toutefois, il n’est pas intrinsequement élevé pour les
tissus mous, car les différences d’atténuation des rayons X y sont généralement faibles aux

énergies utilisées.

19



2.2.2. Imagerie dynamique pour 1’évaluation du mouvement en radiothérapie

A partir des images CT peuvent étre extraites les données anatomiques du patient
ainsi que des propriétés des tissus, nécessaires a la délinéation des volumes d’intérét et
a la planification du traitement, personnalisé pour chaque individu. Dans le cas des
tumeurs mobiles, le CT-4D est généralement employé avant le traitement pour évaluer le
mouvement complet de la tumeur causé la respiration [18]. Si I’étendue du mouvement
observé est supérieure a 5 mm, alors il est recommandé d’employer une technique de gestion
du mouvement pendant le traitement [8]. Au CHUM par exemple, les patients dans ce cas-ci
sont traités au Cyberknife avec le systéme Synchrony®.

Avec le CT-4D, un ensemble complet de données CT contenant les images du patient pour
chaque portion du cycle respiratoire est obtenu [47-49]. Afin d’obtenir un tel ensemble,
plusieurs approches sont possibles. Par exemple, certaines techniques réduisent le temps
de rotation du scanner pendant ’acquisition des images, tandis que d’autres impliquent
I’acquisition de multiples scans individuels a chaque période du cycle respiratoire. Le principe
sous-jacent commun a ces méthodes est d’acquérir des images CT tout en enregistrant
simultanément le moment respiratoire. Les données sont alors ensuite réorganisées pour
générer des ensembles de données spatio-temporellement cohérents. Le principe général est

illustré a la figure 2.5.

Position 1 de la Position 2 de la Position 3 de la
table table table
1" 17

b Milieu Fin Milieu Fin
d'expiration d'expiration d'inspiration d'inspiration

Fig. 2.5. Principe simplifié du CT-4D.
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Le CT-4D, méme ¢s’il est affecté par les variations du mouvement respiratoire, fournit
un bon compromis entre résolution temporelle et résolution spatiale. Toutefois, il est
important de garder en mémoire qu’il s’agit d'une technique permettant uniquement de
mesurer ’entendue moyenne globale du mouvement, au moment précis de 'acquisition et
pendant quelques cycles de respiration, et non de le visualiser en temps réel. Par ailleurs, si
aucun effort n’est fourni pour réduire la dose due au CT, la dose recue par le patient lors de

ces procédures peut étre 2 a 15 fois plus élevée que celles des procédures standard [8].

2.3. IMAGERIE PAR RESONANCE MAGNETIQUE

L’imagerie par résonance magnétique (IRM) est une technique d’imagerie a la fois non
invasive et non ionisante basée sur le phénomeéne de résonance magnétique, qui bénéficie
d’une résolution en contraste particulierement élevée et avec laquelle il est possible d’évaluer

le mouvement.

2.3.1. Bases physiques de 'TRM
2.3.1.1. Résonance magnétique nucléaire

Le noyau d’hydrogene, composé d’un unique proton, est le noyau le plus souvent utilisé
en IRM du fait de son abondance dans le corps humain. Le proton est une particule chargée
qui peut étre représentée comme étant animée d’'un mouvement de rotation autour d’un
axe passant par son centre, appelé spin, et présente un champ magnétique microscopique
colinéaire nommé moment magnétique.

A D'état naturel, les spins sont orientés de facon aléatoire. La résultante magnétique
macroscopique M est alors nulle. En revanche, lorsqu’ils sont plongés dans un champ
magnétique statique intense By, les spins tendent a s’aligner dans les directions parallele
et anti-parallele & By sur deux niveaux discrets d’énergie. La distribution d’alignement des

spins est prédite par la distribution de Boltzmann:

) (2.3.1)
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ou ny et n_ sont respectivement les nombres de spins paralleles et anti-paralleles, v est le
rapport gyromagnétique propre a chaque isotope (en s™'- T), ki est la constante de Planck
réduite (en m?- kg - s71), By est I'intensité du champ magnétique (en T), k est la constante de
Boltzmann (en m?- kg - s72- K™!) et T est la température absolue (en K) [50]. On observe
un léger exces de spins paralleles, correspondant a 1’énergie la plus basse, de l'ordre de 3
protons par million pour un champ de 1 T aux températures physiologiques [42]. Cet exces
de protons est suffisant pour créer, a 1’équilibre, une aimantation macroscopique M dans la
direction de Bg. Par ailleurs, une précession des spins autour de I’axe du champ magnétique
se produit a une fréquence proportionnelle a l'intensité de celui-ci, appelée fréquence de

Larmor fy:

fo= %Bo (2.3.2)

Les spins, précessant a la méme vitesse et ayant des phases aléatoires entre eux, annulent la
composante transversale de ’aimantation macroscopique M. La composante longitudinale
restante, dont l'amplitude est tres faible par rapport a celle du champ Bg sur lequel
elle se superpose, ne peut pas étre directement étudiée. Afin d’apporter une composante
transversale mesurable, cet état d’équilibre doit étre perturbé par apport d’énergie via un
champ électromagnétique tournant transversal dont la fréquence est égale a la fréquence
de Larmor: on parle alors de résonance. On utilise pour cela une onde radiofréquence (RF)
appliquée sous forme d’une bréve impulsion qui, selon sa durée et son amplitude, fait basculer

I’angle de précession.

2.3.1.2. Relazxation et réception du signal

Suite a 'application du pulse RF, qui fait passer les protons de basse énergie (direction
parallele) a plus haute énergie (direction anti-parallele), la magnétisation M est orientée
dans le plan transversal. A la fin de I'impulsion d’excitation, I’aimantation retourne & sa
position d’équilibre en précessant autour de Bg. On observe la disparition de la composante
transverse M,,, et la restauration de I’aimantation longitudinale M, décrites respectivement
par les temps de relaxation caractéristiques Ty et T;. Ce retour a I’équilibre est illustré
par la figure 2.6. Le temps de relaxation T; dépend de l'agitation moléculaire dans le

tissu observé, et est défini comme le temps nécessaire pour retrouver 63% de I'aimantation
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longitudinale M., dont la croissance suit une loi exponentielle: M, (t) = My(1 — e7¥/T1).
Le temps de relaxation Ty dépend du déphasage entre les spins et correspond au temps
nécessaire pour retrouver 37% de l'aimantation transversale M,,, dont la décroissance suit
une loi exponentielle: M,,(t) = Moe /™. La disparition de I'aimantation transversale
décrit une spirale dans le plan (zy). Cette rotation induit un champ magnétique recueilli a
I’aide d’une antenne réceptrice sous forme de signal électrique appelé décroissance libre de

I'induction.
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63% [ :

T1 Temps
Xy
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Fig. 2.6. Relaxation longitudinale et transversale suite a ’arrét du pulse RF.

2.3.1.3. Du signal a l'image

Le signal capté par les antennes provient de l'aimantation totale du volume soumis au
pulse RF et ne contient aucune information spatiale. Afin de localiser la provenance du
signal et de pouvoir produire une image, la proportionnalité (2.3.2) entre la fréquence de
résonance fy et le champ magnétique est exploitée: en introduisant une variation spatiale
du champ magnétique, la fréquence de résonance est modifiée en conséquence, ce qui permet
de localiser dans l'espace le signal mesuré. Les positions des voxels, codées sous forme
fréquentielle, forment ’espace k. Tout d’abord, le gradient de sélection de coupe G, est
appliqué perpendiculairement au plan d’intérét (x,y). Le champ magnétique selon I'axe z

devient alors B(z) = By + 2G., avec G, = 0B(z)/0z. La fréquence de résonance varie en
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conséquence linéairement selon z comme suit:

1 (B, + 2G.) (2.3.3)

fo(z) = or
Seuls les spins précessant a la fréquence du pulse RF choisie vont entrer en résonance
et basculer dans l'axe transversal. Le signal ainsi créé est caractéristique de la coupe
sélectionnée, dont les spins précessent alors a une méme fréquence. L’application d’un
gradient de codage de phase G, selon I'axe y va modifier la fréquence des spins dans cette
direction et induire par conséquence un déphasage. A D'arrét de ce gradient, les fréquences
de précession sont a nouveau identiques mais le déphasage est conservé. Ce codage de phase
permet de coder les lignes de la matrice. Un gradient de codage de fréquence G, est enfin
appliqué dans la direction de I'axe x pour réaliser le codage des colonnes de la matrice.
L’ensemble des parametres définissant les pulses RF ainsi que les caractéristiques de
mesure est appelé séquence d’acquisition. La transformée de Fourier 2D inverse permet
finalement de convertir ces données fréquentielles en informations spatiales afin d’obtenir une
image interprétable. Ce processus est illustré par la figure 2.7. Le contraste, qui dépend de
facteurs intrinseques aux tissus (notamment T;, Ty et la densité de protons), est obtenu par
une application adéquate des pulses RF'. Le choix de la séquence d’acquisition permet donc de

faire varier et d’optimiser le contraste de certains tissus selon le souhait de 'opérateur [42].

Application de gradients du champ
magnétique successifs selon z,y et x

B
sélection 2y
— de coupe — codage de Espace k Image IRM
; fréquence
z
] L - =
X
codage de
phase

Fig. 2.7. Schéma simplifié de la formation d’une image IRM avec le codage spatial.
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2.3.2. Evaluation du mouvement par imagerie rapide

L’objectif principal de I'imagerie rapide est d’accélérer le processus d’acquisition IRM.
D’un point de vue général, le temps d’acquisition dépend de la quantité d’information
requise pour une résolution spatiale et un champ de vue particuliers. Afin de le réduire,
une approche possible est donc de modifier 'un de ces deux parametres. Pour une résolution
spatiale et un champ de vue donnés, une seconde approche consiste a produire davantage
de données par unité de temps, par exemple en optimisant le remplissage de l'espace k
et/ou en réduisant l'intervalle entre les productions du signal [24,50,51]. Grice a ces
stratégies, 'IRM dynamique permet d’évaluer le mouvement des tissus en imageant de fagon
suffisamment rapide une tranche d’épaisseur fixe de I'anatomie. Plathow et al. [52] ont
par exemple mesuré les déplacements de tumeurs pulmonaires par IRM dynamique a une
fréquence de trois images par seconde. De nombreuses études ont employé I'lRM dynamique
pour I’évaluation du mouvement respiratoire [24], comme présenté plus en détail au prochain

chapitre.

2.4. IMAGERIE ULTRASONORE

L’imagerie ultrasonore est une modalité qui utilise 1’énergie ultrasonore et les propriétés
acoustiques du corps pour produire des images en temps réel de ’anatomie, comme illustré

sur la figure 2.8.

Fig. 2.8. Acquisition ultrasonore.
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2.4.1. Bases physiques de ’imagerie ultrasonore
2.4.1.1. Les ondes ultrasonores

Une onde acoustique est une énergie mécanique qui se propage dans un milieu continu
et élastique dans lequel elle provoque localement des variations de pression. La gamme
des ondes ultrasonores est caractérisée par leur fréquence f, qui est supérieure a 20 kHz.

Fréquence, longueur d’onde et vitesse du son sont reliées par 1’équation suivante :
c=A-f (2.4.1)

ol ¢ est la vitesse du son (m-s™!) pour un milieu donné et A la longueur d’onde (m). La
vitesse du son dépend du milieu dans lequel il se propage, et est déterminée par la racine
du ratio du module d’élasticité isostatique K - qui mesure la raideur d’'un matériau et sa

résistance a la compression - et de la densité p du milieu. On peut ainsi noter ainsi que la

1 1

vitesse moyenne des tissus mous est de 1540 m-s™", celle des tissus graisseux de 1450 m-s~
et celle de lair 330 m-s™ [53]. La différence de vitesse aux frontiéres des tissus est une

propriété fondamentale a I'origine du contraste dans les images ultrasonores.

2.4.1.2. Interaction des ultrasons avec la matiére

Les interactions des ultrasons avec la matiere sont déterminées par les propriétés
acoustiques de celle-ci. L’onde ultrasonore peut étre réfléchie, réfractée, diffusée et atténuée.
Le comportement d’un milieu vis-a-vis des ultrasons est exprimé par une constante appelée
impédance acoustique Z = p - ¢. Une fagon simpliste d’appréhender I'impédance acoustique
est de la comparer a la rigidité d'un ressort. Lorsque des ressorts sont connectés entre
eux, I’énergie transférée de I'un a I'autre dépend essentiellement de leur raideur: une grande
différence engendre une importante réflexion de I’énergie (on peut penser a un ressort attaché
a un mur), tandis que des ressorts de raideur comparable vont laisser une grande partie de
I’énergie se propager, avec peu de réflexion a 'interface. La propagation de ’onde sonore au

travers des tissus se comporte de fagon similaire.

Réflexion et réfraction — Lorsqu'une onde passe d’'un milieu 1 a un milieu 2

d’impédance acoustique Z; et Z, respectivement, une partie de son énergie est réfléchie. Si
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le faisceau atteint perpendiculairement 'interface, le coefficient de réflexion R, qui exprime
la fraction d’intensité de ’onde incidente réfléchie, est donné par [53]:
Zy— Z1\?

R= <22 . Zl) (2.4.2)
Puisqu’il y a conservation de 1’énergie, le coefficient de transmission, qui décrit la fraction
d’intensité transmise, est 7' = 1 — R. A l'interface muscle/air, seul 1% de I'intensité de 'onde
incidente est transmise, ce qui rend inobservable 'anatomie derriere des cavités d’air, c’est
pourquoi du gel conducteur est utilisé entre la peau du patient et la sonde a ultrasons afin
d’éliminer les éventuelles bulles d’air. Quand 'incidence est perpendiculaire a surface, ’onde
ultrasonore est retournée a la sonde tel un écho. Dans le cas contraire, elle est réfléchie a
un angle 6, égal a I'angle d’incidence 6; et ne peut alors pas étre détectée. L’onde transmise
change également de direction, on parle de réfraction, selon un angle 6; donné par la loi de

Snell-Descartes:
sinfy ¢y

= 2.4.3
sin 91 C1 ( )

Les phénomenes de réflexion et réfraction sont illustrés sur la figure 2.9.

Onde incidente ;
Onde réfléchie 0.0, 0

YT

_— (écho) S

Z

Z :
Onde transmise -0,

Transmission Réfraction

Fig. 2.9. Schéma illustrant la réflexion et la réfraction des ultrasons se produisent a
I'interface de deux milieux d’impédances acoustiques Z; et Zy différentes. Image adaptée
de [42].

Diffusion — Lorsque 'interface est de petite taille par rapport a la longueur d’onde, les
relations géométriques de réflexion et de réfraction ne s’appliquent pas. L’énergie de I'onde
est diffusée, c’est-a-dire réfléchie dans de nombreuses directions, avec pour conséquence une
diminution de 'amplitude ces échos. La plupart des organes contiennent des microstructures

réfléchissantes caractéristiques qui donnent lieu a des signatures propres de diffusion.
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Atténuation — Au cours de son trajet dans un milieu, 'onde acoustique perd de
I’énergie. Cette atténuation est causée par la diffusion de I’'onde ainsi que son absorption par

les tissus, lorsque ’énergie y est convertie en chaleur.

2.4.1.3. Production de l’'onde

La sonde ultrasonore est a la fois un émetteur et un récepteur d’ondes ultrasonores, il
s’agit d’un transducteur électroacoustique. Celui-ci convertit 1’énergie électrique en énergie
mécanique et inversement via le phénomene de piézoélectricité. Dans le cas d’une sonde
ultrasonore, un générateur de courant délivre des impulsions électriques de haute fréquence
qui sont appliquées a la surface du matériau piézoélectrique, qui varie alors d’épaisseur.

Cette variation engendre des vibrations mécaniques qui produisent des ondes US.

2.4.1.4. Détection de l’onde et formation de [’image

Une fois 'onde US générée, le transducteur passe en mode détection. L’onde se
propage dans le milieu et rencontre des interfaces entre des tissus d’'impédances acoustiques
différentes. Les échos, produits par réflexion, sont alors redirigés vers la sonde, qu’ils
atteignent avec différents délais selon la profondeur de tissus traversés. La pression exercée
par ces échos sur le transducteur engendre des contraintes mécaniques converties en signaux
électriques dont 'amplitude dépend de I’énergie recue. Avec une vitesse du son ¢ supposée
constante et égale a 1540 m-s™*, le délai 7 entre le pulse US initial et la détection d'un écho
est directement lié & la profondeur D de l'interface associée (c’est-a-dire, la distance entre le

transducteur et U'interface) comme suit:
T=— (2.4.4)

Cette relation permet de localiser la profondeur des interfaces associées aux différents échos.
Ce processus est illustré par la figure 2.10 . Le signal obtenu est ensuite analysé et traité
afin notamment de compenser I'atténuation du signal avec la profondeur. Il correspond
a une ligne d’acquisition. Pour obtenir le signal total de la coupe 2D, un balayage est
effectué sur le plan d’intérét afin d’obtenir plusieurs lignes d’acquisition, comme illustré sur

la figure 2.10. Un balayage complet le long d'un plan consiste alors en une juxtaposition
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de lignes correspondant aux différentes directions du faisceau ultrasonore. L’ensemble des
signaux du plan sont ensuite convertis en image 2D, en associant I'intensité du signal a une

échelle de niveau de gris. On parle alors d’image mode-B.

Amplitude
du signal
2D M
T=—
C
2D’
T =—>7
B »
Balayage du
faisceau
Profondeur ~—
dans les tissus | Ligne Temps v
d’acquisition
individuelle

Fig. 2.10. Schéma simplifié illustrant la détection du signal US et la formation de 'image.
On considere que 'organe en rouge présente une impédance acoustique différente de celle des
tissus environnants (en jaune péle). Le long de la ligne d’acquisition, I'onde US rencontre
une interface tissus-organe a la profondeur D. L’onde réfléchie (I’écho) est captée par le
transducteur apres un délai 7 = %, et se traduit par un pic d’amplitude élevée, dans le
signal obtenu. L’onde transmise au niveau cette interface poursuit sa propagation dans le
milieu et rencontre a nouveau une interface a la sortie de I'organe. L’écho correspondant est
détecté avec un délai 7 > 7 par le transducteur. Une fois la ligne d’acquisition effectuée, un
balayage est effectué sur le plan d’intérét pour acquérir les lignes suivantes. L’intensité des

signaux est convertie en niveaux de gris pour former I'image.

2.4.2. Imagerie dynamique
2.4.2.1. Mode-B temps réel

Le mode-B en temps réel est le mode de visualisation le plus couramment utilisé
car il permet d’avoir une représentation visuelle des structures. Le faisceau effectue
périodiquement un balayage sur le plan exploré. Ce mode permet de produire entre 5 et
40 images 2D par seconde, et donc de visualiser en temps réel les structures en mouvement,

avec une résolution temporelle tres élevée.
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2.4.2.2. Intérét en radiothérapie

L’imagerie ultrasonore, en plus d’étre non invasive et non ionisante, est portative et a cotit
relativement faible comparé a I'RM, c’est pourquoi il s’agit d’'une modalité d’intérét pour la
gestion du mouvement. Beaucoup d’études ont été menées sur le suivi des mouvements
de la prostate pendant les traitements de radiothérapie, en particulier avec le systeme
Clarity (Elekta, Stockolm, Sueéde) via des ultrasons transpérinéaux [54,55]. L’utilisation de
I'imagerie ultrasonore pour du suivi en temps réel pendant les traitements de radiothérapie
est une piste potentielle qui a été validée expérimentalement [27,56]. Toutefois, une limite
notable des ultrasons dans le cadre de ce projet concerne la visibilité de structures dans les
poumons. En effet, aux interfaces tissus mous/poumon, dont les impédances acoustiques
sont tres différentes, les ultrasons sont presque entierement réfléchis, ce qui ne permet pas

de détecter un signal suffisant de I'intérieur des poumons.
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Chapitre 3

PREDICTION ET CORRELATION DES
MOUVEMENTS RESPIRATOIRES

Ce chapitre offre un apercu général de la littérature existante sur les méthodes de
prédiction et de corrélation des mouvements respiratoires pour la radiothérapie. Les
différentes approches mathématiques proposées pour résoudre ces deux taches y sont

présentées ainsi que les contraintes spécifiques associées aux données utilisées.

3.1. NOTATION ET TERMINOLOGIE

Dans le cas du suivi indirect en radiothérapie, on cherche a inférer la position future de la
cible tumorale a partir d’un signal de substitution. Dans ce chapitre, les notations suivantes
sont utilisées pour désigner ces deux éléments:

— x; réfere au vecteur position de la cible au temps t

— y; réfere au vecteur position du substitut au temps ¢
Deux étapes sont nécessaires: il faut compenser la latence des systemes et établir la
corrélation spatiale entre la cible et le substitut. Ces deux taches sont généralement réalisées
séparément et font intervenir des modeles de prédiction et des modeles de corrélation.

Le but des méthodes de prédiction est de prédire le signal futur (que ce soit le signal
cible ou le signal substitut) d’apreés des observations passées de ce méme signal, par exemple,
prédire y; A, en fonction des m observations passées y;, ¥i_1,..,.Yi—mi1. lci, A, désigne la
latence de prédiction. L’estimation produite par ’algorithme est notée y;,a,. La figure 3.1

illustre un exemple de prédiction et les notations associées.



Prédiction

Position
p—/q_\ A
. * Yera,
RLIEN yt—m+1 " bt '!' yH_A/
’l l“ :, ‘.‘ ""
'l' ‘q’ ‘l' ‘Q ~.- . "v’
o ..o y;
— 4 ——+—+————+— Temps
t—m+1 t t+ A,

Fig. 3.1. Illustration de la tache de prédiction.

Dans cet exemple, l'algorithme de

prédiction prédit la position future 1D du substitut y;;a, & partir des m observations passées
Yt,Vi-1,--,Yt—m+1. La prédiction obtenue ¥, est représentée par I’étoile rouge tandis que

la vraie position y;;a, correspond au point grisé.

Position du
substitut
o'..“
K REN !' q‘
. L N B
N y ;! '.‘
,'l \Q " \\.
’o -~ N L y
-‘: N N N N ? r N N N ; ; t: :\ ; N Temps
t
Position de PN
la cible .-,
',' ‘Q ! \ , .
! \ ! \ Corrélation
: ; o X
P * X,
Le o--
1 1 1 1 1 1 } 1 1 1 1 1 } 1 } 1 Temps
t

Fig. 3.2. Illustration de la tache de corrélation.

Dans cet exemple, l'algorithme de

corrélation estime la position 1D de la cible x; a partir de la position 1D du substitut y;.
L’estimation obtenue X; est représentée par l'étoile rouge tandis que la vraie position x;

correspond au point grisé.
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Le but des méthodes de corrélation est d’estimer le signal cible au temps ¢ connaissant
le signal substitut a ce méme instant ¢, par exemple, prédire x; en fonction de y;. De la
méme fagon que pour la prédiction, 'estimation produite par 'algorithme est notée X;. La

figure 3.2 illustre un exemple de corrélation et les notations correspondantes.

3.2. MODELES DE PREDICTION

3.2.1. Données utilisées

La performance des algorithmes de prédiction pour le mouvement respiratoire peut
étre validée aussi bien avec des données de tumeurs pulmonaires qu’avec des données de
substitution. Le mouvement interne de la tumeur est le plus souvent acquis par fluoroscopie,
a tres haute fréquence (10-30 Hz), via la détection automatique de marqueurs fiduciaux placés
pres de la tumeur [57-63]. Parce qu’il s’agit d’'une modalité d’imagerie ionisante, ces mesures
sont relativement courtes (< 300 s). La tumeur peut étre également suivie par IRM [64—66]
et CT-4D [67], mais 'extraction du mouvement de la cible ainsi imagée est plus complexe et
s’ajoute a la tache de prédiction. Les techniques de prédictions spécifiques a ces extractions
ne sont pas abordées dans ce chapitre. La plupart des études ont donc plutét étudié le
mouvement de signaux de substitution. Généralement, il s’agit de marqueurs optiques posés
au niveau du thorax et/ou de 'abdomen du patient et détectés a trés haute fréquence par
une caméra infrarouge, avec notamment le systeme RPM de Varian (30 Hz) ou le systeme
Synchrony® (26 Hz) [68-93]. Ces mesures sont non invasives et n’exposent pas le patient a

des rayonnements supplémentaires.

3.2.2. Latences examinées

Pour évaluer la prédiction du mouvement respiratoire, différentes latences ont été
étudiées, variant de 50 ms [64] & 1.8 s [94]. Toutefois, la majorité des études se sont
concentrées sur des latences intermédiaires de 100 a 500 ms, couramment rencontrées dans
la pratique clinique. Par exemple, pour le Cyberknife, la latence est de 115 ms [38], et

jusqu’a quelques centaines de millisecondes pour les collimateurs multilames [95].
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3.2.3. Familles de modéles

Plusieurs modeles mathématiques ont été proposés pour la prédiction du mouvement
respiratoire. Les principales familles de modeles sont brievement expliquées dans cette
section. Les méthodes sont illustrées ici pour la prédiction du signal substitut y; mais

s’appliquent aussi bien a la cible x;.

3.2.3.1. Généralités

Les algorithmes de prédiction peuvent généralement s’écrire sous la forme suivante:

yt+At = f (ut) (321)

avec ¥4, lestimation du vecteur position y:ia, , A; la latence considérée, f la fonction
sur laquelle est basée 'algorithme, et u; le prédicteur, c’est-a-dire un vecteur (ou matrice,
selon Ialgorithme) composé des données du signal a prédire qui sont utilisées pour effectuer
la prédiction. En général, u; est choisi comme un ensemble de m positions passées du
signal & prédire (par exemple u; = [y, ¥i—1,.-.Yt—m41] ), Mais certains algorithmes utilisent
également des données complémentaires comme la vitesse ou I'accélération [92,93,96].
Pour la vaste majorité des modeles de prédiction, la fonction f est obtenue en utilisant
un ensemble T de données d’entrainement, constitué de L paires de prédicteurs et réponses
connus: T = {(w;¥e,+0,), (Wt Viera,)s - (W 5V, 40, ), §- - La position du signal est
considérée comme accessible a haute fréquence (> 5 Hz), ce qui permet de vérifier la
précision du modele a haute fréquence et de le corriger au besoin. Il s’agit la d’une différence
majeure avec les modeles de corrélation, pour lesquels la position du signal a estimer n’est
généralement vérifiable qu’a basse fréquence. La plupart des modeles de prédiction sont
donc adaptatifs, c’est-a-dire que les parametres sont ajustés automatiquement aux données

les plus récentes.

3.2.3.2. Modeéles linéaires

Les modeles linéaires sont les méthodes les plus simples et les plus couramment utilisées
pour la prédiction temporelle de mouvements respiratoires [58,59,61,62,64,70,74,75,77,
79,85,88,94,97-100]. Le signal futur y,, A, est prédit par une combinaison linéaire des
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éléments du prédicteur u;. La fonction f peut généralement s’écrire sous la forme:
Yera, = flu) = W, + by (3.2.2)

avec W; la matrice de poids et b; le terme de biais. Dans le cas ou le prédicteur u; est
constitué exclusivement de valeurs passées du méme signal a prédire, on parle de modeles
autorégressifs. Par exemple, dans le cas a 1D, un modele linéaire typique de prédiction

temporelle pourrait s’écrire:

:&H_At = wl,tyt -+ wg,tyt_l 4+ ...+ wm,tyt_mﬂ + bt (323)

Etant donné Pensemble d’entrainement T; au temps t, les coefficients W, et b, peuvent
étre obtenus par la méthode des moindres carrés. Quelques rares études ont utilisé des
coefficients constants [60]. Toutefois, parce que le signal n’est généralement pas stationnaire,
il a été démontré qu’optimiser régulierement ces coefficients permet d’obtenir de meilleures
performances [79,98]. On parle alors de modeles linéaires adaptatifs, qui sont les plus
couramment utilisés. L’ensemble d’entrainement peut étre mis a jour a chaque nouvel
instant ¢ en y ajoutant la paire prédicteur-réponse la plus récente disponible. Les coefficients
du modele peuvent alors étre optimisés, par exemple en ré-entrainant le modele avec le
nouvel ensemble d’entrainement [85], ou en appliquant 'algorithme des moindres carrés et

ses dérivés [70,97].

3.2.3.3. Réseaux de neurones artificiels

Un réseau de neurones artificiels (NN, de anglais neural network) est un modele de calcul
inspiré des interactions entre les neurones et les synapses du cerveau humain. Il s’agit d'un
outil tres puissant dans les situations ou la relation explicite entre le prédicteur et la réponse
est non linéaire et difficile & déterminer de fagon analytique. Murphy et al. [101] ont été
les premiers a proposer 'utilisation de NNs pour la prédiction du mouvement respiratoire.
Il existe une variété d’architectures de base, différentes méthodologies d’entrainement, et
plusieurs algorithmes de mise a jour des parametres.

L’architecture la plus simple et la plus couramment utilisée pour la prédiction du
mouvement respiratoire est celle du perceptron multicouche [57,60,68-70,75-77,84, 87,

88,92,98,102-104]. Il s’agit d'un réseau constitué de plusieurs couches au sein desquelles
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Fig. 3.3. Fonctionnement général d’un neurone pour le perceptron. Le vecteur d’entrée a;
du neurone ¢ contient n éléments a; 1,...,a; 5.
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Fig. 3.4. Exemple de perceptron couramment utilisé pour la prédiction temporelle. 11
présente une couche cachée composée de deux neurones.

I'information circule de la premiere couche d’entrée vers la couche de sortie via des couches
dites cachées. Chaque couche est constituée de plusieurs neurones reliés chacun a I’ensemble
des neurones de la couche suivante. Les sorties des neurones d'une couche constituent les
entrées des neurones de la couche suivante. Chaque neurone ¢ réalise une somme de ses
entrées a; pondérée par des poids w; a laquelle se rajoute un biais b; (les variables sont

différentes de celles des équations précédentes). Une fonction d’activation est alors appliquée
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et détermine la sortie du neurone. Cette fonction d’activation est habituellement non linéaire.
Le processus entre I'entrée et la sortie d'un neurone est illustré dans la figure 3.3. Différentes
combinaisons de nombres de couches et de neurones sont possibles, mais il a été rapporté
qu’un simple réseau ayant une seule couche cachée de deux neurones est suffisant pour prédire
le mouvement respiratoire [77]. Un exemple est présenté dans la figure 3.4.

Des architectures bien plus complexes ont été également étudiées, notamment des réseaux
de neurones récurrents [63,67,80,82,86,105,106]. Similaires aux perceptrons multicouches,
ils disposent en plus de boucles de rétroaction, qui permettent aux signaux de sortie des
neurones d’alimenter des neurones d’une couche précédente ou de la méme couche. Dans
le cas de données respiratoires, il a été supposé que cette caractéristique permettrait de
filtrer les signaux et d’obtenir des prédictions moins bruitées [86]. Un autre type de NN, le
systeme a inférence neuro-floue adaptatif, integre des principes de logique floue au NN et a
été proposé pour la prédiction du mouvement respiratoire [70,78,90,107].

La performance d’'un NN dépend non seulement de I'architecture choisie, mais également
des données d’entrainement et de la méthode d’entrainement pour obtenir les valeurs des
poids et des biais [84]. Plus le NN est complexe, et plus le nombre de parametres a optimiser
est élevé. Ces modeles requierent donc davantage de données d’entrainement que de simples
modeles linéaires. D’autre part, de par leur grande capacité a capturer des informations,
les NN risquent de sur-apprendre les données d’entrainement si celles-ci sont en nombre
insuffisant, conduisant a une mauvaise généralisation a de nouvelles observations. Ces
modeles requiérent également une puissance de calcul élevée [70]. Pour certaines méthodes
d’entrainement, l'initialisation aléatoire des parametres peut mener a des prédictions tres
différentes. Il est alors courant de répéter plusieurs fois I'entrainement et de moyenner les
prédictions obtenues [62,98]. Finalement, il est important de noter qu'un NN correctement
entrainé peut étre précis a des fins d’interpolation mais potentiellement tres mauvais lorsqu’il
est utilisé pour I'extrapolation. Pour éviter ces erreurs d’extrapolation, un NN utilisé pour la
prédiction temporelle doit étre mis a jour régulierement pour tenir compte des changements

dans les caractéristiques du signal [62,98].
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3.2.3.4. Régression a vecteurs de support

Etant donné un ensemble d’entrainement T au temps ¢, le but de la régression & vecteurs
de support (plutot connue sous son nom anglais support vector regression) pour la prédiction
temporelle est de trouver une fonction f qui approxime les données d’entrainement tout en
tolérant une marge d’erreur € par rapport aux vraies valeurs y;, ya,,...y¢, +a,, tel un tube de
rayon €. Les vecteurs de support sont les points situés a l'extérieur du tube, et ce sont eux

qui ont la plus grande influence sur la forme du tube. En général, la fonction f peut s’écrire:

f(w) = wip(uy) + by (3.2.4)

avec w; la matrice de poids, b, le biais et ¢ une fonction (linéaire ou non) permettant de
transformer 1’espace de représentation des données d’entrée en un espace de dimension égale
ou supérieure (éventuellement de dimension infinie) dans lequel il est probable qu’il existe
une approximation linéaire des données transformées. Le principe de la régression a vecteurs
de support est illustré dans la figure 3.5. Pour trouver f, un probleme d’optimisation convexe
peut étre formulé dans lequel la norme euclidienne de w est pénalisée. On peut montrer qu’il
n’est pas nécessaire de connaitre la transformation ¢, mais plutot une fonction noyau k& qui
vérifie: k(u;,u;) = ¢(w;)? - ¢(u;). La fonction noyau la plus couramment utilisée pour la
prédiction respiratoire est le noyau gaussien k(u;,u;) = exp (—%) [62,64,70,79,92
97,99,100]. De maniere similaire aux modeles linéaires adaptatifs, des versions adaptatives

de la régression a vecteurs de support sont généralement employées. Une explication détaillée

des régressions a vecteurs de support est fournie par [108].

3.2.3.5. Approches probabilistes

Les méthodes présentées précédemment considerent la position future y;. A, comme une
variable déterministe. D’autres études ont plutdt traité la position a prédire comme une
variable aléatoire. Ces approches probabilistes tiennent compte de la nature stochastique
du mouvement respiratoire. Au lieu de prédire une valeur unique y;.a,, les algorithmes
probabilistes produisent la fonction de densité de probabilité (PDF, de 1'anglais Probability
Density Function) p(yiia,|u;) de la variable y;ya, sachant le prédicteur u,. Par la suite,

une estimation y;.a, peut étre obtenue selon 'estimateur choisi. Par exemple, 'espérance
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Fig. 3.5. Principe de la régression a vecteurs de support pour la prédiction temporelle
(exemple & 1D). La fonction ¢ permet de transformer 1’espace de représentation des données
d’entrée (graphique a gauche) en un espace dans lequel il existe une approximation linéaire
des données transformées (graphique central). La régression linéaire, tolérant une marge
d’erreur ¢, effectuée dans ce nouvel espace est alors équivalente a une régression non-linéaire
dans I'espace d’origine (graphique de droite).

mathématique E [y;;a,] est généralement employée comme estimateur:

E [yt-i-At] - /R” yt+Atp(yt+At |ut)dnyt+At (325)

avec ici n la dimension de y; a,.

Pour la prédiction du mouvement respiratoire, différentes approches probabilistes ont été
utilisées mais se basent toutes sur I'inférence bayésienne, présentée dans le prochain chapitre.
Parmi celles-ci, on peut distinguer le filtre de Kalman et ses dérivés [60,70-73,87-89,92,
93,100,109], I'estimation par noyaux [58,62,81,85], les processus gaussiens et dérivés [70,
83,91,93,109,110] et d’autres applications plus simples de l'inférence bayésienne [63,111].
Le prochain chapitre détaille en profondeur le filtre de Kalman.

En prédisant la PDF p(y;:a,|u;), les méthodes probabilistes permettent de prédire ¥, a,,
mais également des informations complémentaires sur cette estimation. En particulier, la

matrice de covariance de y;;a, sachant u;, donnée par:

EYtJrAt\ut =E [(Yt-i-At —E [Yt-l—At]) (Yt-i—At —E [yt_;,_At])T} (326)

est étroitement reliée a la notion d’incertitude de 'estimation y;,a,. Cette variance est
exploitée pour la premiére fois par Ruan et al. [81], qui a démontré que son utilisation permet
d’identifier a 'avance les estimations ayant une probabilité élevée d’erreur de prédiction

importante. Bien que d’autres études [83,93] aient confirmé le potentiel de 1'utilisation de
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la variance prédite pour la prédiction du mouvement respiratoire, cet atout des méthodes

probabilistes n’a été que rarement exploré dans ce domaine.

3.2.4. Comparaison des différents modéeles

Comme vu précédemment, plusieurs méthodes ont été proposées pour la prédiction du
mouvement respiratoire. 11 a été montré que la performance d’'un modele dépend en grande
partie de la stabilité de la respiration [77]. Or, certaines études ont au préalable filtré
les données respiratoires pour limiter le bruit et les variations d’amplitude, ce qui accroit la
stabilité du signal respiratoire évalué [62]. D’autres ont validé les modeles sur quelques traces
respiratoires seulement (par exemple, une seule trace pour [88]) et/ou sur des séquences tres
courtes (par exemple, 30 s pour [94]). Il est donc inapproprié de comparer ces résultats a ceux
d’études réalisées sur de larges cohortes (jusqu’a 300 et plus [92]) et/ou de longues séquences
( > 60 min [92]), qui présentent nécessairement davantage d’instabilités au niveau des signaux
respiratoires. Ayant été évalués sur différents ensembles de données, pour différentes latences
et au moyen de métriques de performance variées, il est donc difficile de comparer les résultats
des études entre elles, qui parfois se contredisent.

Toutefois, quelques études ont évalué plusieurs algorithmes de prédiction sur un méme
ensemble de données, composé d'un nombre élevé de traces respiratoires relativement
longues [60,62,70,87,97,100]. La plus récente et la plus compleéte est celle de Johl et. al [70].
Au total, 18 modeles de prédiction ont été comparés (dont des modeles linéaires, des NNs, des
méthodes probabilistes et une régression a vecteurs de support), et leurs parametres ont été
optimisés pour différentes latences (160 et 480 ms) et différents niveaux de bruit. Ces modeéles
ont été évalués sur 93 traces respiratoires de marqueurs externes, de durées supérieures a
60 min, extraites de données de traitements au Cyberknife. L’analyse statistique des erreurs
de prédiction révele que les modeles linéaires offrent des performances similaires ou meilleures

que les autres modeles plus complexes.
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3.3. MODELES DE CORRELATION

3.3.1. Données utilisées

Contrairement aux modeles de prédiction, qui peuvent étre évalués aussi bien sur des
données de la cible que des données de substitution, les modeles de corrélation requierent
nécessairement d’utiliser des positions simultanées de la cible x et du signal substitut y, ce
qui ajoute des contraintes supplémentaires sur 1’acquisition et la disponibilité des données.
Les relations entre différents substituts et différentes cibles ont été examinées, a l'aide de

modalités d’imagerie adaptées.

3.3.1.1. Cible tumorale

Pour la radiothérapie, la majorité des études portant sur la corrélation entre une cible
mouvante interne et un signal substitut se sont intéressées au mouvement des tumeurs
pulmonaires, qu’elles soient suivies directement ou via des marqueurs fiduciaux implantés
dans la tumeur ou proche de la tumeur, ou au mouvement de vaisseaux du poumon [29,
34,36,37,41,112-125|. Les mouvements du diaphragme [112,126,127] et des tumeurs
du foie [128-131], fortement affectés par la respiration, ont été également étudiés comme
cibles. Pour imager ces cibles internes, différentes modalités ont été utilisées. La plupart
des études ont utilisé des modalités ionisantes, a savoir la fluoroscopie [29, 34, 35,41, 98,
103,112,113,118,120,123,124,126,127,132], le CT-4D [119,121,128,133] et les rayons
X via les traitements au Cyberknife avec Synchrony® [36,37,115,122,134-137]. L'IRM
dynamique [31,114,117,125,130,138] et les US [129,131], non ionisants, ont été également
employés. Toutefois, les US sont applicables uniquement aux cibles situées hors du poumon,
telles que le foie et le diaphragme. Outre les différences de techniques d’extraction du
mouvement des cibles internes ainsi imagées, non abordées dans ce chapitre, le choix de la
modalité d’imagerie contraint la quantité et la fréquence des données de la cible disponibles
pour établir et valider les modeles de corrélation. Tandis que les US et la fluoroscopie
permettent d’acquérir des images a tres haute fréquence (> 30 Hz), les acquisitions IRM
sont limitées a quelques Hz et les mesures Synchrony® sont disponibles toutes les 30 & 60

secondes seulement. Le CT-4D, quant a lui, permet d’imager le mouvement de la cible a
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différentes phases respiratoires, mais n’est pas applicable sur plusieurs cycles respiratoires.
L’impact de la disponibilité des données de la cible sur les modeles de corrélation est discuté

a la section 3.3.3.

3.3.1.2. Signal substitut

Pour le suivi indirect en radiothérapie, le signal substitut doit étre choisi tel qu’il soit
1) corrélé au mouvement de la cible et 2) accessible & haute fréquence sans nécessiter de
dose additionnelle au patient. Il peut consister en un signal scalaire ou multidimensionnel
dépendant du temps. A quelques exceptions pres, les substituts utilisés sont des substituts
externes, notamment des marqueurs optiques posés au niveau du thorax et/ou de I’'abdomen
du patient et détectés a tres haute fréquence par une caméra infrarouge, tel le systeme utilisé
par Synchrony® [36,37,96,115,122,124,129,131,134-137,139]. Ces marqueurs peuvent
étre également visibles directement sur les images fluroroscopiques [34,41,112,113,118,120,
123,125-127,132], les images IRM [114,117,125,130] et les scans CT [119,121,128,133|
utilisés pour valider le mouvement interne de la cible. Quelques études se sont intéressées a
des substituts internes, en particulier le diaphragme [29,30,116,119,126,138| et le foie [31],

tous deux facilement visibles par imagerie ultrasonore et corrélés au mouvement respiratoire.

3.3.2. Familles de modéles

Pour inférer le mouvement de la cible interne a partir de signaux de substitution,
différentes approches mathématiques ont été proposées et sont abordées dans les paragraphes
suivants. De nombreux modeles sont basés sur les mémes méthodes que celles présentées
précédemment pour les modeles de prédiction, et ne sont donc pas exposés en détail ici.
Contrairement aux modeles de prédiction, une étude comparative a large échelle n’a pu étre
trouvée. Parce que la performance des modeéles de corrélation dépend fortement du patient,
de la cible, du substitut, de la quantité et la fréquence des données disponibles mais aussi
de la métrique de performance choisie, il n’est pas approprié de comparer les résultats de

différentes études.
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3.3.2.1. Modeles linéaires et polynomiaux

La relation entre la cible et le substitut est généralement supposée linéaire. De
nombreuses études ont validé cette hypothese en calculant le coefficient de corrélation linéaire
de Pearson entre le signal cible et le signal substitut [29,34,35,112-114,119,121,124,
125,132,133,138]. Cependant, cette métrique est souvent calculée rétrospectivement sur
I’ensemble des positions disponibles, et ne reflete pas le pouvoir prédictif du modele linéaire.
Celui-ci correspond a la précision du modele de corrélation lorsqu’il est établi sur un nombre
limité de données et appliqué ensuite sur de nouvelles valeurs du signal substitut. Il s’évalue
en comparant les valeurs estimées de la cible aux vraies valeurs disponibles. L’estimation de

la cible par un modele de corrélation linéaire s’écrit sous la forme générale suivante:

)A(t = a1yt -+ bt (331)

avec la matrice a; et le vecteur by les coefficients du modele [29,36,37,41,115,123,124,
127,130,137]. Les indices de temps ¢ indiquent que ces coefficients peuvent varier dans
le temps, si des mises a jour du modele sont effectuées (voir section 3.3.3). Généralement,
les coefficients du modele sont obtenus par la méthode des moindres carrés appliquée a un
nombre limité d’observations de la cible et du substitut. Certains modeles linéaires incluent
des valeurs passées du substitut en plus des valeurs présentes [118,120,122,124,134,140].
Des modeles polynomiaux ont aussi été étudiés [36,96,118,120,122,129]. Ces modeles
plus complexes permettent de mieux représenter les données d’entrainement, mais ils sont
plus sensibles a leur distribution, ce qui peut engendrer une capacité de généralisation plus

réduite qu’avec un modele linéaire simple.

3.3.2.2. Modeéles issus de l'intelligence artificielle et de l'apprentissage profond

Plusieurs études se sont intéressées aux réseaux de neurones artificiels pour estimer la
position de la cible a partir d'un signal substitut. De simples perceptrons a une ou deux
couches ont généralement été employés (98,122,131, 135, 140], tandis que des réseaux
beaucoup plus complexes relevant de l'apprentissage profond et tenant compte a la fois

des dépendances (courtes et longues) dans les séquences de données ont été récemment
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utilisés [141]. D’autres modeles basés sur la logique floue [122,136,142,143], les processus

gaussiens [31] et les machines a vecteurs de support [129,141] ont été également étudiés.

3.3.3. Entrainement et mise a jour des modeles de corrélation

La quantité et la fréquence des données disponibles de la cible affectent le choix et
Pefficacité de 'entrainement et de la mise a jour des modeles de corrélation, qui ont tous

deux un impact direct sur la précision des estimations.

3.3.3.1. Entrainement initial

Pour tous ces modeles de corrélation, un entrainement initial est nécessaire afin de
calculer les différents parametres propres a chaque modele. Quelle que soit la méthode
d’optimisation employée, elle est appliquée sur un nombre fini d’observations de la cible
et du substitut. Certaines études ont utilis¢é un nombre tres élevé d’observations de
la cible, allant de plusieurs dizaines a plusieurs centaines, en se basant sur des images
fluoroscopiques [29,41,98,103,122,123,131,139,140,142]. Parmi ces études, la plupart ont
proposé des modeles de corrélation complexes, tels que les réseaux de neurones artificiels,
qui sont composés d'un nombre élevé de parametres a optimiser, et qui donc requierent
beaucoup plus de données d’entrainement que de simples modeles linéaires. Par ailleurs, de
par leur complexité, ces modeles sont sujets au sur-apprentissage des données d’entrainement
si celles-ci sont en nombre insuffisant, conduisant a une mauvaise généralisation a de nouvelles
observations. Bien qu'un nombre élevé d’observations de la cible lors de l’entrainement
permette généralement d’obtenir de meilleures estimations, ce n’est pas idéal d’'un point de
vue clinique car cela impose une dose d’imagerie non négligeable pour le patient. D’autres
études, basées sur des données Synchrony®, sont contraintes par un nombre limité de mesures
d’entrainement (entre 5 et 20), réparties de fagon a représenter différentes phases du cycle
respiratoire [36,37,115,134-137]. Pour des modeles peu complexes tels que les modeéles
linéaires et polynomiaux, ce nombre limité de mesures est considéré comme suffisant pour

I'entrainement.
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3.3.3.2. Modéles adaptatifs

Parce que la corrélation entre la cible et le substitut est généralement non-stationnaire,
les modeéles de corrélation établis au début du traitement ne refletent pas nécessairement
les processus réels qui se produisent dans le temps, ce qui peut engendrer des erreurs
importantes [35-37]. Un exemple de changement de corrélation est illustré a la figure 3.6. Les
systemes hybrides permettent de valider régulierement la précision du modele en prenant de
nouvelles images par rayons X de la cible tumorale pendant le traitement [26]. En adaptant
automatiquement les parametres du modele a ces nouvelles données, le modele de corrélation
peut étre corrigé pour s’adapter aux changements de respiration. Ces modeles adaptatifs
ont démontré une plus grande précision que les modeles statiques [36,41,79,94,98,113|.
La technique la plus courante consiste a ré-entrainer le modele a chaque nouvelle mesure
selon le principe "premier entré, premier sorti' : la mesure la plus récente est ajoutée a
I'ensemble d’entrainement tandis que la plus ancienne est retirée [33,36,144]. Toutefois,
une étude a montré que la meilleure stratégie de mise a jour du modele de corrélation
dépend de la fréquence de ces mises a jour [41]. Différentes fréquences de mises a jour
ont été étudiées, allant de 0.016 Hz (environ une image toutes les minutes) a 15 Hz (15
images par seconde) [36, 36,41, 98,120, 123,131, 135-137,139, 140]. Une fréquence
¢élevée conduit généralement a une meilleure modélisation au cours du traitement, mais
impose en contrepartie une dose d’imagerie supplémentaire au patient. Le systeme clinique

Synchrony® utilise environ une & deux images toutes les minutes [36].
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Fig. 3.6. Exemple de changement de corrélation entre le mouvement d’un marqueur externe

(substitut) et celui de la tumeur pulmonaire (figure tirée de [37]). Un intervalle de 10 min
sépare les points bleus des points rouges.
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Chapitre 4

INFERENCE BAYESIENNE ET FILTRE
DE KALMAN

Parmi les différents modeles mathématiques présentés au chapitre précédent pour le suivi
du mouvement respiratoire, les approches probabilistes sont celles qui offrent un formalisme
adapté pour la modélisation de processus stochastiques et la prédiction d’incertitudes. Ce
chapitre présente l'inférence bayésienne, qui est la base de ces méthodes. Son application
aux problemes d’estimation d’états dynamiques est détaillée, ainsi que le cas particulier de

la théorie du filtre de Kalman.

4.1. PRINCIPE GENERAL DE L’INFERENCE BAYESIENNE

L’inférence bayésienne est une méthode d’inférence statistique basée sur le théoreme de
Bayes qui permet de calculer la PDF d’une hypothese H a partir de données D. La PDF
conditionnelle p(H|D) dite a posteriori correspond & la PDF de H sachant que les données D
ont été observées. Le théoreme de Bayes énonce la relation suivante:
p(D|H) - p(H)

p(D)
La PDF p(H) dite a priori correspond a la PDF estimée de H avant que les données

p(H|D) =

(4.1.1)

D ne soient observées. La PDF p(D|H), appelée vraisemblance, décrit la probabilité
d’observer les données D étant donné I'observation de I'hypothese H. Enfin, p(D) correspond
a la probabilité, dans le cas général (c’est-a-dire, peu importe 'hypothese considérée),

d’observer D. L’inférence bayésienne combine donc 'information a priori sur I’hypothese



et l'information apportée par l'observation des données pour obtenir une information a
posteriori sur I’hypotheése. L’emploi de PDFs permet de tenir compte de toutes les

informations statistiques disponibles, dont les incertitudes potentielles, sur D et H.

4.2. ESTIMATION RECURSIVE BAYESIENNE

Pour les problemes d’estimation d’états dynamiques, tels que le suivi du mouvement
respiratoire, on souhaite mettre a jour la PDF a posteriori a chaque fois qu'une nouvelle
donnée est disponible. Dans ce cas, on effectue plutot une estimation bayésienne dite

récursive [145,146].

4.2.1. Définitions et formulation du probleme

Soit un vecteur aléatoire x; (appelé état) dépendant du temps (défini de maniére discrete:

t=1,2,...) et défini au temps ¢ par:
X; = [y + € (4.2.1)

avec p, un vecteur non-aléatoire et e; un vecteur aléatoire d’espérance nulle. L’état présent x;
évolue a 'état futur x,, selon le processus dynamique décrit par p(x;,1]|x;) supposé connu.
L’état x; est considéré comme inobservable (ou caché), et ne peut donc étre directement
mesuré. En revanche, on dispose d'une mesure indirecte de x; via la variable aléatoire yy,
reliée a I'état x; selon p(y,|x;), supposée connue. La PDF de I’état initial p(xo) est également
supposée connue.

L’objectif de l'estimation récursive bayésienne est alors d’inférer 1’état x; a partir
de la série d’observations yi,...,y;. Autrement dit, on cherche a calculer la PDF a
posteriori p(x|y1.)-

On adopte la notation suivante:

X1t = {X1,X2, ... ,X¢} (4.2.2)
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On considere que les hypotheéses suivantes sont respectées:
(1) Le processus dynamique est un processus markovien du premier ordre. Autrement
dit:
— La PDF conditionnelle de 1’état futur x;,; étant donnés les états passés xj.; 1
et I’état présent x; ne dépend que de I'état présent et non pas des états passés.
Si x; est donné, alors x,.1 est également indépendant des observations passées

yv1¢—1 et de la mesure présente y;. Cela revient a écrire:

(X1 [ X1:,Y1:0) = D(Xe1(Xe) (4.2.3)

— La PDF conditionnelle de ’état passé x;_; étant donnés les états futurs xy.,_1
et I’état présent x; ne dépend que de I’état présent et non pas des états futurs.
Si x; est donné, alors x;_; est également indépendant des observations futures

Virrr V1 > 1+ 1 et de la mesure présente y;. Cela revient a écrire:

P(Xe1|Xer, Yer) = p(xe—1]%¢) (4.2.4)

(2) Les observations sont indépendantes entre elles si on connait I’état x; au moment de
I’observation:
— Sachant I’état x; et une série d’observations passées yi.+, la PDF conditionnelle

de 'observation y; est uniquement dépendante de x;:

P(ye|x1:6,y1:0-1) = p(yi|xe) (4.2.5)

4.2.2. Résolution du probléeme
On suppose que p(x;—1|y1.+—1) est connue. En appliquant le théoreme de Bayes (4.2.1) et
en appliquant condition d’indépendance de y; (4.2.5), on peut écrire:

p(xtb’Lt) = p(Xt|Y1:t—1,Yt)
_ p(Yt|Xt7y1:t—1)p(xt|y1:t—1)

p(yelyre-1) (4.2.6)
_ p(ye|xe)p(xe|y1:e-1)
p(yelyie-1)

La PDF p(x;|y1.t—1) correspond au prior, c’est-a-dire avant d’observer y;. La premiere

étape, dite de prédiction, consiste calculer ce prior en utilisant le processus dynamique via
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I’équation de Chapman-Kolmogorov:

p(Xt|Y1:t—1) = /R" p(Xt|Xt—17Y1:t—1)p(Xt—1|Y1:t—1)ant—1

(4.2.7)
= /R" p(xt|Xt—1)p(Xt—1|Y1:t—1)dnxt—1
Il faut noter que ce résultat utilise la condition (4.2.3).
La normalisation p(y;|y1._1) s’obtient en appliquant la condition (4.2.3):
p(Ytb’l:t—l) = /R" p(Yt7Xt|y1:t—1)ant
= /Rn (Ve X,y 1:6-1)P(%e | y10—1)d" % (4.2.8)
= /Rn P(Yt|Xt)P(Xt|Y1:t71)ant
Finalement, on obtient la formule générale suivante:
" _ 1|y )d %
p(Xt|Y1:t) _ P(Yt|Xt) UR P(Xt’Xt 1)P(Xt 1|Y1.t 1) Xy 1] (4.2.9)

Jan P(yelXe) [Jrn P(XeXe—1)P(Xe -1 [y 1:0-1)d" % 1] A%

Il est utile de nommer les termes de cette équation:
— La vraisemblance: p(y;|x;)
— La prédiction, ou prior: p(x|y14-1) = Jre D(X¢|Xe—1)p(Xe—1]y1:0-1)d" %41
— La normalisation: p(Ytb’l:tfl) = Jrn p(Yt|Xt) URn p(Xt|Xt71)p(Xt71|YI:t71>ant71] d"x;
— L’inférence, ou posterior: p(x;|yi.)
Au temps t, lorsque I'observation y; est disponible, on peut effectuer I’étape de correction
et calculer p(x;|yi;). Ce schéma est itératif: les étapes de prédiction et correction sont

répétées récursivement. La figure 4.1 résume le principe de I’estimation récursive bayésienne.

4.2.3. Remarques importantes

— La PDF p(x;|y1.) ainsi obtenue permet de calculer par la suite un estimateur X,
de T'état x; selon le critere choisi. Par exemple, I'estimateur d’erreur quadratique

moyenne minimale (MMSE) correspond a l'espérance conditionnelle de x;:

%M = Elx,[y1.] = /Rn x¢p(Xe|y1:0)d"x; (4.2.10)
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Etape de prédiction se Etape de correction se
déroulant au temps t-1 déroulant au temps t
____________ R Précédente distribution de Observation
i probabilité corrigée de la cible
y
p (Xt—l |Y1:z-1) l’
Prédiction / Correction
Distribution de probabilité de la future Distribution de probabilité corrigée
position de la cible de la future position de la cible
P (XtIYI:t—l) p <Xf|y1¢l)

Fig. 4.1. Représentation schématique de I'estimation récursive bayésienne.

tandis que l'estimateur du maximum a posteriori (MAP) correspond a 'état x; qui
maximise p(X¢|y1.):

%" = argmax p(x[y14) (4.2.11)
Xt

— En pratique, il n’est généralement pas possible de calculer analytiquement les PDFs
mises en jeu, car il faudrait stocker chacun des points des distributions, ce qui
peut représenter des vecteurs de dimensions infinies. Néanmoins, dans certains cas
particuliers, ces distributions de probabilité peuvent étre caractérisées par un nombre

fini de parametres [147].

4.3. FILTRE DE KALMAN

Le filtre de Kalman est une application de l’estimation récursive bayésienne au cas
particulier gaussien-linéaire, qui permet de calculer analytiquement les PDFs mises en jeu,

sous certaines hypotheses.
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4.3.1. Notations, définitions et relations

La PDF gaussienne multivariée de la variable aléatoire x est définie comme suit:

_ _ 1 Ll xe) TS (x
N (x;p1,5) :me 2 (x—p) B (k) (4.3.1)
Cette PDF est paramétrée par la moyenne p et la matrice de covariance 3, définie positive
donc inversible. L’expression |X| désigne le déterminant de 3. Par soucis de concision, cette
PDF est parfois notée simplement N (pu,X).

Pour la suite, il est utile d’établir les deux relations suivantes:

(1) Cette relation intégrale (voir en Appendix A.2):

A N (x;a+ By, Z) N (y; uy,zy) 'y = N (x; a+Bu, T+ BEyBT) (4.3.2)
(2) Cette expression (voir en Appendix A.3):

N (y;¢+Dx,By ) NV (X; py, 3
N (y;c+Dp,. 2, + DX, DT)

=N (x;py + K(y — Dp, — ), (1 - KD) X)
(4.3.3)
avee K = £,D" [%, + DX, D"
Finalement, afin d’alléger le texte, "r est une observation de la distribution de

probabilité f" est noté "x ~ f".

4.3.2. Conditions du filtre de Kalman

On reprend les définitions établies pour 'estimation récursive bayésienne et on se place
désormais dans le cas particulier suivant :
— Le vecteur aléatoire e; est distribué selon e; ~ N(0,X%;)

— Le processus dynamique décrivant le passage de x; a x;,1 est linéaire et décrit par:
X1 = Fiyxy + 8t + qq (4.3.4)

avec Fy et g; respectivement une matrice et un vecteur non-aléatoires (I’équivalent
du coefficient directeur et de 'ordonnée a I'origine d’un modele linéaire 1D) et g; un
vecteur aléatoire tel que q; ~ AN(0,Q;)

— Le modele d’observation est linéaire et défini par:

Yt = Htxt +ci + 8 (435)
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avec H; et ¢; respectivement une matrice et un vecteur non-aléatoires et s; un vecteur
aléatoire tel que s; ~ N(0,S;)
— L’estimation initiale est gaussienne, d’espérance fi, et de variance )N
Ces hypotheses assurent que toutes les PDFs résultantes sont gaussiennes. On suppose
que les parametres F,.g;, Q;, H;,c;, Sy, /lo,flo sont connus.
Le processus dynamique (4.3.4) et le modele d’observation (4.3.5) peuvent alors se réécrire

sous les formes probabilistes suivantes, respectivement:

p(xe1lxe) = N (Fexe + 8:,Q)

p(yelxe) = N (Hix; + ¢.,Sy)

(4.3.6)

La PDF de x; est également gaussienne, de la forme p(x;) = N(p;,X;), mais les

parametres g, et 3, sont en pratique inconnus.

4.3.3. Etapes du filtre de Kalman

Tout comme 'estimation récursive bayésienne, des étapes de prédiction et correction sont

répétées récursivement. L’hypothese de récurrence peut s’écrire sous la forme :

p(Xt’y1:t) = N<Xt; ﬂtaﬁlt) (437)

4.3.3.1. Prédiction

On applique tout d’abord 1’étape de prédiction pour calculer p(x;11]y1.) selon la formule

établie par I'estimation récursive bayésienne (4.2.9) et la formule (4.3.2):

P(Xt+1|Y1:t) = /Rn p(xt+l|xt)p(xt‘Y1:t)ant
= /Rn N (x¢41; Fixe + 81, Qt)N (Xt; ﬂtaﬁt) d"x, (4.3.8)
=N (Xt+1; Fip, +g:,Q: + FtﬁtFtT)

Pour alléger les expressions, on introduit la notation suivante:

Xy = Fefry + g4
R A (4.3.9)
i = Qe+ F.3,F/
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On a donc:
p(xesalyre) = N (%15 R, Segap) (4.3.10)
Le terme de normalisation se calcule a l'aide de la formule (4.3.2) par:
P(Yer1ly1e) = /Rn P(Yer1[xer1)p(Xer1[y1:)d"Xet
= /Rn N (Yez15 €1 + Hep1Xe01,8010) N (Xt+1; Fip, +86,Q: + FtitF;F> d"x¢ 1

=N (Yt+1; Cer1 + Hepr [Fefty + 8] Sen + Hepn {Qt + Ftﬁ]tFﬂ H;r+1>
=N (Yt+1; Cir1 + Hip1Xip16,Se41 + Ht+12t+1|tH;F+1>
(4.3.11)

4.3.3.2. Correction

Finalement, on applique la correction selon la formule établie par ’estimation récursive

bayésienne (4.2.9) et la formule (4.3.3):

P(Yes1 X+ 1)P(Xer1]y1:4)
p(Yt+1|y1:t)
N (Yer1; o1+ HypiXe01,811) N (Xt+1;f<t+1\t, ﬁ]t+1|t)
N (}’t+1; Cir1 + Hip1Xip16,Se41 + Ht+12t+1\tH;F+1>

p(Xt+1‘Y1;t+1) =

=N (Xt+1§ X1 + Kip <Yt+1 — Hy 1 X1 — Ct+1) (1= KipiHe) ZA3ze+1|t)
=N (Xt—l—l;ﬂtJrlaﬁ]t—i-l)
(4.3.12)
avec f; 1 = Xepe + Koy (Yt+1 —H X — Ct+1>
2t+1 = (1 - Kt+1Ht+1) ZA)t—&-l\t (4313)

K = ZA3t+1|1thT+1 [Ht+12t+1|tH;r+1 + St+1}
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Fig. 4.2. Représentation simplifiée 1D du filtre de Kalman.

4.3.4. Résumé

Le processus de Kalman est schématisé dans la figure 4.2. On trouve le résultat final:

Prédiction:
P(Xe1lyre) = N (Xt+1;§<t+1|t, 2t+1|t)
avec }A(t+1|t = Fti:l't + gt (4314)
21t+1|1t = Qi+ FtﬁtFtT
Correction:

p(Xt+1|}’1:t+1) =N (Xt+1; ﬂt+172t+1>
avec i, 1 = Xpy1pe + Kiga (Yt+1 —Hi X — Ct+1>
A A (4.3.15)
Y = (1 - Kt—i—lHt—l—l) 2t+1|t

Kin = zA3t+1|tH;¢r+1 [Ht+1ﬁ]t+1|tH;r+1 + St+1}

On suppose que les parametres Fy,g;, Q;, Hy ¢, Sy, ﬂo,flo sont connus Vt > 1.
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4.3.5. Remarques

— Puisque les PDFs sont toutes gaussiennes, les estimateurs MMSE et MAP
sont équivalents. Par exemple, la moyenne de la PDF p(x;i1]y1:) =
N (Xt+1;)A(t+1|t, ZA]tH‘t), c’est-a-dire X;11);, peut étre directement utilisée comme
estimateur de I’état x;,; sachant yq.

— Pour une distribution normale multivariée de la forme N (x; u,X), telle qu'obtenue
avec le filtre de Kalman, il est également possible de calculer la région de confiance

a 100p%, qui correspond a la région composée des états x satisfaisant:

(x—p)' =7 (x—p) < xilp) (4.3.16)

olt xi(p) est la fonction quantile pour la probabilité p de la distribution x? avec k
le nombre de degrés de liberté (c’est-a-dire, la dimension du vecteur x) [148,149].
Dans le cas unidimensionnel (k = 1, avec g = p et 3 = 02), cette région de confiance
correspond a un intervalle centré sur u: {,u — a\/% s+ a\/%]. Dans le cas
bi-dimensionnel (k = 2), la région de confiance correspond a une ellipse centrée sur p,

dont les axes principaux sont dirigés selon les vecteurs propres de 37!, et dont les

demi-mesures des axes sont données par \/x3(p)v A1 et \/x3(p)vV A2, avec A\ et Ay

les valeurs propres de ¥ [150]. Sachant que x3(p) est égal a QIOgﬁ et dans le

cas ou X = diag(0?,03), les demi-mesures des axes de lellipse sont données par

01,/210gﬁ et 09,/2log ﬁ.

4.3.6. Application potentielle pour le suivi indirect en radiothérapie

Le filtre de Kalman est utilisé pour estimer une variable x; qui évolue dans le temps
lorsqu’elle ne peut pas étre mesurée directement, mais qu’'une mesure indirecte y; est
disponible, tout en tenant compte de toutes les informations statistiques disponibles, y
compris les incertitudes des modeles. Ce cadre probabiliste pourrait étre alors adapté au
probleme de suivi indirect en radiothérapie: on cherche a prédire la position de la cible
tumorale (x;), inobservable, & partir de I'observation du signal substitut (y;), observable en

continu.
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L’enjeu est alors de s’assurer que les hypotheses de la théorie de Kalman soient en
pratique vérifiées, mais aussi de déterminer les différents parametres des modeéles dynamique
et d’observation mis en jeu (4.3.10), dont notamment l'estimation de l'incertitude via les
matrices de covariances. Puisqu’il est nécessaire de prédire d’avance la position de la cible
tumorale afin de compenser la latence des systemes, la PDF d’intérét est alors celle obtenue
lors de ’étape de prédiction (4.3.14), p(Xs41|y1+). Autrement dit, on ne peut pas attendre
la mesure y;,; pour prédire x;,1, mais cette mesure servira ensuite a raffiner la PDF via
I’étape de correction avant la prochaine prédiction.

L’adaptation de la théorie du filtre de Kalman pour le suivi indirect en radiothérapie est

I’objet du premier article de recherche de cette these, présenté au chapitre 6.
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Chapitre 5

INTRODUCTION A L’ARTICLE 1:
ADAPTATION DU FILTRE DE KALMAN
POUR LE SUIVI INDIRECT

5.1. MISE EN CONTEXTE DE L’ARTICLE ET OBJECTIFS

Le suivi indirect en radiothérapie requiert a la fois de compenser la latence du systeme
(prédiction temporelle) et d’inférer la position de la cible & partir du signal substitut
(corrélation spatiale). Comme vu au chapitre 3, beaucoup de recherches ont été effectuées
sur I'une et 'autre de ces deux taches. Toutefois, parce que les contraintes d’acquisition des
données du substitut et de la cible sont différentes, la prédiction temporelle et la corrélation
spatiale ont généralement été étudiées séparément.

Seules quelques études se sont intéressées a la combinaison de ces deux taches, ¢’est-a-dire
la prédiction de la position future de la cible a partir du signal substitut au temps présent.
Isaksson et al. [98] et Yan et al. [103] ont utilisé des réseaux de neurones artificiels (NNs)
adaptatifs. La méthode de Yan et al. consiste en la combinaison de deux perceptrons mono-
couches composés d’un neurone linéaire, soit 1’équivalent de deux modeles linéaires simples.
Isaksson et al. ont employé un perceptron composé d’une couche cachée comprenant deux
neurones, dont les sorties sont non-linéaires. Leur étude a démontré ’avantage du NN non-
linéaire comparé a sa version linéaire, et I’avantage des mises a jour fréquentes des parametres
du NN (toutes les 1 a 5 s) comparé au cas sans mise a jour. Toutefois, la quantité de données

de la cible utilisées dans cette étude pour I'entrainement du NN non-linéaire (environ 500



mesures par patient) ainsi que pour les mises a jour n’est pas compatible avec les données
disponibles pour un traitement de poumon typique au Cyberknife.

Par ailleurs, ces NNs ne permettent pas de prédire de I'information concernant la fiabilité
des prédictions effectuées. Or, au cours du traitement, les tumeurs pulmonaires et les
structures de substitution se déplacent sous diverses influences physiologiques, qui sont
déterministes mais aussi stochastiques [9]. Tout algorithme de prédiction temporelle et/ou
de corrélation spatiale est donc nécessairement sujet a des erreurs. En plus de combiner a
la fois prédiction temporelle et corrélation spatiale, une méthode idéale de prédiction pour
le suivi indirect devrait alors pouvoir prédire en temps réel les incertitudes associées aux
prédictions. Cette information peut étre exploitée par la suite pour faciliter les décisions
cliniques de gestion des mouvements et la définition des marges de traitement. Par exemple,
une prédiction associée a incertitude élevée suggere une erreur potentiellement élevée, et peut

conduire & une décision de mise en pause du faisceau d’irradiation lorsque nécessaire.

Comme présentée au chapitre 4, l'inférence récursive bayésienne offre un formalisme
mathématique particulierement adapté aux problemes d’estimation d’états dynamiques qui
permet le calcul théorique d’intervalles de confiance associés aux estimations. L’objectif
principal de l'article 1, présenté au prochain chapitre, est de proposer une méthode
probabiliste basée sur l'inférence bayésienne pour le suivi indirect en radiothérapie et
la prédiction d’intervalles de confiance. En particulier, parce que la plupart des études
réalisées a ce jour suggerent que des modeles linéaires seraient suffisants pour décrire la
corrélation cible-substitut ainsi que la prédiction temporelle du substitut, la théorie du filtre
de Kalman peut étre adaptée de fagon innovante pour traiter ce probleme. La complexité
algorithmique de cette approche, relativement faible comparée a celle des NNs, en fait une
méthode suffisamment rapide pour des effectuer opérations en temps réel. Par ailleurs, cette
complexité réduite assure également une plus grande robustesse face a une quantité limitée
de données d’entrainement. Toutefois, la non-linéarité des NNs peut étre potentiellement
plus avantageuse pour modéliser plus fidelement les processus physiques mis en jeu. Une
comparaison avec un NN non-linéaire inspiré de 1’étude de Isaksson et al. est donc réalisée
pour évaluer la précision des prédictions de la cible. Cependant, il est important de rappeler

que le NN simulé ne permet pas de prédire des intervalles de confiance.
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Finalement, étant donné que la précision des prédictions dépend non seulement de la
précision intrinseque des modeles employés, mais également de la qualité du substitut, il est
important de considérer différents substituts. Un substitut interne tel que le foie, qui peut
étre suivi en continu par imagerie ultrasonore [27], pourrait présenter une corrélation plus
forte avec le mouvement de la tumeur pulmonaire que des substituts externes. Ces derniers,
suivis par imagerie infrarouge, sont couramment utilisés en clinique et leur positionnement

sur la poitrine du patient peut affecter la qualité de la corrélation avec la cible [151].

Les objectifs de 'article peuvent étre donc résumés ainsi:

Objectifs de I’article 1

(1) Développer une méthodologie basée sur l'inférence bayésienne combinant a la fois

prédiction temporelle et corrélation spatiale pour le suivi indirect en radiothérapie

(2) Valider expérimentalement la précision des prédictions de la cible et comparer avec
celles d’'un NN non-linaire, en respectant les contraintes cliniques concernant la

disponibilité des données d’entrainement

(3) Valider expérimentalement les intervalles de confiances prédits par la méthode

bayésienne et établir ses limites

(4) Evaluer différents substituts (externes et interne)

La validation expérimentale s’effectue sur des données d’'IRM dynamique acquises chez
des volontaires. Un vaisseau du poumon joue le réle de cible, deux marqueurs posés au
niveau de 'abdomen et du thorax sont utilisés comme substituts externes tandis qu’'un
vaisseau du foie est employé comme substitut interne. En pratique, pendant un traitement
de radiothérapie par suivi indirect, les signaux de substitution seraient acquis par imagerie
infrarouge ou ultrasonore, et les positions de la tumeur par des rayons X intermittents.
L’utilisation de données IRM pour cette étude permet en fait de générer un signal cible
réaliste et connu en tout temps, nécessaire pour évaluer la précision des prédictions. Deux
scénarios sont simulés: un scénario comprenant uniquement de la respiration libre, qui est le
type de respiration le plus naturel et le plus commun, et un scénario comprenant plusieurs
types de respiration afin d’évaluer la robustesse et les limites des méthodes. L’acquisition

des données a été approuvée par le comité d’éthique du CHUM (projet numéro 17.289).
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5.2. PRINCIPAUX RESULTATS ET IMPACTS

La méthode bayésienne proposée, basée sur une adaptation de la théorie du filtre de
Kalman, est résumée sur la figure 5.1 et présentée plus en détail dans l'article 1. En
particulier, cette adaptation tient compte des contraintes spécifiques sur la disponibilité
des données de la cible et du substitut. Le scénario d’intégration dans la pratique clinique
simulé dans cet article est présenté dans la figure 5.2. L’erreur de prédiction au temps ¢

correspond a la distance entre la vraie position de la cible x; et la prédiction X;_;.

Etape « prédiction » Etape « correction »
au temps t au temps t+1
., PDF corrigée  Positions passées Mesure de la position du
i précédente J(%,%,)  du substitut substitut y,, |
Prédiction l
l Correction
PDF de la position de la cible /
'/V()Act+l|t’ 2'z+1|r) \
Gestion du mouvement PDF corrigée
en clinique N R Zip)

Fig. 5.1. Schéma de la méthode bayésienne proposée dans 'article 1 pour le suivi indirect
en radiothérapie. L’entrainement initial n’est pas représenté.

La comparaison entre la méthode proposée (linéaire) et le NN (non-linéaire) fournit des
tendances différentes selon le substitut utilisé (figures 6.6 et 6.7). Lorsque le marqueur
thoracique est utilisé, les prédictions obtenues par le NN sont plus précises pour la plupart
des volontaires. Ce résultat suggere que la relation entre la cible et le thorax peut étre
mieux décrite par un modele non linéaire. Toutefois, ce substitut est aussi celui pour lequel
les erreurs de prédictions sont en moyenne les plus élevées. Lorsque le foie ou le marqueur
abdominal est utilisé, la méthode bayésienne fournit des prédictions plus précises que le NN.
En moyenne, le biais est réduit de 40% et 31% comparé au NN avec respectivement le foie

et 'abdomen, et I’écart-type est réduit de 18% a 42% pour ces substituts.
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— (visible en continu) bayésienne et incertitude associée

4

Fig. 5.2. Scénario d’intégration de la méthode bayésienne dans la pratique clinique simulé
dans l'article 1. Dans ce scénario, une fois I’entrainement initial effectué, aucune nouvelle
mesure de la position de la cible n’est fournie a 'algorithme, qui se base uniquement sur
I’observation du substitut.

Bien que la performance des deux méthodes soit affectée par les changements de
respiration, les résultats indiquent que la méthode proposée est plus robuste que le NN.
L’analyse plus approfondie des modeles intermédiaires (prédiction temporelle et corrélation
spatiale) révele a) que la dégradation de la performance est due a la non-stationnarité de la
corrélation entre la cible et les substituts, et b) que le foie présente la corrélation a la fois la
plus forte et la plus stable dans le temps (tableau 6.2). Cet avantage du substitut est crucial
pour la qualité du suivi indirect. Le foie est d’ailleurs le substitut pour lequel les erreurs
sont les plus faibles. L’hypothese que le foie serait un substitut significativement meilleur
que les marqueurs externes pour cette cohorte est confirmée par un test de Fisher adapté de
la méthode Monte Carlo et tenant rigoureusement compte de la corrélation existante entre
les erreurs de prédictions (tableau 6.5).

Contrairement au NN, la méthode proposée permet également de calculer les intervalles
de confiance associés aux prédictions. Leur précision est évaluée pour 'intervalle de confiance
a 95%), en mesurant la proportion des vraies positions de cible contenues dans cet intervalle
(tableau 6.4). Des proportions de 85% a 100% sont obtenues dans la majorité des cas lorsque
la séquence respiratoire est limitée a la respiration libre, ce qui valide la fiabilité des intervalles
prédits. En revanche, lorsque les changements de respiration sont inclus, les intervalles
sont parfois largement sous-estimés, jusqu’a aussi peu que 39%. Ce résultat démontre
qu’'un modele de corrélation constant n’est pas adéquat pour modéliser une corrélation non-

stationnaire. A défaut de prendre des mesures additionnelles de la cible pendant le traitement
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pour mettre a jour les coefficients du modele de corrélation, une meilleure estimation de sa
matrice de covariance serait nécessaire pour compenser cet effet de sous-estimation. Cette

hypothese est I'objet de I'article 2.

L’article 1 propose une adaptation innovante du filtre de Kalman pour le suivi indirect
en radiothérapie et la prédiction d’intervalles de confiance. Une premiere preuve de concept
de cette méthode bayésienne est établie sur des données expérimentales et les limitations
associées sont définies. En décrivant les fondations théoriques de cette approche, ce travail
peut servir de base pour le développement ultérieur d’algorithmes plus complexes adaptés
de cette méthode. L’impact plus général de D'article est de mettre en évidence, pour la
premiere fois, le potentiel des approches probabilistes pour prédire la position future de
la cible a partir d’un substitut, mais également l'information sur les incertitudes de ces
prédictions. Ces informations sur les incertitudes, jusqu’alors non développées pour le suivi
indirect, pourraient assister les décisions de gestion des mouvements et le choix des marges
de traitement. Un impact secondaire de ce travail est la mise en évidence du potentiel du foie
comme substitut interne, tres peu étudié dans la littérature, qui apparait étre un substitut

plus robuste et fiable que les marqueurs externes pour le suivi indirect de la cible pulmonaire.

5.3. ETAT DE SOUMISSION ET PRINCIPALES COMMUNICATIONS

Cet article a été publié en mai 2021 dans la revue Physics in Medicine € Biology [152].
La version en ligne, mise en forme par la revue, est disponible a ’adresse suivante: https://
iopscience.iop.org/article/10.1088/1361-6560/abf1b8/meta. Ce travail a été retenu
pour une présentation orale et une présentation par affiche interactive pour deux conférences
internationales (ECMP 2021 et congres annuel de PAAPM 2021, respectivement). La
présentation de ce travail lors du congres annuel des étudiants, stagiaires et résidents du

CHUM en 2021 a été récompensée par le prix d’excellence de présentation orale.
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ABSTRACT

Respiration-induced motion introduces significant positioning uncertainties in
radiotherapy treatments for thoracic sites. Accounting for this motion is a non-trivial task
commonly addressed with surrogate-based strategies and latency compensating techniques.
This study investigates the potential of a new unified probabilistic framework to predict
both future target motion in real-time from a surrogate signal and associated uncertainty

A Bayesian approach is developed, based on a Kalman filter theory adapted specifically
for surrogate measurements. Breathing motions are collected simultaneously from a lung
target, two external surrogates (abdominal and thoracic markers) and an internal surrogate
(liver structure) for 9 volunteers during 4 minutes, in which severe breathing changes occur
to assess the robustness of the method. A comparison with an artificial non-linear neural
network (NN) is performed, although no confidence interval prediction is provided. A static
worst-case scenario and a simple static design are investigated.

Although the NN can reduce the prediction errors from thoracic surrogate in some cases,
the Bayesian framework outperforms in most cases the NN when using the other surrogates:
bias on predictions is reduced by 38% and 16% on average when using respectively the liver
and the abdomen for the simple scenario, and by respectively 40% and 31% for the worst-
case scenario. The standard deviation of residuals is reduced on average by up to 42%.
The Bayesian method is also found to be more robust to increasing latencies. The thoracic
marker appears to be less reliable to predict the target position, while the liver shows to be
a better surrogate. A statistical test confirms the significance of both observations.

The proposed framework predicts both the future target position and the associated
uncertainty, which can be valuably used to further assist motion management decisions.
Further investigation is required to improve the predictions by using an adaptive version of

the proposed framework.

6.1. INTRODUCTION

To achieve optimal therapeutic index in radiotherapy, high dose must be delivered to the
target while minimizing the dose received by the healthy surrounding tissues. Due to recent

technology advances, three-dimensional dose can be planned accurately and delivered to
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match patient-specific tumor shapes while avoiding organs at risk. High dose conformity can
be achieved for static tumors, but for moving tumors, accurate spatial dose delivery remains
challenging. The predominant source of intrafraction motion is respiration, which greatly
affects tumor shape and position in thoracic and abdominal regions. Especially for lung
tumors, the motion amplitude can be clinically significant, depending on each patient and
tumor location [6,8]. Resulting errors can severely degrade the treatment quality [6,10-13].

Various strategies have been investigated to compensate for the positioning
uncertainties [8,11], including breath-holds, respiratory-gating and dynamic radiotherapy.
Most advanced methods are real-time tracking techniques, which allow continuous irradiation
during free-breathing. They are based on synchronization of the radiation beam to the
moving target. Therefore, precise knowledge of the tumor position is crucial to ensure
accurate and efficient tracking. Target localization can be achieved through direct or
indirect approaches. On one hand, common direct localization methods use fluoroscopic
imaging to track implanted fiducial markers. Although it can be highly accurate [21,22],
such techniques suffer from various clinical problems. Noticeable consequences include the
risk of developing a pneumothorax [23] and the use of excessive radiation dose [7]. Linear
accelerators combined with magnetic resonance imaging have been recently developed and
enable direct online visualization of the tumor without requiring ionizing radiation [153].
However, because this technology has only been developed very recently, its availability
remains limited. On the other hand, indirect strategies derive the target positions from
continuously monitored surrogate signals without the need for ionizing imaging.

This second approach is the subject of our study. Such methods crucially rely on a
strong and stable correlation between the target motion and the surrogate motion. External
surrogates have been studied, such as spirometry [30,154,155] or skin markers [34,113,117].
Intuitively, internal surrogates such as diaphragm or liver may also present a stronger
correlation with lung tumor motion and can be tracked continuously using ultrasound
imaging [27-30].

In addition to the requirement for accurate target localization, another key step of the
tracking process is the synchronization of the radiation beam to the tumor motion. Such
beam tracking can be achieved by dynamically adjusting the leaves of a multileaf collimator

or by physically moving the radiation beam, such as used in the Cyberknife system (Accuray
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Systems, Sunnyvale, CA). The realignment is not instantaneous due to the inherent system
latency. However, with a target speed up to 90 mm per second [156], a lag time for the
relocation of the beam would lead to a systematical spatial mismatch between prescribed
and actual beam location. To account for this effect and ensure accurate delivery of the
dose, the tracking algorithm must be able to anticipate the future position of the target.
Latencies of 200 ms or more have been reported [8].

Indirect tracking therefore requires both temporal prediction of the target and spatial
correlation with a surrogate signal. This problem has been addressed in the literature, but
mostly as separate tasks. Many studies have focused on the prediction only, i.e. prediction
of the target position knowing past target positions. Linear filters and their generalization
have been largely used [60,74,75,79,94]. Probabilistic frameworks, including Bayesian
inference, Kalman filters and particle filters have also been widely proposed in several
studies [60, 65, 72,73, 87,89,109, 157-159]. More complex techniques such as neural
networks [57, 60, 62, 75-77, 86, 97, 104] and support vector machines [62, 79, 99] have
also been investigated. Because different respiration data set or time delays were used,
direct comparisons between these studies cannot be properly performed. However, a recent
review of the performance of the main prediction filters mentioned above was published
in [70]. Linear approaches were found sufficient to predict respiratory traces compared
to sophisticated methods. Another important aspect of the problem is the derivation of
the target location from a simultaneous surrogate signal. Many analyses of internal target
and corresponding surrogate motions have been performed to assess correlation strength
and stability over time for skin markers [34,113,114,117,125], diaphragm [28,114] and
spirometry [113]. These studies have revealed fluctuating correlation depending on the
patient, the breathing type and the surrogate localization. Further work has quantified
the performance of surrogates to estimate the target positions from a limited series of
observations [29,30,124,160-162] and investigated the benefits of occasionally updating
the correlation model [36,41], but without concern of latency issue.

Only a few studies have addressed the problem of predicting future tumor position from
a current surrogate signal in a complete way. Cho et al. [134] proposed a combination
of a linear adaptive filter and a state-augmented model while Isaksson et al. [98] and

Yan et al. [103] both used adaptative neural networks. These studies present unified
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frameworks for predicting future tumor positions using current surrogate data, but they
have not explicitly considered any prediction confidence intervals.

In the present paper, we explore a probabilistic approach to address the complete
indirect tracking problem and to predict the confidence intervals of target predictions.
Such intervals are highly valuable since they provide the probability to find the target
within a given interval, for which the width can be adjusted by the user to meet a desired
probability value. This metric offers a meaningful measure for the prediction performance
in terms of clinical applications and can be further exploited to assist clinical motion
management decisions and margin definitions. A suitable way to achieve this aim is to
adopt a Bayesian perspective. Bayesian methods are indeed widely recognized to provide a
powerful and rigorous probabilistic framework for dynamic state estimation problems [163].
Such approaches make use of all available information to recursively construct the probability
density function of the state. From this density not only can an optimal estimate of the state
be calculated, but a degree of belief in the estimation can be obtained as well. A convenient
method within this framework is the well-known Kalman filter [164]. This algorithm consists
of two steps, the prediction which uses the previously estimated density to produce the future
one, and the inference which refines the prediction once a measurement is available.

In this work, we develop a Kalman filter specifically designed to adapt for surrogate
measurements. The goal of the paper is to investigate the potential of this new unified
framework to predict both mean positions and confidence intervals (CI) of lung target from
surrogate motion. Because the accuracy of the predictions depends not only on the intrinsic
accuracy of the framework itself but also on the quality of the surrogate motion, we examine

different surrogate candidates for that purpose.

6.2. THEORY

In this section, we define the terminology and provide necessary definitions and
background theory about Kalman filtering. We also present how we adapt the framework

to include surrogate information.
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6.2.1. Terminology

The inconsistent usage of the terminology in the literature leads us to clarify the use
of the term prediction. Prediction is commonly used to refer to the task of predicting the
future target signal knowing current and/or past values, usually its own. However, the
term prediction can also be found when estimating current target values based on current
surrogate signal(s) [29,35,41,112,121,124-126], such as spatial correlation analyses and
models reported in the introduction. Because those are distinct tasks, some clarification in
definitions is necessary to prevent misinterpretation. Throughout the paper, the following
terminology is used:

e prediction refers to estimating future values (i.e., predicting t + At at time t)

e estimation and correlation refer to estimating the current target signal (i.e., at time t)

from current surrogate motion (i.e., at time )

As previously stated, a vast majority of studies focused either on target prediction from
target data or on estimation with surrogate, but few of them investigated a prediction
confidence information along with their proposed method(s). This is summarized in table 6.1.
Conversely, the present paper focuses simultaneously on correlation and prediction within a
new unified framework to predict both mean positions and confidence intervals of lung target

from surrogate motion.

6.2.2. Bayesian prediction using Kalman filtering

To define the problem of Kalman filtering, let introduce x; € R™ as the random discrete
time-dependent state vector describing the position of the target at time t. The linear

prediction system describing the transition from x; to x;, is assumed to be the following:
X1 = Fyxy + g + q with g ~ N (0,Qy) (6.2.1)

where F; is the n x n transition matrix, g; € R™ is a control-input vector and q; € R"
is a Gaussian random vector with zero mean and covariance matrix Q, accounting for any
mismodeling effects and unexpected disturbances in the model. This can be equivalently

rewritten into probabilistic terms:

p(Xe1lx:) = N (Fex: + 2:,Q:) (6.2.2)
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Goal(s) Prediction of a

Publications ) o Correlation confidence
Correlation  Prediction

+ prediction measure

[28,30,34-36,41,112-114,
117,120, 124,126,130,132, yes no no no

133,136,160, 165]
[29,121,127-129,138,161,

yes no no partially
166,167)
[32,57-59,61,62,67,68,70,
74-77,79,80, 84, 86, 88,90
no yes no no
92,94,97,99,102,104,105,
107,110,135,157,168-174]
(65,66,71,73,89,111, 158,
no yes no no**
159,175]
[60,69,72,82,87,109] no yes no yes
[103,134] no no yes no
[85,176] no yes no partially
[98] yes yes yes no
[125] yes no no yes
[64] yes yes no no
the presented framework yes yes yes yes

no** indicates that at least one of the methods used is known for being able to provide confidence

estimation but it wasn’t mentioned or investigated.

Table 6.1. Literature review on indirect tracking in radiotherapy. In this table, correlation
refers to spatial correlation between a target and surrogate(s) at a same timestep, prediction
refers to prediction of future target position from current/past target position(s), and
correlation+prediction refers to prediction of future target position from current/past
surrogate position(s).

where p(x;11|X;) stands for the probability density function (pdf) of x;,; given x; and N (11,22)
refers to the Gaussian distribution defined by the mean p and the covariance ¥. Let y; € R™

be an observable measure related to x; via the following linear model :

Y = HtXt +ci 41y with ry ~ N (O,St) (623)
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which is equivalent to
p(yelx:) = N (Hex; + ¢.,5;) (6.2.4)

where H; is a n X m matrix, ¢; € R™ and r; € R™ a Gaussian random vector with zero mean
and covariance matrice S; handling any mismodeling effects and noise measurement. The
random vectors q; and r; are assumed to be mutually independent. At time ¢, we assume to
know Fy, g, Q;, Hy, ¢;,S; and y;. We use the following notation : x1.; = {x1, Xa, ...,x;}. We
set the following two conditions :

(1) the transition model is a first order Markov model, i.e., p(X¢11|X1.4,y1:t) = P(Xe41|Xt);

(2) the measures are independent of each other if the state is known, i.e.,

p(}’t’xlzta}’l:t—l) = p(Yt|Xt)-

Given an initial pdf p(xg) = N (%o, 30) and a set of measures yi,,; at time t + 1,
we seek to use all the available information to construct an estimate of x;,; and quantify
some degree of belief of this estimate, which corresponds to the posterior distribution
p(X¢+1|y14+1). Because the models involved are linear-Gaussian systems, this pdf is also
Gaussian : p(Xi11|y1.e41) = N (X1, 2t+1). It can be calculated recursively by applying the

Bayes’ theorem. The conditions stated above lead to the following simplified expression :

X X :
(X1 |[Yig1) = P(Yes1[Xer1)p(Xet1]yi:e) (6.2.5)
p(Yerlye)

The pdf p(x41|y1:+) is called the prediction as it gives an estimate of x;; at time t.
Its calculation involves the prediction model (6.2.2) via the Chapman-Kolmogorov equation
which can be simplified by the Markovian assumption. Considering that the pdf p(x;|y1.) =
N (%, 3,) is already calculated and due to the linear-Gaussian nature of the systems involved,

we obtain :

p(Xt+1|y1:t) = /R" p(Xt+1|Xt)p(Xt|Y1:t)ant =N (th(t + &, Qt + th]tFtT> (62-6)

Once the measurement y;.; becomes available at time ¢+ 1, the Bayes’ theorem is applied

to update the knowledge about x;,; with regard to this extra information and we finally
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find the following inference :

P(Xe1|Y1:41) = (Xt+1, 2t+1)
(

where X, = (1 = KiHy ) (Fex +8¢) + Ki(yer1 — cip1)
) (6.2.7)
S = (1-KHp) [Q + Fi S F]

|
[Qt +F.3, FT} t+1 {St +Hip [Qt + FtﬁltFﬂ H;r+1} B

The reader is referred to [164] for the original theoretical foundation.

6.2.3. Kalman framework with surrogate

In the context of indirect tracking during lung radiotherapy, we propose to employ the
Kalman framework to obtain probabilistic predictions of the tumor positions from surrogate
measurements. Let x; describe the target positions at time ¢, and y; the available surrogate
measurements. In this case, the measurement model (6.2.4) then represents the spatial
correlation model between the surrogate and the target. During the treatment, while the
access to the tumor positions is limited since it requires additional imaging dose, surrogate
positions can be obtained continuously, e.g. via infrared camera for external markers or
via ultrasound imaging for internal surrogates. Instead of building a target prediction
model (6.2.2) for x, from limited target data, we propose to exploit the high rate of surrogate
data to benefit from this extra information. We assume that the temporal evolution of the

expectation (y;) of the surrogate y, can be described by the following linear model :

(yir1) = Gilyr) + ds (6.2.8)

where G; € R™*™ and d; € R™. This surrogate prediction model can be established on large

data set and updated at high rate. From equation (6.2.4) we can also write :

(Vi+1) = Hip1 (Xe11) + Cea (6.2.9)

By equalizing the two expectations, we find :

(xi41) = H L GH(x,) + H | (Gyey +dy — ¢i41) (6.2.10)

76



By identification with the form of equation (6.2.2) we obtain :

F,. = H G H,
(6.2.11)
g1 = H Y (G + dy — cip1)
The Kalman framework can be then used with exploiting the surrogate prediction model
by substituting F; and g; in the prediction and inference steps described in the previous
section. To calculate recursively the prediction p(x;|y1.,—1) and the inference p(x;|yi.),

the parameters of the models, the noises and the initialization need to be supplied. Their

estimation is discussed in the next section.

6.3. MATERIALS AND METHODS

6.3.1. Data acquisition

In the context of image-guided radiotherapy, surrogates signals can be continuously
obtained by infrared imaging or ultrasound, and target signal intermittently by X-rays.
However, for the purpose of validating the proposed method, it is desirable to acquire realistic
signals using a consistent experimental protocol to minimize and control the sources of error.
Because of its ability to image dynamic anatomy over a wide field of view with minimal
risk and excellent soft-tissue contrast, dynamic magnetic resonance imaging (MRI) is well-
suited for simultaneously collecting multiple breathing motion signals. For the present study,
nine healthy volunteers are deliberately recruited for their ability to perform and maintain
different breathing patterns allowing to address the various possible types of respiration.
Indeed, while some people may breathe mainly with the abdomen, others may present
large chest excursions. Free-breathing, deep breathing, thoracic breathing and abdominal
breathing are thus considered. In this work, three surrogates are investigated : two external
surrogates in thoracic and abdominal regions, and the liver used as an internal surrogate.
Pulmonary and liver vessels, easily identifiable on MRI thanks to their high contrast, are used
to represent target and liver motion. The external surrogates are monitored by the means
of two MRI-compatible fiducials placed on the thorax and the upper abdomen. They are
disposed along the same superior-inferior alignment as the liver to appear in the same sagittal

frame. Indeed, this orientation is suitable to visualize the respiration-induced motion as it
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has been proved to be negligible in the lateral direction compared to the superior-inferior (SI)
and anterior-posterior (AP) directions [6]. An MRI protocol is developed to simultaneously
capture the respiratory motion of the target (lung), the internal surrogate (liver) and two
external surrogates (thorax and abdomen markers) motions during the respiration by using
two-slices sagittal dynamic MRI. Subjects are scanned in supine position with a clinical
commercial scanner (Siemens Medical System, MAGNETOM Aera, 1.5T). Parameters of
the sequence are as follows: echo time is 3.06 ms, repetition time is 6.12 ms, field of
view is 256 x 256 mm?, flip angle is 70°, image matrix size is 128 x 128, slice thickness

2 and averaged time sampling is 1 Hz. This configuration

is 1.0 cm, pixel size is 2 X 2 mm
provides adequate spatial resolution to properly locate the internal and external structures
while preserving tolerable time resolution to describe the respiration. Two sagittal slices
are successively interleaved (by a 0.5 s offset) to capture surrogates motions in one slice,
and the target motion lying in the other, as presented in figure 6.1. Throughout the paper,
liver refers to the internal surrogate, while abdomen and thorax refer to the two external
surrogates. During the imaging session, each volunteer is instructed to perform the following
4-minute breathing sequence: 60 seconds of free-breathing, 60 seconds of thoracic breathing,
60 seconds of abdominal breathing and 60 seconds of deep breathing. Data acquisition
has been approved by the ethics committee of Montreal University Hospital Center (project
no. 17.289) and it has been conducted in accordance with the principles embodied in the

Declaration of Helsinki. Any identifiable participants in this study have given their consent

for publication.

6.3.2. Data post-processing

To prevent data from being dependent on a given tracking algorithm’s performance, the
positions of the vessels and the skin markers are identified by an expert on each frame
of the sagittal images and manually indexed. For each tracked structure, the 2D position
as a function of time is then used to represent the motion during the different breathing
patterns. Before building a correlation model between the target and the surrogate motion,
post-imaging data processing is performed.

First of all, instead of independently comparing SI and AP motions, we choose to

combine them by expressing each displacement along the particular direction presenting
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liver position
abdomen position
thorax position
lung position

X X

Fig. 6.1. Example of a pair of 2D MR sagittal slice images. The positions of the liver
(internal surrogate), the abdomen and the thorax (external surrogates) are represented on
the left slice and the lung target on the right slice.

its highest variability. This direction is the first principal component (PC) obtained by
applying principal component analysis to each data set separately. Since the PC can vary
over time or breathing type, a sliding window of 3 average periods is used to calculate it [34].
By projecting the 2D positions onto the direction given by the first PC, the motion traces
are expressed in 1D while preserving the maximum possible variance of each original data
set. Moreover, we observe that the second PC systematically yields unreliable correlation
over time between surrogates and target, suggesting that this component is dominated by
process noise and thus does not provide additional reliable information.

Finally, because lung MRI is acquired in an alternating fashion with the other sagittal
slice containing liver and skin markers, there is an averaged time shift of 0.5 second between
indexed lung positions and other positions. To synchronize all data and simulate a higher
sampling rate for validating the proposed framework, interpolation is performed at 10 Hz.
According to the Nyquist-Shannon sampling theorem, any continuous signal f(¢) can be
completely defined by its sampled values if the sampling frequency Fj satisfies the Nyquist
criterion: Fy > 2F .y, with Fl.. the highest frequency present in f(t). All the values can

be therefore reconstructed thanks to the Whittaker-Shannon interpolation formula:

> t
f@)= > f(kT) sinc (T — k) (6.3.1)
k=—0o0
where sinc is the normalized sine cardinal function and T = F% the sampling period.

Although the reconstructed signals obtained are approximations of the real signals since
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they are finite in our case, they have the advantage of being given by analytical expressions
which are differentiable, hence enables the extraction of signal velocities. It is worth noting
that this interpolation technique is only valid if the Nyquist criterion is fulfilled. In the
present work, we benefit from this theorem only for the purpose of obtaining a high-frequency
signal to validate the framework. In clinical practice, a rigorous justification for using the

Nyquist-Shannon sampling theorem should be provided.

6.3.3. Surrogate prediction and spatial correlation models for the Kalman

framework

The Bayesian framework requires two models to be independently built: the spatial
correlation and the surrogate prediction model described by equations (6.2.3) and (6.2.8)

respectively.

6.3.3.1. Spatial correlation model between target and surrogate

A simple linear function is selected to express the spatial correlation between the target x;
and each surrogate y;. The model is written as follows (6.2.3): y, = Hyx; + ¢, + 1, with r; ~
N (0,S;), with H; and ¢; acting respectively as slope and intercept. Because we can assume
here that the positions of the target are provided with the same precision as the surrogate
positions, an orthogonal regression is preferred to the basic regression. In other words,
instead of minimizing the sum of squared errors between the real position and the estimated
value given by the linear model, H; and c; are selected such that the sum of squared
distances between the data points and the model line is minimal. Because the regression is
orthogonal, the performance of the model can be equivalently assessed by performing the
inverse relationship: x, = H; ' (y, — ¢, + ;). By comparing the actual target positions with
the ones estimated, the spatial correlation with each surrogate can be more straightforwardly
interpreted and analyzed. For this purpose, the mean error (ME) and the standard deviation

of the error (SDE) are calculated from the residuals as follows :

1Y 1 X
ME :NZQ and SDE :Jj\[_l (ri—7)* with r =% -1 (6.3.2)

% %
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where NN is the number of elements in the test data set, Z; is the estimated position of the

i™ observation x; and 7 is the mean of all the residuals in the test set.

6.3.3.2. Surrogate prediction model

The surrogate prediction model (6.2.8) predicts the dynamical behavior of surrogate
positions using a linear model. Since surrogate signals are continuously available and the
Kalman framework allows time-varying parameters, we chose to exploit these features by
including the information of past velocities along with that of the current position to predict
the future position. Using velocities instead of other past positions avoids the problem of
collinearity in the predictors. Our analyses show that using the current position, current
velocity and the three last velocities (at 10 Hz) lead to major and sufficient improvement
compared to using fewer increments. The coefficient given to the current position lies in Gy
while the time-varying vector d; encompasses information on the velocities, the corresponding
constant coefficients and the intercept. These parameters can serve to subsequently build
the target prediction model with equations (6.2.11). The horizons evaluated are 200, 500
and 800 ms. To assess the model performance on the test data set, we propose to use a

normalized root mean square error (nRMSE) defined as follows:

(6.3.3)

where N is the number of elements in the test data set, §; is the predicted position of the
ith observation y; and 4 is the mean of all the observation in the test set. This metric
allows to evaluate the performance of the method independently from the amplitude of the
signals among various surrogates. For instance, if no correlation exists between the predicted

surrogate signal and the actual one, the nRMSE error is expected to be 100%, which means

that taking the average signal as predicted output would lead to the same performance.

6.3.4. Comparison with a non-linear artificial neural network

To predict target positions from surrogate data, a different approach relying on artificial
neural networks have been investigated in the literature [98,103]. Inspired by the work

of Isaksson et al. in particular, we compare our method to a one-stage non-linear neural
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network. However, because no confidence information is predicted with this approach, the
comparison is restricted to evaluating the accuracy of the prediction.

This model is a feed-forward neural network composed of one hidden layer made of
two neurons with sigmoid activation functions feeding a single-output neuron with a linear
activation function. While in the present work we restrict our framework to linear models,
the approach chosen for comparison can learn complex patterns in the input data due to
the non-linear sigmoid activation functions. For each prediction, the same inputs as for
the prediction model are fed to the network, which are: current position, current velocity
and the three last velocities (at 10 Hz) of the surrogate. For a given latency, the output
is the predicted future target position. The parameters to be learned by the network are
the weights w given to each connection and the bias terms b given to each weighted sum
of inputs, as illustrated in figure 6.2. The ability to generalize and predict unseen data is
crucial to ensure that the network does not memorize the training pattern. In the original
study of Isaksson et al., this was done by running multiple times the Levenberg-Marquardt
algorithm on the training data set and monitoring it with a separate validation data set. In
the present paper, we rely on Bayesian regularization [177] which is known for preventing
overfitting by efficiently searching through the parameter space while incorporating the
parameter interactions, without requiring an independent validation process. Thus, using
this approach eliminates the need to cut in the limited training data to form a separate
validation set as well as the non-trivial task of optimizing the validation set selection and

length.

Input layer Hidden layer

Output layer
OO
&) ) / —> output

Fig. 6.2. Architecture of the feed-forward neural network used for comparison.
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6.3.5. Training and testing

The training of both methods is performed with the first 15 seconds of each volunteer’s
sequence. The correlation model of the proposed framework, as well as the neural network,
are trained with 1 Hz data (i.e., 15 inputs-output pairs) to simulate intermittent target
measures, while the surrogate prediction model (6.2.8) uses the 10 Hz surrogate data that is
continuously available.

To assess the limits of the method and the robustness of the different surrogates to predict
target position, both methods are evaluated over the rest of the sequence without any new
target measurements. Because the surrogate prediction model is based on surrogate data
only, its parameters are updated with a sliding window retraining at 2 Hz, which is found
to be a sufficiently high frequency for the problem defined herein. Conversely, no update is
performed for the correlation model and the neural network during the test sequence since
they both rely on target data. Using a static design over the whole 4-minute sequences
is highly challenging due to the drastic breathing changes occurring in our particular
experiment. It is worth noting that it is a worst-case scenario designed to test the utmost
limits of the methods, hence unrepresentative of typical clinical scenarios. Performance
comparisons with clinical applications are therefore inapplicable and high prediction errors
are expected with both methods. This design is referred to as "whole sequence".

To assess the potential of the methods under non-extreme conditions, a second scenario
is also investigated wherein the test sequence is restricted to the free-breathing only, which
is the most natural and common respiratory pattern. This design is referred to as "free-
breathing alone'. Because no new target measurements are considered to validate and
update the models over the time, it should be noted that this scenario is also unsuited for
clinical practice for which irregular and unpredictable events can occur during the patient’s
treatment and affect the target and/or surrogate motion, e.g. apnea, coughing, sleeping,

stress, yawning.
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6.4. RESULTS

In this section are reported the performance of both the proposed method and the NN
applied to each surrogate. The results of the intermediate steps of the Bayesian framework

are also investigated. Special attention is given to compare the different surrogate candidates.

6.4.1. Intermediate elements of the Bayesian framework

The Bayesian framework relies on two models which can be assessed independently from
it: the spatial correlation model, and the surrogate dynamical model. The results from these
two elements provide relevant and interpretable intermediate feedback before analyzing the

final performance of the proposed method.

6.4.1.1. Spatial correlation

The performances of the spatial correlation models over the whole sequence and free-
breathing alone are summarized in table 6.2. The thoracic surrogate provides for most
cases the poorest performance. A great improvement is observed when tested during the
free-breathing alone, indicating that the thorax-target correlation is unstable over time and
varies with the different breathing types. However, its errors remain high, suggesting that
its dependence with the target cannot be fully described by a linear model, or possibly that
the thorax motion presents very little dependence on the target motion. On the other hand,
the liver and the abdomen show a stronger correlation. In particular, the liver presents the
lowest errors in most cases for both designs along with little improvement when tested on
the free-breathing only. It demonstrates that the liver-target correlation is both stronger and
more stable over time despite drastic breathing changes. Figure 6.3 illustrates as an example
the correlation results for the volunteer 9. Correlation variations over time are clearly visible
for the thorax especially, while a non-linear dependence to the target is noticeable appears

to occur during the deep breathing, which corresponds to the highest amplitudes.
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Fig. 6.3. Example of estimated and true positions of the target from spatial correlation
models using different surrogates for volunteer 9. Liver refers to the internal surrogate,

while abdomen and thorax refer to the two external surrogates.
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6.4.1.2. Surrogate prediction model

In this section, we evaluate and compare the predictability of the surrogate positions

by reporting the nRMSE as a function of the horizon in figure 6.4. Not surprisingly, the

predictability decreases with increasing latency, regardless of the surrogate. Nevertheless,

the results show good predictability, with maximum nRMSE below 15% for all volunteers.

The thorax appears as the less predictable, always giving the highest nRMSE for all horizons,

except for volunteer 8. Abdomen and liver present high predictability, with errors at 500

ms below 2.5% for the liver except for volunteer 1 at 10%, and below 4.0% for the abdomen

except for volunteer 8 at 10.3% for the abdomen. To interpret the results illustratively, errors

between predicted and true surrogate positions are highlighted in figure 6.5 for volunteer 6

for a 500 ms horizon.

volunteer 1

500
horizon (ms)

volunteer 6

500
horizon (ms)

NRMSE (%)

NRMSE (%)

volunteer 2 volunteer 3 volunteer 4 volunteer 5
10 15 10 6
8 8
210 [ X4
6 L w 8 L
2 2 2
4 4
s T Ze
2 2
0 0 0 0
200 500 800 200 500 800 200 500 800 200 500
horizon (ms) horizon (ms) horizon (ms) horizon (ms)
10 volunteer 7 15 volunteer 8 volunteer 9
’ K10 o
6 :T :\: —0— liver
2 2 2 —4§— abdomen
4 Z s g —— thorax
c c 1
2
0 0 0
200 500 800 200 500 800 200 500 800
horizon (ms) horizon (ms) horizon (ms)

Fig. 6.4. Normalized RMSE (in %) of the surrogate model predictions for horizons of 200
ms, 500 ms and 800 ms. Liver stands for the internal surrogate, while abdomen and thorax

refer to the two external surrogates.
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Fig. 6.5. Errors (in mm) between predicted and true surrogate positions using the surrogate
prediction models for volunteer 6 for a 500 ms lag time. Liver refers to the internal surrogate,
while abdomen and thorax refer to the two external surrogates.

6.4.2. Target prediction from the surrogate

For the proposed method, an initial probability density function is required. We use the
last position of the training set as the initial mean and a null initial covariance. Results
for both methods are summarized for the 500 ms horizon in figures 6.6 and 6.7 for the
free-breathing alone and the whole sequence respectively. Overall, performances of both
methods deteriorate when testing the whole sequence compared to the free-breathing alone,
which is expected since it is an extreme scenario. In half of the cases, the NN provides
better or similar performance than the proposed method when using the thoracic surrogate,
suggesting that the target-thorax relationship may be more accurately described by a non-
linear model for some volunteers. This is particularly notable for volunteers 1, 8 and 9.
Conversely, the proposed method generally outperforms the NN for the other two surrogates.

Both ME and SDE are systematically reduced when using the proposed method, except for
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target prediction error (mm)
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few cases for which the NN performs similarly or slightly better. On average, the proposed
method reduces bias on predictions by 38% and 16% when using respectively the liver and
the abdomen over the free breathing alone, and by respectively 40% and 31% for the whole
sequence. The standard deviation of residuals is on average reduced by between 18% and
42%. These trends are also followed for 200 and 800 ms horizons, for which results are
detailed in table 6.3 for the free-breathing alone. The performances of the NN appear to
be more sensitive to the horizon than the proposed method. Examples of target predicted

traces are illustrated in figure 6.8 for volunteer 6.
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Fig. 6.6. Target prediction errors over free-breathing alone from the different surrogates at
a 500 ms horizon for the neural network approach (NN) and the Bayesian framework (BF).
The box shows the extent of the standard deviation of the errors (SDE) from the residuals
and the middle bar indicates the value of the mean error (ME), both in mm. Liver stands
for the internal surrogate, while abdomen and thorax refer to the two external surrogates.

Unlike the compared NN, the Bayesian framework predicts related confidence intervals.
In table 6.4 are reported the fractions of the actual target position lying within the predicted
95% confidence intervals for a 500 ms horizon. During free-breathing alone, fractions ranging
between 85 and 100% are observed for the liver and the abdomen, excluding volunteers 1

and 8. On the other hand, the predicted CI over the whole test sequence, which includes
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Fig. 6.7. Target prediction errors over the whole sequence from the different surrogates at
a 500 ms horizon for the neural network approach (NN) and the Bayesian framework (BF).
The box shows the extent of the standard deviation of the errors (SDE) from the residuals
and the middle bar indicates the value of the mean error (ME), both in mm. Liver stands
for the internal surrogate, while abdomen and thorax refer to the two external surrogates.

multiple switching breathing types, tends to be underestimated. Nevertheless, the CI related

to the liver surrogate are better predicted than with the other surrogates.

6.4.3. Comparison of surrogate candidates

We compare now more closely the ability of the different surrogates to predict the
target position within the proposed framework. From figure 6.7, it follows that the liver
systematically provides the better performances over the whole sequence. To assess the
statistical significance of these results, a statistical test is performed. We use the three
following alternative hypotheses H; on the residuals errors obtained from the surrogates:

(1) the liver variance is lower than the abdomen variance,

(2) the liver variance is lower than the thorax variance,

(3) the abdomen variance is lower than the thorax variance.

A Fisher test is commonly used but it requires in particular the independence of the variables,

which is contestable regarding the correlation existing between the surrogate motions, and
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Target prediction errors : ME and (SDE)

Volunteer Surrogate 200 ms ahead 500 ms ahead 800 ms ahead
BF NN BF NN BF NN

Liver 2.9 (48) 14 (3.7) -30 (5.0) 39 (5.2) -30 (5.0) 4.1 (4.8)

1 Abdomen -2.6 (3.7) 32 (40) -26 (3.8) 3.8 (4.7) -2.6 (3.8) 3.1 (4.1)
Thorax 25 (14.0) 24 (7.9) 24 (14.4) 4.7 (7.2) 23 (144) 4.6 (7.5)

Liver -0.1 (1.5) -0.1 (1.8) -0.1 (1.5) -0.5 (2.0) -0.1 (1.5) -0.8 (2.3)

2 Abdomen -0.3 (2.0) -08 (2.2) -03 (2.1) -06 (43) -04 (22) -0.8 (3.2
Thorax 01 (4.7) -00 (45 00 (48 -1.1 (3.8) -0.0 (47) -0.9 (5.3)

Liver 03 (1.9) -0.1 (2.7) 04 (2.0) 0.6 (3.8) 0.3 (1.9 21 (4.9)

3 Abdomen 1.4 (21) 1.6 (24) 14 (22) 21 (36) 14 (21) -05 (5.8)
Thorax -1.1 (6.7) -06 (7.7) -1.1 (7.1) -15 (75) -1.0 (74) -1.0 (7.5)

Liver 06 (2.8) -0.8 (48) 06 (28) -1.5 (48) 0.6 (28) 0.1 (5.2

4 Abdomen -1.1 (45) -09 (45) -1.1 (46) -20 (48 -1.2 (46) -0.6 (5.0)
Thorax 32 (7.1) -04 (46) 32 (7.3) -10 (45 32 (74) -09 (4.5)

Liver 02 (1.5) -0.2 (1.4) 0.2 (1.5 09 (1.3) 02 (14) 02 (1.5

5 Abdomen 1.4 (1.5) 1.5 (1.3) 1.2 (1.b) 14 (1.8) 14 (1.5) 2.0 (2.0
Thorax 1.8 (7.2) 17 (50) 18 (7.3) 14 (52) 1.8 (7.2) 35 (6.0

Liver 1.2 (15)  -04 (L4) -13 (15) -11 (1.7) -1.2 (15) -0.1 (L7)

6 Abdomen -2.0 (2.6) -0.2 (22) -21 (26) -3.1 (3.3) -21 (27) 0.0 (24)
Thorax 0.6 (2.6) 1.3 (2.0) 0.8 (2.6) 1.3 (2.0) 09 (2.6) 1.7 (2.3)

Liver -08 (29) 07 (43) -08 (3.0) -09 (29 -08 (3.0) 03 (29

7 Abdomen 0.7 (47) 08 (57) 0.8 (4.7) 1.5 (94) 06 (49 02 (3.6)
Thorax 22 (3.6) 1.7 (4.7) 22 (3.6 03 (3.6) 23 (3.9 2.0 (4.5)

Liver -04 (2.2) -02 (25 -04 (23) -05 (29 -04 (23) -02 (2.6)

8 Abdomen 0.6 (34) 03 (34) 0.6 (3.5) 03 (3.8 06 (35 -01 (3.7)
Thorax 3.0 (34) 36 (41) 30 (3.3) 27 (35 29 (32) 16 (3.6)

Liver 07 (1.2) 1.3 (1.6) 07 (12) 13 (1.6) 07 (1.2) 1.0 (L7

9 Abdomen 1.9 (1.7) 1.6 (3.1) 1.7 (1.7) 2.0 (1.8) 1.9 (1.7) 1.4 (2.0
Thorax 2.0 (3.7) 1.6 (3.4) 2.0 (3.8) 1.0 (29) 20 (3.7) -02 (4.6)

Table 6.3. Mean errors (ME) and standard deviations of the errors (SDE) from the residuals
(both in mm) on the target prediction over the free-breathing alone from the different
surrogates at 200, 500 and 800 ms horizon when using the neural network approach (NN)
and the Bayesian framework (BF). Liver stands for the internal surrogate, while abdomen
and thorax refer to the two external surrogates.

thus between the residuals tested. Their correlation coefficients actually reach a value as high
as 0.89. If the independence requirement is unmet, the ratio of the sample variances follows
a distribution different from an exact F-distribution, as illustrated in figure 6.9, so the F-test

cannot be trusted. To address this issue, we propose to generate this modified distribution
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Fig. 6.8. True and predicted target positions from the different surrogates at a 500 ms
horizon for the volunteer 6. Light-colored lines refer to the neural network (NN) while rich-
colored lines indicate the proposed method. Liver stands for the internal surrogate, while
abdomen and thorax refer to the two external surrogates.

by applying the Monte Carlo rejection sampling technique on a bivariate normal distribution
involving the mutual covariance of the residuals. For the sake of verifying our simulation,
the proposed modified test leads to the same outcomes as the F-test when a null covariance
is used, as evidenced in figure 6.9. Within this Monte Carlo framework, 10 000 histories
are simulated per test in order to achieve negligible uncertainty on the estimated p-values.
The p-values obtained for each hypothesis are presented in table 6.5 for an intermediate lag
time of 500 ms. We use the common significance « level of 0.05, i.e. we reject the null
hypothesis for p < a. From these results, we can conclude that the performance when using
the liver is significantly better than the abdomen for 8 volunteers, and that both abdomen
and liver predictions are found to be significantly more precise than the thorax. To assess the
significance of the superiority of a surrogate over another one to predict the target motion
for the cohort as a whole, a global p-value can be calculated using a paired-sample t-test.
For a 0.05 level of significance, the results support that the liver is a better surrogate than
the abdomen (p=0.0112) and the thorax (p=0.0067), and that the abdomen is better than
the thorax (p=0.0095).
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Fraction within the CI (%)

Volunteer Sequence Liver =~ Abdomen Thorax
) free-breathing 76 86 61
whole sequence 65 64 56
5 free-breathing 94 99 91
whole sequence 82 85 51
5 free-breathing 100 96 71
whole sequence 91 51 39
1 free-breathing 100 98 100
whole sequence 93 52 58
5 free-breathing 99 86 92
whole sequence 88 70 54
6 free-breathing 86 92 99
whole sequence 70 41 66
. free-breathing 97 99 98
whole sequence 84 70 58
g free-breathing 87 66 54
whole sequence 56 46 46
9 free-breathing 99 99 94
whole sequence 97 72 64

Table 6.4. Fraction of target positions lying within the predicted 95% confidence intervals
for a 500 ms horizon. The fraction is determined over the free-breathing alone and over
the whole 4-minute sequences composed of free, thoracic, abdominal and deep breathing.
Liver refers to the internal surrogate, while abdomen and thorax refer to the two external
surrogates.

6.5. DISCUSSION AND CONCLUSION

This study addresses the problem of predicting tumor motion from surrogate breathing
signals, as part of the synchronization of a radiotherapy beam to a moving target. We develop
a Bayesian filter specifically designed to adapt for surrogate measurements and investigate
the potential of this new framework to predict both mean positions and confidence intervals
of lung target from surrogate motion. Data used for validating the method are 4-minute
breathing signals from 9 volunteers asked to breathe successively freely, with the thorax,
with the abdomen and then deeply. A performance comparison is conducted with a non-

linear neural network inspired by a previous work addressing the same problem [98]. Because
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Cumulative distribution function

0.2 = = F-distrubution

modified distribution with no correlation

modified distribution with 0.5 correlation coefficient
modified distribution with 0.9 correlation coefficient

Fig. 6.9. Comparison between F-distribution and modified distributions accounting for
different correlation coefficient values.

p-values associated to the alternative hypothesis Hy

Volunteer (a) liver<abdomen (b) liver<thorax (c¢) abdomen<thorax
1 0.000 0.000 0.000
2 0.5756 0.000 0.000
3 0.000 0.000 0.000
4 0.000 0.000 0.006
) 0.000 0.000 0.000
6 0.000 0.000 0.000
7 0.000 0.000 0.007
8 0.002 0.000 0.000
9 0.000 0.000 0.000

Table 6.5. Probabilities to observe results (p-values) given the null hypotheses (Hg) using
the modified test. Results of p-values lower than typically o =0.05 allows to conclude that
H; should be accepted: (a) Hy: the liver variance is lower than the abdomen variance, (b)
H;: the liver variance is lower than the thorax variance, and (c) H;: the abdomen variance
is lower than the thorax variance.
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prediction accuracy depends not only on the intrinsic accuracy of the methods but also on the
quality of the surrogate motion, we examine different surrogate candidates for that purpose.

The proposed Bayesian framework provides a formal statistical framework to infer the
probability distribution of the predicted target position from a set of surrogate measurements.
The parameters of this distribution can be used to account for the uncertainty and make
further clinical motion management decisions. The power of the Bayesian approach is that
all available information from the initial time-step is exploited to improve the prediction.
Usually, the parameters of the prediction model are either estimated from expectation
maximization on a training data set [60,178] or via constant velocity or acceleration
models [72,87,179]. The constant velocity or acceleration assumptions can be fairly
contestable for a breathing trace [156], while the expectation maximization optimization
requires sufficient tumor positions, for which access is limited. In the present work, we
propose instead to exploit the surrogate information to build the prediction model. Indeed,
it is available at a very high rate and additional useful features can be derived such as the
velocity. The framework can be also adapted for more surrogates and more dimensions.
Finally, due to its recursive feature, Kalman filtering is particularly suitable for online
prediction, with computational time lying below 1 ms per new prediction.

To assess the potential of the Bayesian framework proposed herein, its performance is
compared to the results of a non-linear neural network inspired by the work of Isaksson et.
al which also addressed the target prediction from a surrogate signal. Unlike the proposed
method in this work, the NN can learn non-linear patterns. Both methods use the same
inputs, and are trained and tested with the same static scenario. As detailed in 6.3.5,
by not feeding the models with new target measurements during the test sequence, we
evaluate the robustness of the method, as well as the robustness of the different surrogates
to predict target positions, which are necessary qualities for indirect tracking. For some
cases, the NN provides better performance than the proposed framework when using the
thoracic surrogate, suggesting that the target-thorax relationship may be more accurately
described by a non-linear model for some volunteers. However, for the two other surrogates,
the proposed method generally outperforms the NN, especially for the liver. Apart from a
few exceptions, the Bayesian framework is also found to be less biased than the NN. The

difference of performance despite the non-linear advantage of the NN can be caused by the
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changes in the breathing characteristic which move the signal outside the training domain
of the NN, leading potentially to disproportionately high prediction errors. An example is
illustrated in figure 6.8, at the end of the sequences, which correspond to the deep breathing
during which the motion amplitude is much larger than during the training made during
the free breathing. This extrapolation issue when presenting varying breathing data to
neural networks has been pointed out by Goodband et al. [104]. Conversely, the proposed
framework appears more robust against breathing changes due to its recursive feature and
its inference correction optimally made from both surrogate data and related uncertainties.
However, the error bias is reduced when testing over the free-breathing compared to the
whole sequence, highlighting the challenges that constitute the breathing variations. The
liver provides the lowest errors for all the volunteer except volunteer 1, with submillimetric
bias for most volunteers, suggesting it can be a more reliable surrogate compared to external
markers, which is supported by the results of the modified Fisher test for 8 out of 9 volunteers
for a statistical significance of 0.05. For assessing the significance of the superiority of a
surrogate over another one to predict the target motion for all volunteers, a global p-value
can be calculated using a paired-sample t-test. For a 0.05 level of significance, the results
support that the liver is a better surrogate than the external surrogates for all the cohort,
and that the abdomen is better than the thorax.

Although surrogate predictability tends to decrease with increasing horizon, as
highlighted in figure 6.4, no similar trend is observed for the target prediction with the
proposed method when looking at table 6.3. This suggests that the framework effectively
compensates for these errors. It should be noted that despite increasing errors, the surrogate
prediction model provides relatively low errors. Taking advantage of the available past data
of the tracked object adds very useful information for the prediction without the need to
require more sophisticated models. Indeed, while meeting the requirements for the proposed
framework, simple linear models for prediction filters have been shown particularly efficient
for respiratory motion traces compared to more complex techniques [70].

Another key element impacting the framework performances is the spatial correlation
between the target and the surrogate. Results are summarized in table 6.2 for each
volunteer’s sequence. When training with 15 target-surrogate pairs and testing on the rest

of the sequence, the liver shows a strong correlation with the target, while the thorax
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presents the highest errors. The performance of a static model depends on both the
strength of the correlation and its degree of non-stationarity. Due to the irregular nature
of the breathing [35,41], the correlation can indeed vary a lot over time and therefore
become mismodeled when using a static model. Testing over the free-breathing alone limits
the impact of the non-stationarity from the model choice, although important correlation
variations can occur within a same breathing type, which is observed for volunteer 1. The
performance is found to be significantly improved for the thorax, which indicates that
the thorax-target correlation is highly non-stationary. However, its errors remain high,
suggesting that its dependence with the target may be not fully described by a linear model,
which corroborates with the improved performance for the thorax when using the non-linear
NN. Nevertheless, results from the thoracic surrogate tend to be poorer than the others for
both methods, possibly because the thorax may be not sensitive enough to capture motion
variations due to its low motion amplitude during free and abdominal breathing. The two
other surrogates also have reduced errors when testing only on the free-breathing, but to a
lesser extent, especially the liver. It demonstrates that the liver-target correlation is both
strong and stable over time despite drastic breathing changes, which are desirable surrogate
qualities for indirect tracking.

The covariance parameters of the correlation and prediction models, enable to estimate
uncertainties of the predictions. This is a major advantage of the Bayesian framework, and
the advantage of the Kalman theory is to provide results following Gaussian statistics, given
the assumptions of the framework to be correct. The fractions of actual target positions
lying within the 95% confidence intervals are reported in table 6.4. In addition to the whole
sequence, free-breathing alone is also assessed to evaluate the potential of the method under
non-extreme conditions. Two reasons explain why we cannot retrieve exactly 95% of the
positions within the confidence interval. First, Kalman filtering relies on linear and Gaussian
assumptions regarding the covariances of the models. If those hypotheses are not perfectly
met in practice, the relationship between CI width and probability is not the one predicted
by Gaussian statistics. Another reason is that the actual dynamical and measure natures
may do not exactly fit the models used. Although the framework is designed to work with
unknown stochastic signals, important mismodeling can degrade the filter performance. Such

mismodeling occurs if the correlation changes after the training when using a static model,
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which happens in most cases during the 4-minute sequences, especially for the thorax, but
also noticeably within the free-breathing for volunteers 1 and 8 . A simple way to mitigate
those weaknesses is to empirically inflate the covariance of the spatial correlation model to
enlarge the CI width. This way, the CI would accurately encompass the target positions
with respect to Gaussian statistics.

A limitation of the current work is that the experimental data was obtained from healthy
volunteers. Indeed, lung vessels are tracked instead of real lung tumor motions, which may
present a more complex or noisier correlation with the surrogates. Moreover, the relative
locations of the tracked vessel with the surrogates have not been considered but it can affect
the degree of correlation among the volunteers. In this study, the influence of the breathing
phase distribution of the training points used for building the correlation model has not been
investigated, but can affect the accuracy of the model [41]. Another consideration lies in
the post-processing of the data. To synchronize the signals and obtain a high sampling
rate, the respiratory traces are interpolated using the Whittaker-Shannon interpolation
formula. Therefore, the resulting traces may not perfectly reflect the actual motions possibly
containing frequencies above the threshold not captured by the interpolation. Nevertheless,
the probabilistic framework would handle noisier data as it is designed to account for
statistical noise and other inaccuracies.

As discussed above, higher accuracy of both predictions and corresponding uncertainties
are expected with an adaptive version of the proposed method. Indeed, due to their ability
to automatically adjust their parameters when new target measurements become available,
adaptive frameworks can cope with breathing changes and have been proven to provide higher
accuracy than static designs when confronted with non-stationary breathing signals [77,79,
94,98]. Due to the irregular nature of the breathing, many studies pointed out the need
for regularly validating the model during the treatment by using such adaptive approaches
to ensure safety in clinical applications [36,41,98,113]. The present framework allows
accounting for changes in correlation and prediction parameters as well as model covariances
by using time-varying parameters if new measurements are available. Therefore, future
work will focus to a dedicated study properly assessing the benefit of the updates but also
optimizing the new target measurement times, which has been previously investigated [180].

The framework can also be adapted to investigate more complex models. Indeed, extensions
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of the Kalman filter have been developed to work with non-linear systems, such as the
extended Kalman filter and the unscented Kalman filter [181], with possible incorporation
of Gaussian processes [182]. Using such non-linear adaptations may particularly benefit the
thoracic surrogate. In this work, we compare the surrogates against each other, but combined
information of multiple signals can be integrated into the framework for potentially improving
the predictions. Finally, an ideal indirect tracking method would be able to automatically
detect any changes in the breathing pattern from the surrogate information, to interrupt the
treatment and build a new model if the change persists. Preliminary work in this direction
shows that a change of the principal component’s angle of the surrogate can be related to a

change of the breathing pattern and thus of the correlation.
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Chapitre 7

INTRODUCTION A L’ARTICLE 2:
REGION DE CONFIANCE ADAPTATIVE

7.1. MISE EN CONTEXTE DE L’ARTICLE ET OBJECTIFS

Un des avantages majeurs des approches bayésiennes est la prise en compte des
incertitudes des modeles via les matrices de covariance, ce qui permet de calculer des
incertitudes associées aux prédictions [145]. La théorie du filtre de Kalman fournit des
résultats suivant les statistiques gaussiennes, a condition que les hypotheses de linéarité
des modeles et d’erreurs gaussiennes soient respectées. C’est approximativement le cas
lorsque la corrélation entre la cible et le substitut est stationnaire. Or, pendant une fraction
de traitement de 30 min ou plus, des changements dans la relation cible-substitut sont
fréquents, causés par exemple par le sommeil, le stress ou la relaxation musculaire [36,37].
Ces changements, simulés dans l'article 1 par des changements de type de respiration,
rendent le modeéle de corrélation initial (constant) inadapté. Dans ce cas, des erreurs non
gaussiennes sont introduites et/ou I'estimation de la matrice de covariance devient inexacte,
ce qui entraine une violation des hypotheses de Kalman. Les régions de confiance prédites
sont alors peu fiables et sous-estimées.

A défaut de pouvoir mettre & jour le modele de corrélation & haute fréquence (ce qui
apporterait une dose d’imagerie nocive pour le patient) pour empécher la violation des
hypotheéses de Kalman, il serait possible de la compenser en adaptant les incertitudes
du modele de corrélation via sa matrice de covariance [183]. La question est alors de

savoir quand et de combien modifier cette matrice de covariance, en utilisant uniquement



le signal substitut, la cible étant considérée comme inobservable pendant le traitement.
Selon une étude de Malinowski et al. [115], certaines erreurs de corrélation pourraient étre
détectées grace a l'observation de la position du substitut. Leur méthode est basée sur
la statistique 72 de Hotelling et la statistique @, qui permettent d’évaluer si une position
dépasse significativement les positions limites vues lors de ’entrainement. Cette approche n’a
été validée qu’a des instants ponctuels a basse fréquence (environ une fois par minute). Par
ailleurs, elle ne permet pas d’estimer la magnitude des erreurs, ni de détecter les changements

de mouvements demeurant a l'intérieur des limites des positions d’entrainement.

L’article 2 est basé sur I’hypotheése plus générale suivante: un changement de
comportement du substitut pourrait indiquer un changement de corrélation. L’enjeu
principal de cette étude est donc de proposer une méthode pour estimer en temps réel
la matrice de covariance du modele de corrélation de la méthode bayésienne a partir de
I’observation du signal substitut. Le bénéfice de cette nouvelle estimation adaptative sur
la précision des régions de confiances prédites peut étre alors évalué et comparé avec le cas
de D'estimation constante (employée dans l'article 1). Finalement, puisque les prédictions
peu fiables sont généralement associées a des erreurs élevées, les régions de confiance
adaptatives pourraient servir a détecter automatiquement ces erreurs élevées. La validation
expérimentale est effectuée a partir des données d’'TRM dynamique présentées a l'article 1.
Toutefois, une nouvelle approche pour linterpolation est employée afin de préserver la

stochasticité du mouvement. Les objectifs de I'article peuvent étre donc résumés ainsi:

Objectifs de I’article 2

(1) Proposer une méthode pour estimer en temps réel la matrice de covariance du
modele de corrélation de la méthode bayésienne a partir de ’observation du signal
substitut

(2) Développer une nouvelle approche pour l'interpolation des données IRM afin de
préserver la stochasticité du mouvement

(3) Evaluer le bénéfice de cette estimation adaptative comparé a I'estimation constante
sur la précision des régions de confiances prédites

(4) Evaluer la capacité & détecter les erreurs de prédictions élevées a partir des régions

de confiance adaptatives
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7.2. INFORMATIONS COMPLEMENTAIRES

7.2.1. Interpolation des données préservant la stochasticité du mouvement

Dans 1’étude précédente, l'interpolation des données, nécessaire pour simuler une
fréquence d’échantillonnage élevée, était basée sur 'utilisation de la formule d’interpolation
de Whittaker—Shannon. Toutefois, cette approche fournit des signaux lisses, non bruités, et
ne permet donc pas de préserver la stochasticité intrinseque du mouvement. Pour générer
des signaux les plus réalistes possibles, une nouvelle méthode d’interpolation est proposée
dans l'article 2. Cette section présente plus en détail cette approche, basée sur un processus
gaussien.

Chaque série temporelle 1D z(t), désignant une composante du signal de la cible x(¢) ou

du substitut y(¢), est modélisée de fagon a suivre un processus stochastique Markovien :
2(t + 1) = Bz(t) + plt + 1) — Bu(t) + o &(t + 1) (7.2.1)

avec B = e~*, A un parameétre a choisir supérieur a 0 pour éviter la divergence du processus,
o, = m/% et £(t) ~ N (0,1) une variable aléatoire. En définissant la variable aléatoire

e(t) =o,>%_, B7%¢&(k), on peut montrer que cela revient & écrire:
z(t) = p(t) + e(t) (7.2.2)

avec E (e(t)) = 0 et Cov (e(t),e(t')) = aﬁﬁﬁ't'_”. Ce modele peut s’interpréter comme
z(t) étant une variable aléatoire dont I’espérance est guidée par un signal lisse pu(t) et dont la
composante stochastique (le bruit) e(t) est corrélée dans le temps. Plus 'intervalle de temps
entre t et ¢’ est faible et plus e(t) et e(t’) sont corrélés, ce qui est illustré sur la figure 7.1
pour un intervalle variant de 0 a 10 s.

Soit Zacq = (Z(tacq1)s s Z(tacqm))’ le vecteur des positions mesurées aux instants
dacquisition taeq = (facq1y-slacqm) - Le signal z(t) est inconnu en dehors de ces instants.
Le but est alors d’interpoler ce signal aux instants tigerp = (finterp1s--stinterpn) . DPOUT
obtenir Ziyterp. On définit ¢, comme 'ensemble combiné des instants d’acquisition t,cq

et des instants d’interpolation #interp-
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Fig. 7.1. Covariances entre les composantes stochastiques e(t) et e(t') pour un intervalle
de temps variant de 0 & 10 s (10 Hz).

Le signal moyen p,, peut étre estimé avec la formule d’interpolation de

Whittaker-Shannon appliquée aux mesures z,., auxquelles est préalablement ajouté

2_1
q1-p32-

du bruit gaussien d’espérance nulle et de variance o

Ensuite, pour obtenir les composantes stochastiques €jnerp aux instants tigeerp tout en
respectant les inter-corrélations temporelles, une régression par processus gaussien [184)]
est effectuée sur €,.q = Zacq — Haeq- Cette méthode permet de calculer la distribution
de probabilité de €jpte;p cOnnaissant €,eq, c’est-a-dire p (€interp|€acq); & partir de laquelle
€interp PeUt €tre ensuite généré. La régression par processus gaussien se construit comme
suit. Le vecteur aléatoire ey, suit la distribution gaussienne N (0(n+m)x1,2) avec
3 = Cov (et (1) , €101 (J)) pour 1 <4, <n+m. Il est possible de diviser ey en deux

partitions correspondant chacune a €jnterp €t €504 en réordonnant comme suit:

€tot = [einterp] de dimensions [n % 1] (7.2.3)

€acq m x 1

On réordonnant en conséquence le vecteur d’espérance 0(;,4.m)x1 et la matrice de covariance 3

correspondants, on peut faire apparaitre la distribution jointe de €iterp €t €acq:

On x1 Einterp Einterp—acq
p (einter s €ac ) = N s (724)
P 4 ( lomxl 2’iaterp—aucq Zacq
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avec

(Bacq);; = CoV (€acq (1) ; €acq (§)) pour 1 <ij <m

(Einterp)ij = CoV (€interp (2) ; €mterp (7)) pour 1 <i,j <n (7.2.5)

(Einterp_acq)ij = CoV (€interp (1) ; €acq (7)) POUr 1 <i<n,1<j<m

La distribution de probabilité recherchée est alors calculée comme suit:

. —1 —1§T
p (einterp|eacq) - N <0n><1 + Einterp—acqzacq (eacq - 0m><1) ) 2intelrp - EinterpfacqzacqEinterpfacq>

(7.2.6)

Le vecteur aléatoire €y, peut étre simulé a partir de cette distribution de probabilité. Un

exemple de simulation est présenté sur la figure 7.2. Le signal interpolé final, illustré sur la

figure 7.3, correspond a la somme du signal moyen fi;,,0,, €t de €jnterp-

composantes stochastiques e a

composantes stochastiques e

cq

interp

— 1+ -
E
x ;e e X eeX X 3. %o X S ;o
S ol :'.' . x-'x . . % - o X x‘_ X .. . X‘ xx .
= - ° 0 . oeX caee Xoo R S
o K i x - X L s X X
= Koy ™ * X X s
S-05(" % o :
1 L L L L L
0 5 10 15 20 25 30
temps (s)

Fig. 7.2. Interpolation des composantes stochastiques €jterp & partir de e, par régression

par processus gaussien.
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positions mesurées z
acq
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positions interpolées z interp
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Fig. 7.3. Exemple de signal interpolé avec la méthode proposée.
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Pour I'étude, les valeurs suivantes sont utilisées A = 1, At = 0.1 et ¢ = 0.4. 1l est
important de rappeler que ces parametres sont utilisés uniquement dans le but de générer
des signaux réalistes a partir de données mesurées. Ils sont indépendants de la méthode

bayésienne proposée pour le suivi indirect.

7.2.2. Analyse ROC

L’erreur de prédiction au temps ¢ correspond a la distance entre la vraie position de
la cible x; et la prédiction X;;—;. Un des objectifs de I'étude est d’évaluer s’il est possible
de détecter les erreurs de prédictions élevées a partir des régions de confiance adaptatives
prédites par la méthode bayésienne. Cette section détaille la procédure utilisée.

Ici, on considere qu'une erreur est élevée si elle est supérieure ou égale a un seuil €. On
utilise alors une métrique de la région de confiance (relative a ses dimensions) comme un
classifieur binaire. Sila somme quadratique des rayons de la région de confiance a 100(1—a)%
est supérieure a €, lerreur de prédiction est classée comme "élevée', sinon elle est classée
comme 'faible'. On parle de vrai positif (VP) et vrai négatif (VN) lorsque le classifieur
prédit correctement une erreur de prédiction élevée et faible, respectivement. Sinon, on parle
de faux positif (FP) et faux négatif (FN). Le tableau 7.1 résume ces différents cas. Pour
évaluer le classifieur, il faut calculer a la fois sa spécificité et sa sensibilité. La sensibilité
correspond a la proportion d’erreurs élevées correctement prédites (soit VP/(VP+FN))
tandis que la spécificité correspond a la proportion des erreurs faibles classées comme tel
(soit VN/(VN+FP)). Ces résultats peuvent étre représentés via la fonction d’efficacité du
récepteur, plus fréquemment désignée sous le terme courbe ROC (de l'anglais Receiver
Operating Characteristic, pour « caractéristique de fonctionnement du récepteur »). Dans
le cas de cette étude, la courbe ROC indique la sensibilité et I'antispécificité (1-spécificité)
pour différents niveaux de confiance. Un classifieur idéal maximise a la fois la sensibilité
et la spécificité. La figure 7.4 illustre des courbes ROC pour différentes performances de

classifieurs.
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Résultat du classifieur

Statut réel TN o T :
arub ree Erreur de prédiction élevée Erreur de prédiction faible

Erreur de prédiction élevée vrai positif (VP) faux négatif (FN)
Erreur de prédiction faible faux positif (FP) vrai négatif (VN)

Table 7.1. Evaluation d’un classifieur pour la détection d’erreurs de prédictions élevées (>€)
a partir des régions de confiance adaptatives.

Classifieur parfait

Plus
mauvais

Sensibilité

0 0.5 1
Antispécificité

Fig. 7.4. Exemples de courbes ROC pour différents classifieurs.

7.3. PRINCIPAUX RESULTATS ET IMPACTS

La méthode bayésienne est évaluée selon deux scénarios:

Cas a) en utilisant une estimation constante de la matrice de covariance du modele de
corrélation, comme dans 'article 1;

Cas b) en utilisant la nouvelle estimation adaptative de la matrice de covariance du
modele de corrélation, basée sur le comportement en temps réel du signal substitut.
Comparé au cas a), illustré par la figure 5.1, la méthode bayésienne correspondant au cas b)
comprend une étape additionnelle de calcul de la déviation du mouvement du substitut par
rapport au mouvement vu lors de I'entrainement initial, représentée sur la figure 7.5. Cette
déviation est exprimée par trois transformations successives, a savoir translation, rotation et
mise a 1’échelle, comme illustré a la figure 8.3. Les détails mathématiques sont fournis dans

Particle 2, a la section 8.2.4.
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Etape « prédiction » Etape « correction »
au temps t au temps t+1
., PDFcorrigée  Positions passées Mesure de la position du
t  précédente H'(X,%,) du substitut substitut y,.,,
: l l |
Prédiction Déviation par rapport
l a I’entrainement
PDF de la position de la cible l
V/ACARIPD WITH, - Correction
Gestion du mouvement PDF corrAigée
en clinique N (R 2Zipy)

Fig. 7.5. Schéma de la méthode bayésienne proposée dans 'article 2.

La fiabilité des régions de confiance a 95% est évaluée en calculant la proportion pgs de
vraies positions de la cible se trouvant dans la région de confiance, sachant qu’'une valeur de
95% est attendue pour une région de confiance idéale. Puisque la précision des régions de
confiance peut varier dans le temps, selon le type de respiration notamment, ces proportions
sont calculées sur une fenétre glissante de 30 s (figure 8.6). Cette approche dynamique
permet ainsi une analyse plus approfondie que celle effectuée lors de ’étude précédente. En
particulier, les résultats révelent d’importantes variations de pgs au cours de la séquence
respiratoire dans le cas a), avec parfois pgs inférieure a 20%. En revanche, dans le cas b), la
valeur médiane de pgs est supérieure a 90% pour la majorité des volontaires. En moyenne
sur la cohorte, comparé au cas a), la valeur médiane de pg; est augmentée de 40 et 35
p.p. dans le cas b) avec respectivement le foie et 'abdomen comme substitut. Ces résultats
démontrent que I'utilisation de 'estimation adaptative de la matrice de covariance du modele
de corrélation permet d’obtenir des régions de confiance plus fiables et robustes dans le temps.

Par ailleurs, une corrélation est observée entre la largeur de la région de confiance
adaptative (qui varie dans le temps) et la magnitude des erreurs de prédictions, comme
illustré dans les figures 8.7 et 8.8. Plus précisément, on observe qu'un élargissement de la
région de confiance correspond généralement a des erreurs de prédictions élevées, tandis que

sa largeur demeure similaire a celle de la version constante (cas a) quand les erreurs de
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prédictions sont faibles. Cette caractéristique permettrait donc de détecter les prédictions
peu fiables, sujettes a des erreurs de prédictions potentiellement élevées.

Cette habilité est évaluée plus en profondeur a l'aide de l'analyse ROC (figure 8.9).
Le choix du niveau de confiance détermine la balance entre sensibilité et spécificité:
I’augmentation de la sensibilité est associée a une diminution de la spécificité. Il faut donc
choisir le niveau de confiance selon 'application considérée. Par exemple, si le mécanisme
de détection déclenche une validation de la vraie position de la cible, alors le cotit d'un faux
positif (une mesure additionnelle inutile) est relativement plus faible que le coiit d'un faux
négatif (cible manquée et dose regue aux tissus sains). Dans cette application précise, une
sensibilité élevée est alors préférable. A sensibilité élevée (90%), une spécificité de 54% et

47% est observée avec respectivement le foie et 'abdomen comme substitut.

Cette étude confirme la nécessité d’une estimation adaptative de la matrice de covariance
du modele de corrélation pour compenser 'inadéquation de ce modele constant (lorsque
la corrélation est non-stationnaire). Les résultats démontrent la faisabilité d’utiliser le
mouvement du substitut pour estimer en temps réel la matrice de covariance du modele de
corrélation. Cette innovation est cruciale car elle permet de prédire des régions de confiance
adaptatives et de détecter les erreurs de prédiction élevées, en se basant exclusivement sur
le signal substitut (autrement dit, sans jamais mesurer directement la vraie position de la
cible). Il s’agit d’un impact majeur et prometteur pour la recherche sur le contrdle en temps
réel de la précision des prédictions. En particulier, les régions de confiance adaptatives
ainsi prédites pourraient étre utilisées pour optimiser le processus de validation pendant les
traitements. Plutét que de prendre des mesures de validations a intervalles de temps réguliers,
elles pourraient étre déclenchées lorsque l'incertitude des prédictions est trop élevée. Cette

approche sera 1’objet de I'article 3.

7.4. ETAT DE SOUMISSION ET PRINCIPALES COMMUNICATIONS

Cet article a été publié en mai 2022 dans la revue Medical Physics [185]. La version en
ligne, mise en forme par la revue, est disponible a ’adresse suivante: https://doi.org/10.
1002/mp.15691. Ce travail a été retenu pour une présentation par affiche interactive a une

conférence internationale (congres annuel de ’AAPM 2022).
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ABSTRACT

Background: Target motion in the course of radiotherapy is one of the largest factors
affecting the treatment quality of highly dynamic sites such as lung. A critical component of
real-time motion management is not only the prediction of tumor location at a future point
in time but assessment of positional uncertainty for the purposes of margin adjustment and
optimization of validation schemes.

Purpose: In this study, we propose to investigate the ability of a confidence estimator to
accurately reflect the reliability of individual target position predictions and prospectively
detect large prediction errors by relying exclusively on a surrogate signal.

Methods: This work uses a Bayesian framework for indirect tracking. While constant
covariance estimates are commonly used to express the uncertainty of the models involved,
in this study new adaptive estimates are derived from the surrogate behavior to reflect
increasing uncertainty when the breathing conditions differ from the reference conditions
observed during the training step. The accuracy of the resulting 95% predicted confidence
regions (CRs) is evaluated on 9 breathing sequences involving changes of respiratory types
(free, thoracic, abdominal, deep). The breathing motions are collected simultaneously from
a lung target and two different surrogate signals (an external marker and an anatomical
location within the liver). Receiver operating characteristic (ROC) analysis is performed
to evaluate the ability of the predicted uncertainty to prospectively detect large prediction
erTors.

Results: Higher CR accuracy is obtained when using the proposed adaptive estimates over
using constant estimations: on average over the cohort, the proportion of actual target
positions lying within the 95% CR is increased by 40 and 35 p.p. with the internal and
external surrogates. The time-dependent inflation of the CR width tends to match the
magnitude variation of the prediction errors : the adaptive CR effectively enlarges when the
target position cannot be predicted reliably, which corresponds to potentially high prediction
errors. More precisely, the ROC analysis indicates that the proposed uncertainty estimate
can detect if prediction errors are greater than 5 mm with on average high sensitivity (90%)
and modest specificity (54% and 47% from internal and external surrogates respectively).
Conclusions: While relying exclusively on the surrogate motion characteristics being

continuously monitored, the Bayesian framework coupled to adaptive uncertainty estimations
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can provide reliable CR able to detect large prediction errors. The findings of this study

could be further used to automatically trigger risk management mechanisms prospectively.

8.1. INTRODUCTION

Radiotherapy treatments of lung tumors are challenging due to the presence of
intrafraction motion mainly caused by respiration. If not properly accounted for, this
motion can compromise the accuracy of dose delivery [11]. Modern radiotherapy systems
can perform adaptive motion compensation by dynamically synchronizing the radiation
beam to the moving target [26]. To be effective, such real-time tracking strategies need
to address two issues [4,11]. Firstly, the tumor has to be accurately localized, either
directly via an imaging system, or indirectly by inferring its position from one or more
breathing surrogate signals whose motions are correlated to the tumor. This indirect
strategy investigated in the present study allows continuous monitoring without applying
an additional radiation dose to the patient by using optical devices [26] or ultrasound
imaging [27]. Secondly, the system latency, if not properly accounted for, compromises the
delivery accuracy. To compensate for this effect, the tracking algorithm must be able to
anticipate the future position of the target [79].

Indirect tracking methods combine continuous surrogate monitoring with sparse imaging
for internal monitoring of the target. A clinical example is the Cyberknife Synchrony® system
(Accuray, Sunnyvale, CA). Typically, prior to treatment, X-ray measurements of the target
are acquired to build an initial correlation model. During treatment, the target positions are
inferred from continuous surrogate monitoring [26]. However, the breathing pattern and the
target-surrogate relationship have been shown to vary over the course of the treatment [35].
As a result, models built at the beginning of treatment may not be an accurate reflection
of the actual processes occurring over time, leading to potential localization errors [36,
37,186]. This often manifests during long treatments (30-90 minutes), which are typical
for CyberKnife lung treatments [33,39]. For this reason, many studies pointed out the
need for regularly validating the models during treatment using adaptive approaches [36,

41,79,94,98,113]. Additional target images are acquired to periodically verify prediction
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accuracy and to re-calibrate the models if needed. However, some studies have suggested
that performing validation at prescheduled time points may be not optimal [36,41, 187].
The validation process should ideally be triggered when a model breakdown is suspected
or when the predictions cannot be inferred with sufficient reliability, i.e., when potentially
large errors are expected. Such confidence information is directly related to the uncertainty
associated with the predictions, which is typically not provided by most algorithms and
non-trivial to calculate accurately.

Few studies have investigated the prediction uncertainty, but only in the specific context
of addressing temporal prediction, i.e., predicting future positions knowing the past ones.
Ginn et al. [188] combined the prediction model’s goodness of fit and motion prediction
variation as a measure of prediction confidence. Based on a Kernel density estimator [85],
Ruan et al. [81] showed that the predicted variances can be used as a feature to estimate
the prediction errors, which allows identifying in advance breathing points with a higher
probability of large prediction errors. Further studies [83,93] confirmed that the predicted
variance could be used to automatically trigger adjustment of motion management decisions.
To our knowledge, no such approach has been investigated for indirect tracking, which
includes the additional task of estimating the target position from a surrogate signal. While
temporal prediction algorithms can be evaluated with a high frequency on external motion
data that is continuously monitored, correlation models require concurrent surrogate and
target positions. Limiting radiation dose implies sparse target imaging for validation and
therefore accurately calculating the uncertainty of correlation models over time is challenging.

Previous research has investigated a Bayesian framework that combines temporal
prediction and target-surrogate correlation while deriving uncertainty information [152].
Rather than predicting a unique estimate value, this method outputs a probability density
function (PDF) of the future target position conditioned on a series of past surrogate
measurements. In particular, while the first statistical moment is used as an estimate
of the future target position, the second central moment reflects the uncertainty of the
prediction, which can be expressed via a confidence region. The present study introduces a
novel approach for real-time estimation of the uncertainty associated with the predictions,
by relying exclusively on the surrogate signal. While consistent uncertainty estimation

is commonly used, in this work we exploit insights provided by the surrogate behavior
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to estimate the time-dependent uncertainties of the models involved and detect possible

model breakdowns. The purpose of this study is to investigate the ability of the confidence

estimation to accurately reflect the prediction reliability and prospectively detect large

prediction errors of target positions.

8.2. MATERIALS AND METHODS

8.2.1. Overview of the clinical context

Figure 8.1 illustrates an example of possible integration of the Bayesian framework into

clinical practice, for adaptive radiotherapy. The proposed workflow includes a pre-treatment

training phase, during which sparse imaging of the tumor target (about 15 X-ray radiographs)

and continuous surrogate monitoring are performed to build a prediction and correlation

models required for the method. During treatment, future target positions and the associated

uncertainties are predicted by the framework, relying exclusively on the surrogate motion.

If prediction reliability is found to be insufficient, a risk management response could be

triggered (e.g., treatment pause, target measurement for validation, model update). The

work presented here is a proof-of-concept, requiring further refinement before we recommend

clinical use.

: Tumor target
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Fig. 8.1. Example of possible integration of the Bayesian framework into clinical practice.
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8.2.2. Bayesian framework for indirect tracking

In a previous study, the potential of a Bayesian framework to predict future target motion
from a surrogate signal was demonstrated [152]. The power of this approach, based on
Kalman filter theory (KFT), is that all available information from the initial time-step,
including the uncertainties of the models, is exploited to improve the predictions. For the
sake of understanding, a brief summary of the theory is provided. For more details about
KFT, readers are referred to [145].

Let the random variable x; describe the N-dimensional target positions at time t and
y: the N-dimensional surrogate positions continuously available. Due to the linear and
Gaussian hypotheses of the problem, all PDFs involved are Gaussian distributions of the
form NV (u, X) : the expectation value p is the best estimation in most practical problems
while the covariance ¥ represents the uncertainty of the estimation, handling any modeling
errors and intrinsic covariance of the variables. KFT requires both observation and dynamic
models to be designed.

The observation model, interpreted here as a spatial correlation model between the

surrogate y; and target x;, corresponds to a simple linear model:

Vi = Htxt +c +s; with Sy~ N (O, St) (821)

where H; and c; are respectively the matrix and vector (non-random) coefficients of the
linear correlation model (i.e., slope and intercept), and noise s; is a Gaussian random vector
with zero mean and covariance matrix S; accounting for any modeling errors and noise

measurement. This can be equivalently rewritten into probabilistic terms as follows:

p(yexe) = N (Hix; + ¢,,Sy) (8.2.2)

We assume that the dynamic evolution of y; is described by:

p(yes1lye) = N (Gey: +di, Ry) (8.2.3)

with G; and d; the non-random matrix and vector coefficients of the prediction model for

y: (i.e., slope and intercept), and R; the covariance matrice handling any modeling errors
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and noise measurement. We estimate the dynamic model for x;:
p(Xer1lxe) = N (Fex + g, Q1)
with F, = H}',G/:H, (8.2.4)
g = H. !, (Gicy +dy — cipa)

where F; and g; represent respectively the matrix and vector coefficients of the dynamic
model for x; (i.e., slope and intercept), and Q, is the covariance matrice accounting for
any modeling errors. Parameter estimation for these models (i.e., Hy,c;,S;,Gy,d¢, Ry, Gy)
is discussed in 8.2.3. Given an initial PDF p(x¢) = N (%o, 30) and a set of surrogate
measurements yi.441 = {y1,y2,-,ye+1} at time ¢ + 1, the algorithm consists of two steps
applied recursively : a prediction step which uses the previously estimated probability
density to produce the future one, and an update step which refines the prediction once
an observation is available.

e Prediction step:
p(Xt+1|y1:t> =N (fit+1|t7 2t+1|t>
where X;11p = FiX; + g (8.2.5)
2t+1|t =Q; + FtitFtT
e Update step:
P(Xes1|yrer1) = N (fitﬂ, 2t+1)
where X, = fit+1\t + K, (Yt+1 - Ht+1§(t+1|t - Ct+1)
N . (8.2.6)
i = (1N - Kth+1) 2t+1\t
K, = S HY, (S + Hen S HY,)

Note that the result of the prediction step is the one used to perform the prediction of
X;41 at time ¢, since the update step requires the measurement y;,;, which is unknown at

time t. An overview of the flowchart is schematized in figure 8.2.

8.2.3. Practical estimation of the parameters

The operation of KFT relies on the proper definition of the systems involved, which

requires the knowledge of the coefficients of the dynamic (8.2.4) and correlation (8.2.2)
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Fig. 8.2. Schematic flowchart of the iterative Bayesian framework for indirect tracking. The
surrogate is continuously monitored while the lung target is unobservable, except during the
initial training step (not shown here).

models, as well as their covariance matrices. However, this is difficult to fulfill in practice,
due to limited observable target data. In the present study, we provide the following general
estimations. Given initial observations of the target motion during the training period, the
target and surrogate coordinate systems employed are their respective principal component
analysis (PCA) coordinate system : their origin is the average target and surrogate position
respectively, and the n'" axis is defined by their respective n'® principal component (PC), for
1 < n < N. First and second coordinates correspond to the first and second eigenvectors,
respectively.

The transformation matrices H; € RV*Y and ¢, € RV*! of the correlation model (8.2.2)
are obtained by performing linear regressions along each coordinate independently (H; is
diagonal by choice of PCA coordinates), on the training sets consisting of M concomitant
target-surrogate positions, i.e., at times t € T iy With #Tiain = M. In the present study,
since no target measurements are provided to the framework, the correlation model is not
updated over time, i.e., H; = H and ¢; = ¢. A common assumption made in the calculation
of the covariance matrix S; is that the covariance matrix of the training residuals is constant.

The diagonal elements of the matrix are described by:

=17y X (= (), (X), (@), for1<n<N  (327)

teTtrain
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This work proposes the use of an adaptive estimation S¢, which is introduced in section 8.2.4.
Regarding the surrogate dynamic model (8.2.3), a linear regression is performed using the
current surrogate position and the three last positions as predictors : y;.1 = 2;10 a;yi—in, +
a4, with A; the sampling period of the surrogate signal and a; a coefficient vector of size
N x 1. The matrix Gy is set equal to G = 0.4-1y while d; = (ag—0.4)y:+>7_; @;yi_ia, + Q4.
Unlike the correlation model, the surrogate dynamic model can be updated at high rate since
no target measurement is required. Similarly to S¢ the elements of the diagonal covariance
matrix R; are approximated by the variances of the residuals of the surrogate prediction
model along each dimension, consisting of surrogate positions acquired at the sampling
period A; during the initial training period. These parameters can serve to subsequently
build the target dynamic model using equation (8.2.4). By assuming x; and y; to be
independent stochastic variables, the corresponding uncertainty Q; can be approximated
by Q: ~ H™' ((1xy — G)S; — Ry) (HT)il. The detailed calculations of Q; are reported in
the supporting information section. Finally, an initial PDF N (Xo, 20) is required : we use
the last target position of the training set as the initial mean and a zero initial covariance

matrix.

8.2.4. Adaptive estimation of the correlation uncertainty

Accounting for model uncertainties via the covariance matrices S; and R; not only
improves the accuracy of the predictions, but enables the calculation of the associated
uncertainties [145]. This is a major advantage of Bayesian frameworks, and KFT provides
results following Gaussian statistics, as far as the assumptions of the framework are correct.
However, a divergence of the model, if not accounted for, can cause the introduction of
non-Gaussian noise or inaccurate covariance matrix estimates, leading to a breakdown of the
assumptions used in KFT. In such a case, the resulting confidence region (CR) can become
unreliable. Traditionally, a violation of the assumptions made in KFT is handled through
arbitrary inflation of the model uncertainty via the covariance matrix [183]. In the context
of indirect tracking, using a static correlation model to describe a non-stationary target-
surrogate relationship, which is common during long treatments [36,37], can lead to severe
modeling errors. That change needs to be reflected by an adequate increase of the model

covariance. Since the correlation model is built from a training set, a prediction made for a
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new surrogate position close to corresponding training positions is expected to be reasonably
reliable. Conversely, a significative deviation from the training data indicates new unknown
breathing conditions, under which the assumed target-surrogate correlation model may not
hold. This leads to inaccurate modeling and potentially large errors. This concept was
demonstrated in the work of Malinowski et al. [115], who investigated the Hotelling’s T
statistic and the input variable squared prediction error () to detect large correlation errors
by flagging new surrogate positions that exceed the range of training positions. However, for
the purpose of providing an accurate CR, we need to provide an estimate of the magnitude
of the potential error.

In the present study, we express the deviation from the training data by a geometric
transformation successively composed of 1) translation, 2) rotation and 3) scaling, as
illustrated in figure 8.3. Note that this approach allows detecting deviations within the
range of training positions. Let Y; € R¥*L be the current surrogate set composed of the
L = %ts positions observed between times ¢ and 15 s before, i.e., Y, = [yt_LH yt].
For 2D motion (i.e., N = 2) and working with the PCA coordinate system derived from
the surrogate positions Y € RV*M ghserved during training (i.e., {y¢|t € T'"1}) the
surrogate deviation vectors resulting from each transformation are obtained as follows :

(1) The deviation resulting from translation simply corresponds to the vector between

the origin and the average position of Y, :
A;ffnsmion = %YtuL with u;, a 1-vector of size L (8.2.8)

(2) The deviation resulting from rotation corresponds to the vector between the
translated surrogate position (i.e., y; — A;ftansmio“) before and after rotation Rj,

aligning the PCs of the data set Y; with the axes of the coordinate system :
A;ottation _ (1 . Ret) (Yt . A;}rﬂanslation) (829)

(3) The deviation resulting from scaling corresponds to the vector between the rotated
and translated surrogate position (i.e., Ry, (yt — A;,rf“la“on)) before and after scaling,

which brings the range along each direction equal to the ranges of Y®ain :
A;(ialing — (1 o kt) ® (Ret (yt o A;}r:mslation))
. ' (8.2.10)
with k; = range(Y"™") @ range (Rgt (Yt — A;ftanSlatlon»
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max (Y);,— min (YY)

1<b< B 1<b<B

where range (Y axp) = : and @ and ® describe element-wise
max (Y)ap— min_(Y)ap
1<b< B 1<b<B

division and product respectively.
Similarly, deviations of the target positions Alfanslation Arotation and Ascaling from its
corresponding training data set are calculated.

Given the correlation model (8.2.2), if y, and x, deviate respectively by Ay, and
Ay, from the training data, the correlation error that results only from the deviations is
r; = Ay, — HA,,. While Ay, can be continuously calculated (i.e., surrogate information),
Ay, is in practice unobservable (i.e., target information). Analyses (presented in the
supporting information section) of the distribution of the ratio between the errors r; and

the deviations for each transformation over the study cohort suggest that the following

general approximations can be used as estimates most of the time and for both surrogates :
translation ~_ 10.5 translation
rt ~ [ 1 ] © Ayt
rotation ~_ [1 rotation
r, ~[1]© A (8.2.11)
scaling __ 0.5 scaling
ry ~ [ 1 ] © Ayt

Since these errors add additional uncertainty to the model, we propose to estimate the

covariance matrix of the correlation model as follows :
. . . 2
Sf — g + ([005 (1)] ® A;rtanslatlon + [6 (1)] ® Ary(;tatlon + [005 (1)] o A;ﬁahng) (8212)

While S¢ is constant over time, S¢ dynamically varies with the surrogate deviations, inflating
the model uncertainty when a surrogate deviation from the training conditions is observed.

Figure 8.2 presents the integration of this adaptive estimation into the KF'T workflow.

8.2.5. Data and post-processing
8.2.5.1. Data collection

For the purpose of validating the proposed method, breathing motions are collected for 9
volunteers via dynamic MRI. Data acquisition has been approved by the ethics committee of
the CHUM (project no. 17.289) and it has been conducted in accordance with the principles

embodied in the Declaration of Helsinki. Because the accuracy of the predictions depends not
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Fig. 8.3. Simplified illustration of the different types of surrogate deviation from the training
data. The current set of surrogate positions deviate from the training data set (0). The
transformation successively composed of (1) translation (2) rotation and (3) scaling expresses
this deviation as it aligns the transformed set of surrogate positions with the training set
(4). The black borders indicate the most recent surrogate position.

only on the intrinsic accuracy of the framework itself but also on the quality of the surrogate
motion, we examine different surrogate candidates for that purpose. Traces of a lung target,
one external surrogate (abdominal marker) and one internal surrogate (anatomical point
in the liver) are collected for 4-minute breathing sequences including changes in breathing.
Throughout the paper, the term liver will refer to the internal surrogate, while the term
abdomen will refer to the external surrogate. Data is transformed into the principal
component axes to express the positions along their two principal directions defined during
the training step. Details about the data collection are reported in [152]. To overcome the
technical constraints imposing interleaved target and surrogate sagittal slices and an average

time sampling of 1 Hz, interpolation (described in the next section) is performed.
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8.2.5.2. Data interpolation preserving motion stochasticity

To synchronize all data and simulate a high sampling rate, each signal is interpolated
at a sampling period A; = 100 ms using an interpolation method that preserves motion
stochasticity. While simple interpolation will fail to reproduce the intrinsic stochasticity of
the motion, in the present study we assume each motion to follow a stochastic Markovian
process. This can be interpreted as a motion z(t) being a random variable whose expectation
is guided by a smooth signal p(t) and whose stochastic components e(t) are time-correlated.
Given known positions z(t,.q) acquired at times t,.,, we aim to interpolate the positions for
times #interp. The sampling frequency of the acquisitions is sufficiently high to accurately
reconstruct the temporal evolution of the signal expectation pt(tinerp) via the Whittaker-
Shannon interpolation method. To generate the stochastic components at interpolation
times interps 1-€., €(tinterp), @ Gaussian process regression [184] is performed on the residuals
€(tacq) = Z(tacq) — M(tacq). The resulting conditional probability p (€interp|€acq) is used to
simulate the stochastic components e(tiyerp). The interpolated signal is finally obtained
by Z(tinterp) = H(tinterp) + €(tinterp). Figure 8.4 illustrates an example of measured and
interpolated data. Note that this interpolation method is used for the purpose of generating
realistic high-rate ground-truth signals from measured data and is independent of the
proposed Bayesian framework. The detailed method and calculations are provided in the

supporting information section.

8.3. RESULTS

8.3.1. Experimental training and testing

An initial period of 15 seconds is dedicated to the training of the models for each
volunteer. The target-surrogate training set for building the correlation model consists of
M = 15 pairs of concomitant target and surrogates positions acquired at different breathing
phases within the 15-second period, analogous to the Synchrony® algorithm [26]. The
surrogate dynamic model uses the 10 Hz surrogate data which is continuously available:
the coefficients are updated with a sliding window retraining at 2 Hz, which is found to

provide sufficient prediction accuracy. Testing is performed over the remaining time of the
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Fig. 8.4. Example of measured and interpolated data for the abdominal marker motion

along the principal direction for a volunteer over the course of 30 secondes.

4-minute sequences without any new target measurements fed to the framework (i.e., the

framework relies exclusively on surrogate measurements). Examples of training and testing

points for a volunteer breathing sequence are illustrated in figure 8.5. The latency used in

this study is 300 ms.

coordinate 1
coordinate 2
target measurements for training

Fig. 8.5. Example of target training and testing sequence.

8.3.2. Metrics used

Following KFT, the PDFs are Gaussian thus the confidence region (CR) of the predictions

(i.e., the two-dimensional generalization of a confidence interval) is derived from the variance
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of the predicted PDF p(x;11]y1.¢) = N (ﬁt+1|t, 2t+1|t> calculated with equation (8.2.5). The
predicted 100(1 — @)% CR corresponds to a ellipse whose center is the predicted position
Xi+1c and whose radius is \/ 21n (i) \/ (f]tﬂ‘t) along the coordinate n. The proportion of

actual lung target positions lying within the 95% CR over a given temporal window T is

defined by:

_ #{x, Vt € T|x;, € 95%CR}
Pos = AT

with x; the actual target position at time ¢t. The target prediction error at time ¢ is defined

(8.3.1)

by [|x: — Ryje—all-

8.3.3. Accuracy of predicted confidence regions

In this section, we assess the accuracy of the confidence regions predicted by the Bayesian
framework under two cases :

Case a) using constant covariance estimates S¢ presented in section 8.2.3;

Case b) using new adaptive covariance estimates S¢ derived from continuous surrogate
insights, as described in section 8.2.4.
The remaining parameters are estimated in accordance with section 8.2.3. The proportions
pos of actual lung target positions lying within the predicted 95% CR are reported for both
cases in figure 8.6. Since the accuracy of the region may vary over time, the proportions are
calculated over a 30-second sliding window during each 4-min sequence, and their statistics
are displayed. In case a) the CRs are largely underestimated for a vast majority of volunteers
and surrogates, and pgs demonstrates important variations over time down to below 20%.
In case b), the predicted CR is consistently more accurate. The median proportions are
greater than 90% for a majority of surrogate-volunteer combinations, for both directions.
On average, over the cohort, using the adaptive strategy leads to an increase of 40 and 35
p-p- of the median proportion with the liver and abdomen surrogates, and an increase of
51 and 46 p.p. of the minimum proportion observed, which indicates a better and more
consistent coverage over time. To verify the theoretical accuracy of the predicted 95% CR,
free-breathing alone is also investigated, during which the risk of model breakdowns is lower.
The average median over the cohort is equal to the 95% theoretical value for both surrogates

when using the adaptive estimates, and the constant covariance strategy gives slightly lower
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average medians (90% and 91% for the liver and abdomen surrogates), while the average
minimum pg5 observed are 91% and 85% for the adaptive and constant strategy, respectively.
Furthermore, for most of the volunteers, a correlation is observed between the time behavior
of the predicted uncertainty using adaptive covariance estimates and the magnitude of the
prediction errors over the whole sequence. An example is illustrated in figure 8.7 (i), where a
clear model breakdown occurs after around 195 seconds, caused by a change in the breathing
type and leading to a severe increase of the target positioning errors. Such a breakdown
should be ideally reflected by an expansion of the CR, which is observed when using adaptive
covariance estimates whereas using constant covariance estimates leads to underestimated
and unreliable confidence regions. We can also observe that the CR resulting from adaptive
covariance estimates match the ones resulting from constant estimates when the initial model
is adequate and leads to low prediction errors. Figure 8.8 shows the corresponding full
spatial visualization of the 95% CR. In the event of a drastic change of the target-surrogate
relationship, the CR enlargement may be not enough to encompass the true target position,
as observed in figure 8.7 (ii) for volunteer 6. Nevertheless, the sudden expansion effectively

alerts alerts the user to the possibility of large prediction errors.

8.3.4. Ability of the confidence region to detect large errors

A closer examination of the ability of the CR resulting from the proposed adaptive
covariance estimates to detect large errors is performed. A suitable way to quantify this
performance is to analyze the receiver operating characteristic (ROC) curve [81,115,188]
under various conditions. More specifically, the sensitivity and specificity are computed. For
a given error threshold ¢, sensitivity corresponds to the proportion of target errors > € that
were detected (i.e., true positive rate) while specificity represents the proportion of errors < €
that are correctly identified as likely to be < € (i.e., true negative rate). In the present study,
detection is triggered when the quadratic sum of the radii of the predicted 100(1 — «)% CR
exceeds €. ROC curves are obtained by plotting sensitivity versus (1-specificity) as « varies.
The error threshold is set equal to e = 5 mm. ROC curves averaged over the volunteer cohort
are displayed for both surrogates in figure 8.9. Sensitivity and specificity of detecting errors
greater than 5 mm varies with confidence limit selection : increasing sensitivity is associated

with decreased specificity. At high sensitivity (90%), a specificity of 54% and 47% is observed
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Fig. 8.6. Proportion of actual lung target positions lying within the predicted 95%
confidence region (CR) over the 4-minute sequence of each volunteer, for both surrogates.

when using the liver and abdomen respectively. For comparison with existing literature, the
surrogate-based metrics proposed by Malinowski et al. [115] for surrogate-target correlation
were also evaluated. At 90% sensitivity, the Hotelling’s T2 statistics were found on average
to be less specific by 14 p.p. and 20 p.p. when using the liver and abdomen surrogates,
respectively. The @ residuals statistic was found less specific by respectively 24 p.p. and
22 p.p.. Unlike the proposed uncertainty estimation, these metrics ignore deviations within
the range of training positions, which may result in reduced sensitivity. In addition, while
these metrics also rely exclusively on surrogate monitoring, a direct comparison is improper
since our method takes into account the additional uncertainty resulting from the latency

compensation.

8.4. DISCUSSION

Constant covariance estimates are commonly used in applications of KFT. However,
results of the present study show that such approximations are improper for non-stationary

breathing patterns and lead to overconfident predictions. We introduce a novel time-varying
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Fig. 8.7. Examples of predicted 95% confidence region (CR) projected along the first
principal direction. (i) Using adaptive covariance estimates, which rely exclusively on
surrogate measurements, enables the detection of unreliable target predictions, while CR
predicted from constant estimates fails. (ii) Although the CR is not wide enough to
compensate for the extreme change of the target-surrogate relationship, its sudden growth
effectively warns that the predictions may suffer from high prediction errors.

estimate based on surrogate information to dynamically adapt the uncertainty to the current
breathing conditions. More specifically, the estimates are inflated when the conditions differ
from the ones observed during the initial training, as it may result in model breakdowns.
By artificially inflating the covariance to reflect this additional uncertainty, the violation
of KFT’s assumptions is partly or completely compensated. Using the adaptive estimates
leads to significant and systematic improvements in accuracy and robustness of the 95%
CR associated with the predictions. Specifically, enlargement of the CR is observed when
the predictions are prone to large errors. On the other hand, when low uncertainty is
expected, which generally corresponds to low prediction errors, the CR from the adaptive
strategy often agrees with that from the constant covariance strategy. For a few volunteer-
surrogate combinations, lower accuracy can be observed when the divergence of the model

induced by the breathing pattern changes is too important to be fully compensated by
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Fig. 8.9. Average ROC curves over the cohort showing ability to detect target prediction
errors > 5 mm.

covariance inflation. This also occurs when the target-surrogate relationship changes without
the surrogate deviating from training conditions.

Since potentially large prediction errors are expected when high uncertainty is predicted,
the variation of the CR could be used to monitor the prediction accuracy in real-time while
relying exclusively on surrogate signals. The ROC analysis shows the ability to detect large

errors as well as the tradeoff between sensitivity and specificity. The confidence level 100(1 —

129



)% determines the tradeoff between false positive and false negative detection errors and
should be chosen depending on the specific application. If the detection mechanism triggers
beam pause, then each detection reduces delivery efficiency, which extends the treatment
duration. Therefore, it may be preferable to select a relatively low confidence level, to have
high specificity and avoid too much beam-off time. Conversely, if the detection mechanism
triggers a target measurement to validate or update models as in Synchrony® systems, then
the cost of a false positive error (i.e., unnecessary target measurement) is relatively small
compared to a false negative (i.e., missing a large error). In that case, a high sensitivity
is preferable, thus a high confidence level threshold is more appropriate. False positives
are likely to occur if the breathing conditions changes from the training conditions while
the training model remain valid. Nevertheless, if a target measurement is triggered by
the detection mechanism, it could be used to update the reference conditions to prevent
unnecessary flagging of future similar conditions.

Practical implementation of KFT is challenging due to the difficulty of getting accurate
estimates of the parameters and noise involved, especially when their values are likely to vary
over time. They are usually estimated from expectation-maximization over a set of training
samples, but this has proved inadequate when the data set is limited [60]. While hand-
tuning can be complex, tedious and case-specific, we rather propose in this study simple and
general estimates in accordance with limited target data as available in practice. In addition,
the noise produced from the image guided tracking system, if known, can be included in the
covariances estimates.

Finally, during image-guided radiotherapy, target positions can be intermittently
measured with X-ray imaging while surrogate signals can be continuously obtained by
infrared imaging or ultrasound. However, for the present study, dynamic MRI is employed
to acquire realistic and simultaneous ground truth data. Another consideration lies in the
interpolation of the signals. To obtain high-frequency ground truth signals while preserving
realism, the respiratory traces are interpolated using a Gaussian process regression that
accounts for the stochastic nature of the motions. Although the resulting traces may not
be the real ones, they still possess the characteristics of the true motions, such as the

amplitude, temporal trends, inherent noise and inter-signal relationships.
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In most adaptive systems, validation measurements are taken at a fixed rate set by the
user, typically about once per minute [36]. Despite the proven benefits of such approaches
over their stationary counterparts [79,98,187], there are still certain limitations associated
with acquiring images at a preselected regular interval. In particular, changes in the target-
surrogate relationships occurring between two measurements cannot be detected until the
next one, resulting in potentially high errors during this period of time. Findings from
this study could be further used to predict future target positions while automatically and
optimally triggering risk management mechanisms in a prospective fashion. More precisely,
the timing of radiographic images to validate target positioning could be controlled by the
algorithm itself, based on an adaptive confidence region. When the prediction reliability
is found to be insufficient, i.e., corresponding to a large confidence region, a kv-image
could be acquired to verify the prediction accuracy. To determine the appropriate motion
management scheme, adaptive systems typically use the error between predicted and actual
target positions: in the case of small errors, the model is updated in real-time, but if the
error is large, it has to be rebuilt using a new set of target measurements [26]. Future work
will examine strategies for updating models and evaluate the benefit of uncertainty-driven

validation.

8.5. CONCLUSIONS

The present work is a proof-of-concept study addressing the problem of predicting real-
time confidence regions along with the target future position from a surrogate signal, without
ever measuring the actual target location. A time-varying uncertainty estimate based on the
surrogate motion is introduced within a Bayesian framework specifically designed for indirect
tracking. Such adaptive approach is found to be necessary to provide accurate confidence
regions over time and allows detection of unreliable target predictions. The predicted
confidence information can be used to prospectively detect large errors with high sensitivity
and reasonable specificity. The findings of this study have the potential to improve research

towards real-time control of prediction accuracy and optimization of validation timings.
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Chapitre 9

INTRODUCTION A L’ARTICLE 3:
VALIDATION BASEE SUR
L’INCERTITUDE

9.1. MISE EN CONTEXTE DE L’ARTICLE ET OBJECTIFS

Dans les scénarios simulés dans les études des articles 1 et 2, la position de la cible
tumorale n’est mesurée que pendant la période d’entrainement initiale. Les prédictions sont
ensuite réalisées uniquement a partir de I’'observation du signal substitut, sans jamais vérifier
ou mettre a jour les modeles avec de nouvelles mesures de la cible. Ces scénarios permettent
d’évaluer la robustesse de la méthode et la détection des erreurs de prédiction élevées, mais
ne sont pas recommandés pour la pratique clinique. En effet, les systemes hybrides tels que
le Cyberknife permettent de valider régulierement la précision des prédictions en prenant
des radiographies de la cible tumorale pendant la fraction de traitement. L’erreur entre
la position prédite et observée détermine généralement les actions & entreprendre [26]. Si
Ierreur est inférieure a un certain seuil, alors le modele de corrélation est simplement mis a
jour, en ré-entrainant le modele a chaque nouvelle mesure selon le principe "premier entré,
premier sorti" [33,36,144]. Si l'erreur est trop importante, alors le traitement est suspendu,
et un nouvel ensemble de mesures de la cible est acquis pour construire un nouveau modele de
corrélation. Le premier objectif de 'article 3 est donc d’adapter la méthode bayésienne afin

d’intégrer des mesures occasionnelles de la position de la cible pour améliorer les prédictions.



En particulier, lorsqu’une nouvelle mesure de la cible est disponible, 1’étape de correction
doit étre modifiée afin de ne pas propager inutilement les incertitudes passées.
Généralement, les mesures de validation sont acquises a intervalles de temps fixes
et prédéterminés, environ 1 & 2 images par minute [26]. Toutefois, les résultats de
certaines études pour le suivi indirect suggerent que le moment de la mesure de validation
influe grandement sur la précision des prédictions, selon la phase respiratoire et/ou
lirrégularité de la respiration, et que les bénéfices d'une fréquence de validations élevée
varient considérablement d’un patient a I'autre [36,41]. Un changement dans la relation
cible-substitut se produisant entre deux mesures ne peut pas étre détecté avant la prochaine
mesure, ce qui peut entrainer des erreurs élevées pendant cette période. Intuitivement, les
mesures de validation de la position de la cible devraient plutét étre déclenchées lorsque
Iincertitude de la prédiction est élevée. Quelques études sur le probleme de la compensation
de la latence ont montré que l'incertitude permet d’identifier a ’avance les prédictions ayant
une probabilité élevée d’erreur importante [81,83,93,188]. Pour ce genre de probleme, le
signal a prédire étant observé en temps réel, a chaque instant la précision de la prédiction
précédente est connue, ce qui facilite 'estimation de lincertitude. Ce n’est pas le cas
pour le suivi indirect. L’article 2 ayant proposé une méthode pour estimer en temps réel
I'incertitude des prédictions de la cible a partir de I'observation du substitut, un processus
de validation basée sur lincertitude est alors désormais réalisable. Le second objectif
de l'article 3 est donc d’établir et simuler un tel processus dans le cadre de la méthode
bayésienne et d’en évaluer les bénéfices comparé au processus de validation régulier (a
intervalles de temps fixes) et au cas sans validation. Contrairement a la validation réguliere,
la validation basée sur 'incertitude est controlée par 'algorithme et s’adapte en temps réel.

Les objectifs de 'article peuvent étre donc résumés ainsi:

Objectifs de l’article 3

(1) Développer une version adaptative de la méthode bayésienne afin d’intégrer des

mesures occasionnelles de la position de la cible

(2) Evaluer les bénéfices d’un processus de validation basée sur I'incertitude prédite, et

comparer avec le processus régulier et le cas sans validation
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9.2. PRINCIPAUX RESULTATS ET IMPACTS

La version adaptative de la méthode bayésienne est résumée par la figure 10.1. Les trois
processus de validation simulés, a savoir 1) sans validation, 2) validation réguliere (c’est-a-
dire, & intervalles de temps fixes) 3) validation basée sur l'incertitude, sont illustrés par la
figure 10.2.

Le RMSE est utilisé pour mesurer I'impact des différents schémas de validation sur la
précision des prédictions. Les résultats sont présentés aux figures 10.3 et 10.4. Dans le
cas de la validation réguliere (2), I'instant de la validation initiale détermine les instants de
validation subséquents. Des délais initiaux variant de -5 s a +5 s sont donc simulés afin
d’étudier son impact. Pour chaque volontaire, on peut donc calculer le RMSE minimum,
maximum et moyen. Comme observé par Kanoulas et al. [41], I'instant de la validation
initiale a une incidence significative sur la précision des prédictions. Pour un méme
volontaire, les variations moyennes entre les valeurs RMSE maximum et minimum sont de 1.7
mm et 2.8 mm avec 1'utilisation du foie et de 'abdomen comme substitut, respectivement.
Selon l'instant initial de la validation réguliere (2), la précision des prédictions peut étre
améliorée ou dégradée comparé au cas sans validation (1).

Avec la validation basée sur I'incertitude (3), les instants de validation sont déterminés en
temps réel par 'algorithme selon le mouvement du substitut. Le RMSE est significativement
réduit, en moyenne de 12% et 17% comparé au RMSE moyen obtenu avec la validation
réguliere (2), pour le foie et I'abdomen respectivement. Le processus de validation basé sur
'incertitude permet également de réduire davantage l'incidence des larges erreurs (> 5mm),
comme détaillé sur les figures 10.5 et 10.6. En moyenne, comparé au cas sans validation (1),
cette incidence est réduite de 4.2 p.p. avec la validation réguliere (2) contre 7.5 p.p. avec
la validation basée sur l'incertitude (3) pour le foie, et de 8.1 p.p. contre 14.3 p.p. pour
I’abdomen.

Finalement, une métrique importante a mettre en perspective est le nombre de mesures
de validation correspondant a chaque processus, présenté sur les figures 10.3 et 10.4. Pour
la validation basée sur l'incertitude (3), ce nombre varie selon chaque volontaire et n’est
pas déterminé par la durée de la séquence respiratoire. Lorsque la séquence respiratoire est

peu affectée par des changements de corrélation, des prédictions plus précises sont obtenues
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tout en utilisant moins de mesures de validation que la validation réguliere (2). Lorsque le
volontaire ou le substitut est sujet a des changements de respiration/corrélation, les résultats
indiquent que davantage de mesures sont requises par ’algorithme, ce qui permet une plus
forte réduction des erreurs. L’efficacité des processus de validation ne dépend donc pas
simplement du nombre de mesures, mais plutét des moments auxquels sont acquises ces
mesures. Un changement dans la relation cible-substitut peut ne pas étre détecté si le modele
actuel reste suffisamment précis pour la phase respiratoire au moment de la mesure, alors
qu'une mesure a une autre phase pourrait avoir signalé une erreur importante et permis
I’'ajustement du modele. Les résultats suggerent que l'algorithme basé sur l'incertitude
permet de déclencher une mesure de validation a l'instant le plus susceptible de mener a
la détection d’une erreur élevée, et donc que les instants de validation peuvent étre optimisés

en temps réel.

Cette étude évalue pour la premiere fois un processus de validation pour le suivi indirect
en radiothérapie dont les instants des mesures s’adaptent en temps réel, sans étre restreints a
des intervalles de temps fixes et prédéterminés. Les résultats confirment que les incertitudes
prédites par la méthode bayésienne permettent de détecter les erreurs de prédictions élevées,
et démontrent que le processus de validation basé sur ces incertitudes a le potentiel d’étre plus
efficace que les validations régulieres. Cette étude a un impact significatif sur la précision
des traitements: l'optimisation des instants auxquels effectuer les mesures de la cible est
cruciale pour assurer la détection automatique des changements respiratoires susceptibles de

provoquer des erreurs importantes et permettre I’ajustement des modeles.
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ABSTRACT

Objective: Hybrid indirect tumor tracking strategies combine continuous monitoring
of surrogate signals with episodic radiographic imaging of the target to check and update
their models during the treatment. This validation process is traditionally performed at
predetermined and fixed-rate time intervals. This study investigates a new validation
procedure based on the real-time uncertainty associated with the predicted target positions.

Approach: An adaptive version of a Bayesian method for indirect tracking is developed
to simulate different validation processes within a single framework: no validation, regular
validation and uncertainty-based validation. While regular validation involves measuring
targets at fixed intervals, uncertainty-based validation takes advantage of a key Bayesian
feature, which is the real-time confidence information associated with predictions. The
validation processes are applied to ground truth breathing signals consisting of a lung target
and two different surrogates (one internal, one external). Their impact on prediction accuracy
is evaluated with root-mean-square error (RMSE) and incidence of large errors. The number
of validation measurements triggered is also examined.

Main results: When using the internal surrogate and compared to regular validation,
uncertainty-based validation results in significantly better prediction accuracy while using
fewer validation measurements: RMSE and fraction of large errors are reduced on average
by 12% and 26% respectively, with 36% fewer validation measurements. With the external
surrogate, whose correlation with the target is less stable over time, more validation
measurements are automatically triggered, which leads to a substantial reduction of
prediction errors: RMSE and fraction of large errors are reduced on average by 17% and
28% respectively compared to regular validation. It is also observed that depending on the
initial instant, regular validation can result in worse prediction accuracy compared to no
validation.

Significance: Uncertainty-based validation has the potential to be more efficient and

effective than a validation process performed at prescheduled and fixed-rate time intervals.
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10.1. INTRODUCTION

Respiratory-induced tumor motion is a significant source of positioning uncertainties for
lungs in radiation therapy [8,11]. Accounting for this motion is a crucial and non-trivial
task that can be addressed with real-time tracking approaches [26], which require to (1)
accurately localize the tumor target and (2) compensate for the system latency [4,11]. For
indirect tracking strategies, target localization (1) is achieved through spatial correlation
with breathing surrogate signals being continuously monitored by optical devices [26] or
ultrasound imaging [27].

The success of indirect tracking depends on the accuracy of both temporal predictions
of the target and spatial correlation with a surrogate signal. However, although lung tumor
motions appear regular in most individuals, they are likely to deviate from strictly defined
mechanical models. Indeed, changes in tumor motion amplitude, path and baseline position
have been observed over time, either caused by abrupt events like coughs or through other
gradual mechanisms like muscle relaxation [34]. In particular, the relative displacement of
different parts of the anatomy can also change over time, making it difficult to consistently
correlate the tumor positions with the surrogate motion. Many studies [34,37] have revealed
fluctuating correlation depending on the patient, the breathing type and the surrogate
localization, and that weak or time-dependant correlations can lead to geometric misses.

As a result, a correlation model built at the beginning of treatment may not remain
accurate over time to describe the actual target-surrogate relationship, resulting in potential
errors. For this reason, adaptive models have been investigated with hybrid monitoring
combining surrogate monitoring with sparse imaging of the target. Due to their ability to
intermittently verify and update the models against new imaging data during treatment,
adaptive frameworks can cope with breathing changes [36,41,98]. Clinical applications of
adaptive indirect tracking include the Cyberknife ©® system (Accuray, Sunnyvale, CA), which
re-calibrates its correlation model during the treatment with periodic additional stereoscopic
radiographs of the tumor. In most adaptive systems, new measurements are taken at a fixed
rate set by the user [26].

Few studies have investigated the impact of the choice of validation timings, i.e., the

times at which a target measurement is acquired for validation purpose. Seppenwoolde et
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al. [36] found that the timing of the validation measurement greatly impacts the accuracy
of the predictions and showed that errors can be reduced through successively more frequent
updates. However, the benefit of increasing the imaging frequency was proven to vary widely
from patient to patient, and the study was limited to fixed-rate time intervals. Kanoulas et
al. [41] also used fixed-rate time intervals and observed that the quality of the predictions
is highly dependent on the breathing phase at which the tumor position is acquired for
updating.

Performing validation and/or updating at preselected regular intervals may be not
optimal. Few studies [81, 83,93, 188] investigated rather the use of an estimation of the
uncertainty associated with the predictions to automatically trigger motion management
processes when low confidence is expected, but they focused on the latency compensation
only, i.e., predicting future positions knowing the past ones. Malinowski et al. [187] showed
that surrogate-based update timing can lead to an accurate correlation model while limiting
the necessity for frequent imaging compared to regular timing. However, the study did
not consider latency compensation, and the target measurements available were limited to
the instances at which radiographic tumor localizations were available, i.e., the validation
timings were not in control of the algorithm.

Recent work has proposed a surrogate-based Bayesian framework that combines both
spatial correlation and latency compensation tasks while providing confidence regions along
with the predictions [185]. This confidence information can be used to detect when the
predictions cannot be inferred with sufficient reliability, and therefore to identify breathing
points with a high probability of large prediction error. The present study presents
an adaptive version of the Bayesian framework specifically designed to exploit this key
feature. When the prediction reliability is found to be insufficient, target measurements
are automatically triggered for validation. As such, the measurement timings are controlled
by the algorithm itself. The purpose of the work is to evaluate the impact of using
this uncertainty-driven validation process on prediction accuracy. Comparisons with no

validation and regular validation rates are also performed.
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10.2. MATERIALS AND METHOD

10.2.1. Data

During image-guided radiotherapy, surrogate signals can be continuously obtained by
infrared imaging or ultrasound while target positions are occasionally obtained by x-ray
imaging. For the present study, surrogate and target ground truth positions sampled
with high frequency (e.g. 10 Hz or better) are necessarily required to simulate varied
validation timings and evaluate prediction accuracy. For that purpose, breathing motions are
collected for 9 volunteers via dynamic MRI. Data acquisition has been approved by the ethics
committee of the CHUM (project no. 17.289) and it has been conducted in accordance with
the principles embodied in the Declaration of Helsinki. Since the choice of the surrogate affect
the accuracy of the predictions, one external surrogate (abdominal marker) and one internal
surrogate (liver structure) are considered. Throughout the paper, liver refers to the internal
surrogate, while abdomen refers to the external surrogate. Traces of a lung target (a lung
vessel) and both surrogates are collected for each volunteer during 4 minutes with breathing
changes. Details about data collection are reported in reference [152]. To obtain high-rate
ground truth signals while preserving realism, the respiratory traces are interpolated at 10 Hz
using a Gaussian process regression that accounts for the stochastic nature of the motions.
This way, the data generated presents a stochastic behavior while being representative of

human respiratory motion. More details can be found in reference [185].

10.2.2. Static Bayesian framework

Before introducing the adaptive version of the Bayesian framework for indirect tracking,
its static version previously investigated is summarized.

The advantage of this probabilistic method is that all available information from the
initial time-step, including the model uncertainties, is exploited to improve the predictions.
By treating the target location as a random variable x; rather than a deterministic quantity,
this method outputs the probability density function (PDF) p(x41|y1.¢) of the future target
position conditioned on the series of past surrogate measurements yq., = {y1,y2,....y: }- Such

approach offers a natural description of the uncertainty associated with the prediction. In
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particular, because the method is based on Kalman filter theory, the prediction follows a
Gaussian distribution of the form p(x;11|y1.¢) = N (ﬁt+1|t, ﬁ)t+1|t). The expectation value
Xi+1¢ is the best estimation of the future target position at time ¢ + 1 when the current
time is ¢, while the covariance matrix ZAJHW reflects the uncertainty of the estimation. This
step is known as prediction step and uses the previously estimated density to produce the
future one. The correction step refines the prediction once an observation is available and
outputs p(Xt+1‘y1:t+1) =N (f{tﬂ, 2t+1>. In the static version, no target measurements are
provided to the framework after the initial training: the observations correspond exclusively
to the surrogate positions, which are taken in account via a target-surrogate correlation
model. By monitoring the surrogate positions, the covariance matrix of the correlation
model is dynamically adapted to reflect increasing uncertainty when the surrogate motion
deviates from the breathing conditions observed during model training, also referred as
reference conditions. This feature was found to be necessary to provide accurate confidence
regions over time. The Bayesian algorithm consists of prediction and correction steps applied
recursively. Details and mathematical calculations about the framework can be found in a

previous study [185].

10.2.3. Adaptive Bayesian framework

Now, we consider the adaptive scenario where intermittent measurements of the target
position are available at times {Ty.} for validation purposes. Values of the set {Tya} of
validation timings are discussed in the next section. This additional target information can
be valuably incorporated into the framework to improve the predictions as follows.

After the prediction step providing X4, and 2t+1|t is completed, a target measurement
xyy1 is performed if t + 1 € {T\u}. The treatment beam is paused until completion of
the correction step. For most adaptive systems, the error between predicted and actual
target position is used to determine the motion management scheme: the correlation model
is updated in real-time if the error is small, or completely rebuilt using a new set of target
measurements if the error is high [26]. This process is reproduced in the present study. In
our case, the localization error is given by the norm |[x¢ 1 — Xeqpe]-

If the error is less than 5 mm, the target-surrogate correlation model is updated according

the standard first-in first-out (FIFO) principle, by adding the new data pair to the training
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set, discarding the oldest pair and retraining the model [189]. The reference conditions of
the surrogate are also updated to refine the model uncertainty estimation. As the target
position x;.; is directly observed, the correction step becomes : X;,; = X;4; and 2t+1 =0,
which implies that the next prediction will build on the true target measurement, stopping
the propagation of past uncertainties and possible errors.

If the error is greater than or equal to 5 mm, a complete rebuild of the correlation
model is performed. Previous training datasets are discarded while a new set of ten pairs
of concurrent target and surrogate measurements are acquired to train the model. Previous
reference conditions of the surrogate are also discarded, and the surrogate positions observed
during the re-training period are used as new reference conditions. The most recent target
measurement is used as expectation value for the correction step, and the corresponding
covariance matrix is set equal to a zero matrix.

For the sake of clarity, the adaptive version of the Bayesian framework for indirect

tracking is summarized by the workflow in figure 10.1.

10.2.4. Validation timings

In the present study, three validation schemes are investigated:
1) No validation
2) Regular validation
3) Uncertainty-based validation
Figure 10.2 illustrates the different schemes. They are implemented into the adaptive

Bayesian framework via the choice of appropriate validation timings {T,}, as follows:

10.2.4.1. No wvalidation

After the initial training of the correlation model, no new target measurements are
provided to the framework during testing. This scheme corresponds to the static version

of the framework, which is equivalent to using the adaptive version with {T,.} = .
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Fig. 10.1. Schematic diagram of the adaptive Bayesian framework for indirect tracking.

{Tya} is the set of validation timings. Initial training is not represented.

10.2.4.2. Regular validation

In this scenario, validation measurements are performed at a constant interval of 30 s,
from the end of the training period at time ¢y [26]. As noticed by Kanoulas et al. [41],
the instant of initial validation, which determines the subsequent validation timings, has
a substantial impact on the prediction accuracy. To consider this effect, the experiment
is repeated several times by simulating an initial delay 9; varying from -5 s to 5 s with
300 ms intervals, for each volunteer and each surrogate. The validation timings are
{Tyari} = {to +30+d;,t0 + 60 + ¢;,...} for each delay d;. If a rebuilding is performed, the

next validation timing starts 30 s after the last training measurement of the target.
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Fig. 10.2. Ilustrated schematics of the three validation schemes investigated: no validation,
regular validation and uncertainty-based validation. For clarity, only 1D motion is displayed

and initial training is not represented.

10.2.4.3. Uncertainty-based validation

The adaptive version of the framework presented in this work allows the algorithm to
control the validation timings according to the predicted uncertainty. When the prediction
reliability is found to be insufficient, i.e., corresponding confidence region is large, then a

target measurement is automatically triggered for validation, as follows :

t+1e{Tw} if \/2 In (é) \/(ﬁ)tﬂt)ll + (ZA)tH‘t)QQ > 5 mm
t+1¢{Tym}  otherwise

where \/ 21n (i)\/ (f}tﬂu)n + (2t+1|t)22 corresponds to the quadratic sum of the radii of
the 100(1 — )% confidence region predicted for time t 4+ 1 at time ¢. In the present study,
a 60% confidence level (o = 0.4) is selected to balance the technique’s ability to detect

mismodelings with the tendency toward false detections of such breakdowns, i.e., tradeoff
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between sensitivity and specificity [185]. It is worth noting that contrary to the regular
validation timings, the uncertainty-based validation timings are not prescheduled: the timing

set {Tya} is adaptive and built in real-time.

10.3. RESULT'S

10.3.1. Simulation of initial training and testing

Initial training of the models is performed within the first 15 seconds of each volunteer’s
sequence. To build the target-surrogate correlation model, 15 pairs of concomitant target
and surrogate positions covering different breathing phases within the 15-second period are
used, analogously to the Synchrony® algorithm [36]. The surrogate-based model involved in
the prediction step of the framework uses the continuously available surrogate data sampled
at 10 Hz. To initialize the predictions, an initial PDF N (%o, 20) is required : the last target
position of the training set is used as initial mean and the initial covariance matrix is set
equal to the null matrix. Testing is performed over the remaining time of the 4-minute
sequence with continuous surrogate monitoring and occasional new target measurements. A

300 ms latency is used in this study.

10.3.2. Comparison of validation schemes

The present study focuses on the three validation schemes: 1) no-validation, 2) regular
validation and 3) uncertainty-based validation. Following the definition of the target
prediction error at time ¢ as the norm ||x; — Xy;—1||, the root-mean-square error (RMSE)
is calculated over each volunteer’s sequence to assess the impact of the different validation
schemes on prediction accuracy. Results for each scenario are presented in the upper part of
figures 10.3 and 10.4 when using respectively the liver and the abdomen as surrogate.

As previously detailed, different start times of validation are simulated for the case of
regular validation (2), since this may affect the quality of the predictions. For this reason,
intra-volunteer mean, minimum and maximum values of RMSE are reported for this scenario.
Minimum and maximum RMSE correspond to best and worst prediction accuracies achieved

with regular validation (2). Important variations are observed: for a same volunteer, the
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Fig. 10.3. The upper part of the figure reports the root-mean-square error (RMSE) of
the lung target predictions when using the liver as surrogate. Three validation schemes are
compared: no-validation, regular validation and uncertainty-based validation. The lower part
indicates the number of validation measurements triggered by the corresponding validation

schemes, i.e., the number of elements of {Ty, }.

average variations between maximum and minimum RMSE values are 1.7 mm and 2.8 mm
when using the liver and the abdomen, respectively. The lowest RMSE values achieved
with regular validation are systematically lower than the RMSE with no validation, which
indicates that applying regular validation can improve the predictions compared to no
validation (1). However, depending on the start time, using constant validation rates can
also result in reduced accuracy: mean RMSE is increased in 3 out of 9 volunteers for both
surrogates, and the worst timings degrade the accuracy in 7 and 6 out of 9 volunteers with

the liver and abdomen.
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Fig. 10.4. The upper part of the figure reports the root-mean-square error (RMSE)
of the lung target predictions when using the abdominal marker as surrogate. Three
validation schemes are compared: no-validation, regular validation and uncertainty-based
validation. The lower part indicates the number of validation measurements triggered by

the corresponding validation schemes, i.e., the number of elements of {Ty. }.

When using uncertainty-based validation (3), RMSE is never worsened compared to no
validation, except for volunteer 8 with the abdominal marker. Over the cohort, RMSE
is reduced by 12% and 17% on average compared to the mean RMSE values of regular
validation (2) for liver and abdomen surrogates respectively. A paired-sample ¢-test confirms
the significance of this reduction (p = 0.0097, p = 0.0033). Note that no significant difference
is found between the minimum RMSE values of regular validation (2) and uncertainty-based

(3) RMSE , which suggests that validation based on uncertainty is at least as effective as
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the ideal regular validation, i.e., regular validation with the initial timings that lead to the
best prediction accuracy.

Another relevant measure of prediction accuracy is the incidence of high errors.
Figures 10.5 and 10.6 report the fractions of errors greater than 5 mm for the different
validation schemes. On average, compared to no validation (1), the fraction is reduced
by 4.2 and 7.5 p.p. for the liver with regular (2) and uncertainty-based (3) validation
schemes, and by 8.1 and 14.3 p.p. for the abdomen. Compared with regular validation,
uncertainty-based validation significantly reduces the fraction (p = 0.0050,p = 0.0034), by

almost two times.

40 F—1 T T T T T T T I
30 «
;\? Fraction of errors = 5mm with
= I 1) no-validation
220 - | 2) regular validation
< [ 3) uncertainty-based validation
LT [ range of fraction values
10 - .

Volunteer

Fig. 10.5. Fractions of errors equal to or greater than 5 mm for the different validation

schemes, when using the liver as surrogate.

An important metric to put in perspective with prediction accuracy is the number of
validation measurements triggered by the validation schemes, i.e., the number of elements of
{Tya1}. Results are presented in the lower part of figures 10.3 and 10.4 when using the liver
and the abdomen as surrogate, respectively. For each breathing sequence, regular validation
(2) corresponds to six or seven validation measurements while uncertainty-based validation
uses a varying number as it is adjusted online. When using the liver as surrogate, over
the cohort, an average of 4.3 validation measurements are triggered by the uncertainty-

based (3) validation scheme, which corresponds to 36% fewer measurements than for regular
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Fig. 10.6. Fractions of errors equal to or greater than 5 mm for the different validation

schemes, when using the abdomen as surrogate.
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Fig. 10.7. Example of actual and predicted lung target position when the target-surrogate
relationship is fairly stable over time, with a) regular validation and b) uncertainty-based
validation. Scenario b) results in improved prediction accuracy compared to scenario a). For

clarity, only 1D principal motion is displayed and initial training is not represented.

validation (2). Figure 10.7 illustrates an example of regular validation (2) and uncertainty-
based (3) validation timings for volunteer 9. In this example, uncertainty-based validation
(3) requires only two measurements while leading to better accuracy since the corresponding

fraction of large error is almost three times lower compared to regular validation (2). For
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volunteer 3, more validations are triggered but it results in a steeper reduction of the
prediction errors: compared to mean RMSE of regular validation (2), the RMSE is reduced
by 28% and the fraction of large errors is reduced by 56%. When using the abdominal
surrogate, a different trend is observed. On average over the cohort, one more validation is
required by the uncertainty-based (3) validation scheme compared to regular validation (2).
For the volunteers for whom equal or more validation times are required than for regular
validation (2), a substantial reduction of the prediction errors is achieved: compared to mean
RMSE of regular validation, the average RMSE is reduced by 26% and the fraction of large
errors by 40%.

10.4. DISCUSSION

Very little was found in the literature on the question of the impact of the validation
timings for indirect tracking in adaptive radiotherapy. In particular, most validation methods
that have been explored are limited to prescheduled fixed-rate time intervals. The present
study investigates a validation process based on the uncertainty associated with the target
prediction. Unlike conventional validation, this approach allows the algorithm to control and
adapt the validation timings according to real-time information and without the restriction
of fixed-rate time intervals.

An adaptive version of the Bayesian method for indirect tracking is developed to simulate
no validation, regular validation and uncertainty-based validation processes within a same
framework. The difference between these schemes lies in the definition of the validation
timings {Tya}. When recalibrating models once a validation measurement is acquired,
the error between predicted and actual target position is commonly used to determine the
appropriate process. In case of small errors, the correlation model is typically updated in real-
time, but if the error is large, it has to be rebuilt using a new set of target measurements [26].
The present study reproduces this traditional process, which is integrated into the framework
and applied to both conventional validation and uncertainty-based validation schemes. Using
the same protocol allows a direct comparison of the effects of each validation scheme’s
timings. In case of updating, the standard FIFO strategy is applied [33,36,144], which is

in accordance with the recommendation by Kanoulas et al. [41] to use conservative methods
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for low update frequencies. As the proposed method is exploratory, it is worth noting that
further research should be conducted to fine-tune it for use in clinical operation.

For regular validation, results show that an initial validation timing difference of a
few seconds can have a significant impact on prediction accuracy. As they determine the
subsequent validation timings, some initial timings can result in lower prediction errors
compared to no validation, while others can result in higher errors. These variations are
consistent with the observations of Kanoulas et al. [41] and may be explained by the different
breathing phases at which the target positions are acquired at validation instants. A change
in the target-surrogate relationship can occur but may not be necessarily detected if the
current model remains sufficiently accurate for the particular breathing phase at the instant
of the measurement, while a measurement at another phase may have flagged a mismodelling
and enabled its correction by an update or a rebuild. It could eventually be possible to
reduce this risk by using a burst of three consecutive target measurements instead of a
unique measurement (at the cost of increased imaging dose to the patient), but it was not
investigated in the present study. Such an approach should be performed at a lower frequency
and would require longer breathing sequences.

When using the liver as surrogate and compared to the mean RMSE values achieved with
regular validation, uncertainty-based validation leads to a reduction of 12% of the RMSE
while requiring 36% fewer validation measurements. This result suggests that more frequent
updates do not systematically correspond to more accurate target prediction, which was
noticed as well by previous studies [36,41,187]. When a prescheduled and fixed validation
rate is used, changes in the target-surrogate correlation occurring between two measurements
cannot be detected until the next one, resulting in potentially high errors in between. On
the other hand, if not leading to greater accuracy, the measurement causes the patient to
receive a small but unnecessary imaging dose. The results suggest that such issues are less
likely to occur when uncertainty-based validation is used, which means that this validation
process can be more efficient and effective.

With the abdominal surrogate and compared to the mean RMSE values achieved with
regular validation, a significant reduction of the RMSE is obtained as well, but more
validation measurements are triggered than with the liver. The fact that the abdomen

requires more frequent validations reveals that the framework finds the predictions to be
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more frequently unreliable than with the liver. The abdominal surrogate was indeed proven
to have a correlation less strong and less stable over time with the lung target [152].

The 60% confidence level was selected by analysis of the trade-off between sensitivity and
specificity presented in reference [185]. As demonstrated in the present study, this level leads
to general improvement compared to the regular validation for the cohort studied. It could
be eventually optimized for each individual. In practice, the actual target position is only
known intermittently. The level of confidence could be adjusted if needed according to the
observations during the treatment fraction (which lasts typically 30 to 60 min). For example,
if validation measurements are triggered too frequently (depending on specific clinical limits)
with low prediction errors, then the confidence level could be progressively increased to
increase the specificity. Conversely, safeguards could be implemented to check the prediction
error after a long period without triggering. If the error is high, the confidence level could
be lowered to increase the sensitivity. These clinical adjustments and optimizations could
be investigated on longer test sequences in a new specific study.

Finally, for the present study, dynamic MRI is employed to acquire realistic ground truth
data, which is necessary to enable simulating any validation timing. Breathing sequences
of 4 minutes including changes of respiration type are used to test the different validation
schemes. For future investigations, a larger cohort and longer test sequences should be
used to confirm the potential of uncertainty-based validation, but obtaining corresponding

continuous ground truth data can be challenging.

10.5. CONCLUSION

Uncertainty-based validation timings have the potential to be more efficient and effective
than regular timings. When the target-surrogate relationship is fairly stable over time,
more accurate predictions are obtained while using fewer validation timings. When severe
mismodelings occur over time due to changing correlation, more validation measurements
are automatically triggered to get a steeper reduction of errors. The findings of this study

could lead to improvements in real-time control of prediction accuracy.
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Chapitre 11

AUTRES CONTRIBUTIONS A LA
RECHERCHE

11.1. EVALUATION DE LA METHODE BAYESIENNE SUR
DES DONNEES CLINIQUES

11.1.1. Mise en contexte et objectif de I’étude

Jusqu’a présent, la méthode bayésienne développée dans le cadre de cette these a été
validée sur des séquences respiratoires de volontaires, acquises par IRM dynamique et
interpolées a haute fréquence. Puisque les positions du substitut et de la cible pulmonaires
sont ainsi connues a haute fréquence, il est possible de calculer les erreurs de prédictions en
tout temps, mais aussi de simuler des mesures de validation a n’importe quels instants de la
séquence respiratoire. Ces données ont donc permis d’évaluer en profondeur les performances
de la méthode proposée. Toutefois, bien que des efforts aient été fournis pour les rendre les
plus réalistes possibles (voir sections 6.3.1 et 7.2.1), ces données ne peuvent se substituer
entierement a de vraies données de traitements de patients atteints du cancer du poumon.

En effet, dans le cas des données de volontaires, la cible pulmonaire utilisée correspond
a un vaisseau du poumon et non a une véritable tumeur. La force et la stabilité de la
corrélation spatiale tumeur-substitut et vaisseau-substitut sont potentiellement différentes, ce
qui peut avoir un impact important sur les performances de la méthode. Une autre différence
majeure concerne la durée des séquences respiratoires. Alors que les séquences respiratoires

des volontaires étaient de 4 min chacune, les fractions de traitement au Cyberknife durent



typiquement plus de 30 min, au cours desquelles des changements dans la respiration
se produisent. Bien que les volontaires devaient respirer de quatre facons différentes,
des événements imprévisibles tels que 'apnée, la toux, le sommeil, les baillements ou la
relaxation musculaire graduelle n’ont pas été considérés mais peuvent affecter la précision
des prédictions, leur fiabilité ainsi que la détection des erreurs élevées.

L’objectif de cette étude est d’évaluer la méthode bayésienne sur des données cliniques
de patients atteints de cancer du poumon, traités au Cyberknife avec le systeme de suivi

Synchrony®.

11.1.2. Données et méthodologie
11.1.2.1. Données cliniques

Il est possible d’extraire, sous forme de fichiers journaux — aussi connus sous le nom de
log files —, les données de traitements effectués au CHUM au Cyberknife avec le systeéme
Synchrony®. Pour cette étude, les données de 20 fractions de traitement ont été utilisées.
L’amplitude moyenne du mouvement de la tumeur pour la cohorte de patients est de 27 mm.
Les durées des séquences utilisées varient de 29 min a 80 min. L’utilisation des données a été
approuvée par le comité d’éthique du CHUM (projet n® 19.026) et a été menée conformément
aux principes énoncés dans la Déclaration d’Helsinki.

A partir des fichiers journaux, on peut extraire les positions 3D des substituts externes
mesurées par imagerie infrarouge a 26 Hz. Il s’agit de trois marqueurs LED placés sur le
thorax du patient. Au cours de la fraction de traitement, la visibilité continue et simultanée
de ces trois marqueurs n’est pas garantie: souvent, il arrive que seuls un ou deux marqueurs
soient visibles la majorité de la fraction, et/ou que certains marqueurs soient masqués
temporairement a plusieurs reprises selon la respiration du patient. La méthode de suivi
doit donc étre capable de s’adapter a un nombre fluctuant de substituts visibles.

Les fichiers journaux fournissent également les positions intermittentes de la tumeur,
observée environ une fois par minute par imagerie radiographique, sous forme d’une mesure
unique ou sous forme de séries de deux a trois mesures consécutives, espacées chacune

d’environ une seconde ou moins, selon le patient.
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Finalement, il est aussi possible d’extraire des fichiers journaux les prédictions obtenues
par le systéme Synchrony®, pour lequel une latence A, = 115 ms est considérée. La
figure 11.1 présente les prédictions et mesures obtenues pour un objet de test reproduisant

un mouvement respiratoire sinusoidal.
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Fig. 11.1. Validation des données des fichiers journaux. a) Objet de test reproduisant un
mouvement respiratoire sinusoidal. La cible mesurée est le centre de la boule blanche, et les
substituts externes sont les deux marqueurs noirs. b) Prédictions de Synchrony et mesures

de la cible.

11.1.2.2. Méthode bayésienne

Cette étude propose une adaptation préliminaire de la méthode bayésienne présentée
dans les articles 2 et 3 aux contraintes des données cliniques. En particulier, parce que
le nombre de marqueurs visibles varie, certaines modifications sont apportées. Le vecteur
x; correspond au vecteur des positions de la cible tumorale dans les directions SI, LAT et
AP. Le vecteur y; est construit comme le vecteur des premieres composantes principales

des N,;s+ marqueurs visibles. Par exemple, si y; pc1+ désigne la position du marqueur j au
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temps t selon la premiere composante principale, lorsque les trois marqueurs sont visibles,
Yyt = [yl,PCh Ya2,pC1, y3,Pc1]T-

A partir d’un ensemble de données d’entrainement initial, deux modeles linéaires de
corrélation sont établis. Le premier modele de corrélation est celui présenté dans les
approches proposées précédemment, selon le modele: y, = H;x; + ¢;. Chaque position
visible y; pc1,+ est estimée a partir d'une somme pondérée des éléments de x; et d’un biais.
La matrice H; des coefficients est de dimensions N,;s; X 3, et le vecteur de biais c, est de
dimensions N,;s; x 1. Un second modele linéaire est proposé, comme suit. Des régressions
linéaires sont réalisées pour estimer chaque élément (x;), indépendamment a partir de chaque
substitut y; po1 ¢, selon le modele (x;); = hy; ,y;,pc1,+¢j;,. On peut alors établir le modele de
corrélation suivant: x, = Hjy;+c;. La matrice Hy est de dimensions 3 X IV,;s; et contient les
éléments hf;, /Nyist correspondant aux marqueurs visibles. Le vecteur ¢} est de dimensions
3 x 1 et correspond a la moyenne des éléments ¢j;, associés aux marqueurs visibles. De cette
facon, le modele de corrélation peut étre appliqué méme si un ou plusieurs marqueurs sont

temporairement masqués. Par exemple, si seuls les marqueurs 1 et 3 sont visibles au temps
* * * k
hn,t 13, Clie T Cizg

. ) _ * 1 * * _ yl:P01 * 1 * *

t, on a: N’L)’L.S,t — 27 Ht — Noist h217t h/237t ) Yt - et Ct — Noist Cth + ng,t
' X X Ys,pc1 . «

31t 1334 C314 T C334

On utilise alors les estimations suivantes pour le modele dynamique de la cible x;:

Ft - H;;_]_Gth
g — H;fk—i-l (Gtct+dt)+cr+1 (1111)

Qt = ;:k+1 ((1 - Gt)st - Rt) :+1T

Dans cette étude, une fois I’entrainement initial passé, la méthode bayésienne adaptative
est mise a jour lorsque de nouvelles mesures de la cible sont disponibles, comme illustré sur
la figure 11.2. Contrairement a I'approche présentée a ’article 3, un ré-entrainement complet
n’est pas simulé lorsque 'erreur de prédiction excede un certain seuil, puisqu’ici les instants
auxquels sont effectuées les mesures de la cible sont déterminés par le systéme Synchrony® et

ne sont donc pas controlables.
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Fig. 11.2. Schéma de la méthode bayésienne appliquée aux données cliniques.

11.1.2.3. Evaluation

Dans cette étude, les fractions de traitements CyberKnife réels sont rejouées
rétrospectivement avec la méthode bayésienne. L’ensemble d’entrainement initial pour les
modeles de corrélations est exactement le méme que celui utilisé par le systéme Synchrony®,
et consiste en 15 positions de la cible tumorale acquises a différentes phases du cycle
respiratoire au début de la fraction [36]. Enfin, une PDF initiale A(X, ) est nécessaire
pour la méthode bayésienne: ’espérance initiale Xy est mise égale a la derniere position de

la cible de ’ensemble d’entrainement, avec une matrice de covariance X initiale nulle.

11.1.3. Résultats préliminaires
11.1.3.1. Précision des prédictions

L’erreur de prédiction au temps ¢, ou résiduel, correspond a la distance r; = x; — Xy4—a,
c’est-a-dire la distance entre la position x; de la cible mesurée au temps ¢, et la position de
la cible prédite Xy;—a, (par le systéme Synchrony® ou par la méthode bayésienne proposée).
Il est important de rappeler que cette erreur n’est accessible qu’aux instants ¢t € {T,,cs}

auxquels une mesure de la cible a été effectuée pendant la fraction. Si un ré-entrainement
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complet est effectué par le systéme Synchrony® pendant la fraction, en acquérant un nouvel
ensemble d’entrainement de 15 positions de la cible, les erreurs de prédiction ne sont pas
évaluées pendant cette période (ni pour la méthode bayésienne ni pour Synchrony®).

Pour comparer la précision des prédictions, le RMSE est calculé pour chaque fraction

comme suit: RMSE = m te{%:m} l[x; — X¢e-na,||>. La figure 11.3 présente les
résultats obtenus. Le RMSE moyen sur la cohorte est de 2.67 mm avec la méthode bayésienne
proposée, et 2.84 mm avec le systéme Synchrony®. Pour un niveau de signification de 5%, les
tests de Student appariés sur les résiduels indiquent qu’il n’y a pas de différences significatives

dans 70 & 85% des cas (selon la direction observée).
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Fig. 11.3. Erreurs quadratiques moyennes (RMSE) obtenues pour chaque fraction avec le
systeme Synchrony® et la méthode bayésienne proposée.

11.1.3.2. Incertitudes

La méthode bayésienne fournit une estimation de la position de la cible, mais également
des informations sur l'incertitude de cette prédiction. Les figures 11.4 a 11.8 illustrent la
région de confiance (CR) & 95% pour différentes situations d’intérét. Une augmentation
de la CR traduit une diminution de la confiance associée aux prédictions correspondantes.
Ces points ont une forte probabilité de présenter une erreur de prédiction élevée. Bien
qu’il ne soit pas possible de connaitre les erreurs de prédiction réelles en tout temps, une

évaluation qualitative peut étre effectuée. Par exemple, dans la figure 11.4, la respiration
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semble réguliere, ce qui est confirmé par les mesures cibles révélant de faibles erreurs de
prédiction, et on constate que la CR est relativement étroite. Toutefois, lorsqu'une amplitude
de respiration anormalement grande se produit, on observe un élargissement de la CR.
L’incertitude augmente également lorsque des changements dans le motif respiratoire se
produisent, par exemple comme illustré dans les figures 11.5 et 11.6, ou pendant ce qui
s’apparente a des apnées courtes, comme illustré dans les figures 11.7 et 11.8. Bien que les
prédictions peu fiables présentent une probabilité élevée d’erreurs de prédiction importantes,

elles peuvent parfois demeurer exactes, comme par exemple sur la figure 11.8.

o
o
T
I

position (mm)
N
o o

=+ mesure de la cible

prédictions du systeme Synchrony
95% CR centrée sur les prédictions
de la méthode bayésienne

1280 1290 1300 1310 1320 1330 1340 1350
temps (s)
Fig. 11.4. Exemple de région de confiance (CR) & 95% quand un changement dans

I’amplitude de la respiration survient.

11.1.4. Discussion et conclusion

Cette étude présente des résultats préliminaires sur le potentiel de la méthode bayésienne
appliquée sur des données cliniques de traitements de cancer du poumon au Cyberknife. Les
résultats montrent que la méthode proposée fournit une précision de prédiction comparable
A celle du systéme Synchrony ©. Toutefois, il est important de souligner que I’évaluation des
erreurs n’est seulement possible que pour quelques instants ponctuels.

Contrairement a ce systéme clinique, la méthode proposée prédit également l'incertitude
associée a chaque prédiction de la cible tumorale. Comme les prédictions du mouvement
de la cible sont sujettes a des erreurs, c’est un avantage particulierement intéressant
qui permettrait de détecter lorsque les erreurs de prédiction risquent d’étre élevées,
en s’appuyant exclusivement sur la mesure du signal substitut. La CR a le potentiel
d’étre utilisée pour détecter les changements dans le motif respiratoire ou les événements

respiratoires transitoires, pendant lesquels la probabilité d’erreurs importantes est élevée.
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Fig. 11.6. Exemple de région de confiance (CR) a 95% quand la respiration devient tres

irréguliere a la fin d’'une fraction.

Cette fonction pourrait étre utilisée par exemple pour mettre en pause l'irradiation jusqu’a

ce que l'incertitude diminu

e. Si l'incertitude demeure élevée, une ou plusieurs mesures de

validation de la cible tumorale pourraient étre acquises.
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Fig. 11.8. Exemples de régions de confiance (CR) a 95% quand des changements de
respiration surviennent a la fin de I’expiration, pour une méme fraction, a deux moments
différents. Dans la partie supérieure de 'image, les mesures de la position de la cible
confirment que les erreurs de prédiction sont importantes lorsque l'incertitude prévue est
élevée (vrai positif). Dans la partie inférieure, qui correspond & un moment différent de
la fraction, les mesures de la cible révelent des erreurs de prédiction faibles malgré une

incertitude prédite élevée (faux positif).

Pour cette étude, une approche préliminaire est proposée pour gérer la contrainte
de visibilité variable des substituts externes.  D’autres modifications sont possibles
et pourraient permettre éventuellement d’améliorer la précision des prédictions de la
cible et de l'incertitude associée. Par exemple, dans cette étude, seules les premieres
composantes principales des substituts sont utilisées, comme pour le systéme Synchrony ©.

Il serait possible d’inclure également les autres composantes afin d’exploiter au maximum
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I'information disponible. Toutefois, ces composantes secondaires contiennent davantage
de bruit, et ont tendance a présenter une corrélation plus instable dans le temps avec les
positions de la cible. Ces caractéristiques pourraient dans certains cas nuire a la précision
des prédictions des positions de la cible. En revanche, la prise en compte des déviations des
composantes secondaires par rapport aux conditions d’entrainement pourrait éventuellement
permettre d’obtenir une meilleure estimation de la matrice de covariance du modele de

corrélation, et donc une meilleure prédiction de I'incertitude associée aux prédictions.

11.2. EVALUATION DE LA QUALITE DES IMAGES US POUR
LE SUIVI DU FOIE

L’étude de l'article 1 a révélé le potentiel de I'utilisation du foie comme substitut plus
robuste que les marqueurs externes pour le suivi indirect de cibles pulmonaires. Bien que le
foie soit facilement visible par imagerie ultrasonore par les experts, sa détection automatique
et le suivi automatique de son mouvement sont des taches complexes. En effet, les images US
présentent un bruit élevé et une qualité non-uniforme. Cette section porte sur I’évaluation de
la qualité des images US et la détection automatique des régions fiables des images, dans le
cas du suivi du mouvement du foie. Des résultats préliminaires sont présentés, qui pourront
étre utilisés ultérieurement pour le suivi indirect en radiothérapie en vue d’optimiser les
acquisitions US pendant la fraction et faciliter I'extraction automatique du mouvement du

substitut.

11.2.1. Mise en contexte et objectif de I’étude
11.2.1.1. Acquisition des images US

Comme présenté au chapitre 2, I'imagerie US permet d’imager ’anatomie en mouvement
en produisant des images en temps réel a haute fréquence. Parmi les techniques d’imagerie
actuellement disponibles, cette modalité est considérée comme non invasive, inoffensive,
portable et peu cofiteuse [190], ce qui la rend particulierement attrayante et de plus en
plus utilisée par les non-experts. Cependant, contrairement a d’autres techniques d’imagerie

médicale automatisées, la qualité des images US dépend en partie de I'habileté technique
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de T'opérateur [191]. La qualité des images est intrinsequement limitée par divers facteurs
sous-jacents a la nature physique de la formation de l'image US, principalement le bruit
nommé speckle et les artefacts [192], qui doivent étre correctement interprétés. Les propriétés
de I'appareil US et les parametres d’acquisition tels que la fréquence, la mise au point et
la profondeur doivent étre correctement réglés lors de chaque acquisition pour assurer un
affichage adéquat. En outre, des facteurs externes affectent également la qualité des images,
tels que le positionnement de la sonde US, la pression de la sonde, la distribution du gel

échographique et la respiration du patient.

11.2.1.2. Evaluation de la qualité US

Une image de mauvaise qualité dégradera non seulement la confiance dans le
diagnostic [193], mais aussi la performance des algorithmes de traitement des images, comme
la segmentation [194,195], le suivi du mouvement [196] et le recalage multimodal [197,198].
Il apparait donc important de pouvoir quantifier la qualité d’une image US.

Toutefois, la qualité est une caractéristique perceptuelle difficile a modéliser dont la
définition dépend de 'observateur et de la nature de 'examen (par exemple, détection de
lésion, classification, estimation de certains parametres d’intérét) [199]. Peu de mesures
de qualité pour les images US ont été proposées dans la littérature. On retrouve des
mesures dites subjectives et objectives. L’évaluation subjective repose sur les commentaires
de spécialistes qui donnent leur avis sur la qualité de I'image. En général, une note est
attribuée a l'image en fonction de certains criteres qualitatifs tels que la visibilité de la
structure d'intérét [200-204] ou a quel point une image est meilleure qu’une autre [205-207].
Cette approche est fastidieuse, cotiteuse et souffre de variabilités intra- et inter-observateur.
Le but de I’évaluation objective est de développer des mesures quantitatives qui peuvent
automatiquement prédire la qualité d’image pergue. Dans la plupart des études, des mesures
statistiques simples ont été utilisées pour évaluer la qualité en mesurant la similarité entre
une image dégradée et I'image originale [208-215]. Bien que ces approches puissent étre
utiles pour évaluer les techniques de réduction du bruit dans des images d’objets tests ou
des images simulées, elles ne conviennent pas aux images in-vivo pour lesquelles aucune
image de référence n’est disponible. Des méthodes basées sur I’apprentissage automatique

ont été également proposées pour produire un score de qualité appris a partir d’images
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préalablement évaluées par des experts [202,216]. Ces méthodes peuvent fournir une
mesure de qualité automatique pour les images in-vivo, mais les résultats sont basés sur

des évaluations subjectives et nécessitent un grand ensemble de données d’entrainement.

11.2.1.3. Qualité non-uniforme au sein de l'image US

Les méthodes mentionnées ci-dessus produisent pour chaque image une mesure unique
globale. Or, les images US présentent une qualité non-uniforme pour différentes parties du
corps, mais aussi au sein méme d’une image. Comme indiqué précédemment, ’apparence de
I'image US dépend fortement des interactions physiques de l'onde sonore avec les tissus
et des parametres du faisceau US. Selon l'angle d’incidence du faisceau par rapport a
I'interface entre deux tissus, plus ou moins d’énergie sera réfléchie, et donc cette interface
sera plus ou moins visible sur I'image. L’atténuation, qui dépend de la profondeur et des
tissus, peut induire des zones sombres connues pour étre peu fiables [217]. Le speckle, qui
correspond a un motif granulaire résultant d’interférences constructives et destructrices des
ondes US rétrodiffusées par les tissus, dégrade fortement la résolution spatiale et la résolution
en contraste [218]. La suppression du speckle reste encore un enjeu pour le traitement
des images médicales [219]. Enfin, alors que la résolution axiale reste constante avec la
profondeur, la résolution latérale varie fortement avec la profondeur et est généralement
significativement plus faible que la résolution axiale [42]. Le caractére non-uniforme de la

qualité des images US est illustré par la figure 11.9.

11.2.1.4. Objectif de ’étude

Comme la qualité est spatialement non-uniforme dans les images US, un score global n’est
pas suffisant pour pouvoir la représenter et ’exploiter pleinement. Le but de cette étude est
alors de développer plutot une carte quantifiant I'incertitude contenue dans chaque pixel. Si
on définit la qualité comme la capacité a extraire les informations de I'image [220], une telle
carte d’incertitude peut alors étre interprétée comme une carte de qualité puisqu’elle fournit
une mesure de fiabilité pour chaque pixel. L’atténuation des US et le speckle, décrits au
paragraphe précédent, sont des sources majeures d’incertitudes. En floutant ou en masquant

les limites des tissus et les caractéristiques diagnostiques importantes, ces effets rendent
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Contour distinct quand le
contour est perpendiculaire
au faisceau US

Contour indistinct/flou

Perte de signal
selon la courbure

Résolution variable
dans I'image

Présence de speckle

Fig. 11.9. Exemples illustrant la qualité non-uniforme au sein d’une image US (ici une
image de foie).

Iinterprétation humaine difficile et peuvent limiter la précision du diagnostic. En outre, ils
peuvent réduire considérablement l'efficacité des opérations de post-traitement des images
US, telles que la détection des contours, la segmentation automatique, le suivi du mouvement,

I'extraction de caractéristiques d’intérét ou le recalage [194].

11.2.2. Méthodologie

Dans ce travail, nous proposons de modéliser et combiner les incertitudes dues a
I’atténuation des US et au speckle afin de produire une mesure par pixel de la qualité de
I'image. Pour 'atténuation des US, on utilise un modele physique simplifié¢ de propagation
du son dans les tissus mous introduit par Karamalis et al. [217]. Pour évaluer 'intensité du
speckle, la nature dynamique des images US et les variations d’apparence sont exploitées en

quantifiant la variabilité spatio-temporelle du flux optique de I'image.

11.2.2.1. Modélisation de atténuation des US

L’atténuation du signal US est source d’incertitudes: plus la transmission des US est
faible et moins on peut avoir confiance en I'information du signal. La carte d’atténuation
proposée par Karamalis et al. [217], basée sur 'utilisation de marches aléatoires, reflete la

probabilité quun marcheur aléatoire partant d’un pixel de I'image soit capable d’atteindre les
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transducteurs de la sonde US étant données les caractéristiques de 'image et les contraintes

spécifiques aux US.

Ligne des transducteurs:

0 — probabilité de 1

: ? : Probabilité inconnue
a calculer

o ~__ Zone de non-signal:
probabilité nulle
Image US Image sous forme Carte de
de graphe I’atténuation

Fig. 11.10. Processus de modélisation de l'atténuation des US. L’image US et la carte
d’atténuation sont tirées de l'article de Karamalis et. al [217]. Sur la carte d’atténuation,
plus un pixel est sombre et plus le signal est atténué.

Cette approche, illustrée par la figure 11.10, est ici brievement présentée. L’image est
représentée par un graphe dont chaque noeud correspond a un pixel de 'image. Chaque noeud
¢ est connecté a un de ses voisins j par une aréte a laquelle est attribuée un poids w;; > 0
représentant la probabilité pour un marcheur aléatoire de passer d’un nceud a I'autre. Ces
poids sont calculés de fagon a modéliser trois aspects de la physique des US. L’atténuation du
faisceau US est intégrée par la pondération des intensités des pixels en fonction de la distance
aux transducteurs, selon la loi de Beer-Lambert. Les marches horizontales et diagonales sont
pénalisées de fagon a modéliser la largeur du faisceau US. Finalement, la transmission du
signal US est modélisée par le gradient de I'image: plus la différence d’intensité est importante
et moins le signal est transmis. A partir du graphe pondéré ainsi obtenu, on peut calculer

sa matrice Laplacienne L (qui représente la connectivité et les poids), définie par:

Zj Wi sig :j
Lij = —w;; silesnceuds i et j sont adjacents (11.2.1)

0 sinon
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On peut réorganiser L pour faire apparaitre des blocs K et U de nceuds de probabilités

connues et inconnues respectivement, selon:

Lk B
L= "% (11.2.2)
BY Ly
La solution au probleme est alors obtenue en résolvant le systeme
Lyzy = —BTxgk (11.2.3)

ou zy représente les probabilités inconnues que ’on cherche a calculer, et xx les probabilités
connues [221]. La carte d’atténuation relative résultante correspond alors aux probabilités

ainsi calculées.

11.2.2.2. Carte de la variabilité spatio-temporelle des images US

La modélisation de l'atténuation présentée précédemment offre des informations
importantes sur 'image US, mais n’exploite pas la nature dynamique de la modalité US.
La plupart des approches d’analyse d’images US traitent en effet les images comme étant
statiques et font 'hypothése sous-jacente que la source d’information dominante réside dans
les contours visibles sur I'image. Pourtant, puisque les contours peuvent étre masqués, les
entités anatomiques sont plutot discernables via I'appréciation des différences de speckle,
visibles uniquement en regardant les images US en séquences. Généralement, les zones de
I'image ou la qualité est faible apparaissent treés bruitées (dans l'espace et le temps) alors
que le speckle est moins apparent au sein des structures anatomiques correctement imagées.
Dans cette étude, on propose de quantifier I'uniformité spatio-temporelle de I'image via le
calcul du flux optique afin de localiser les zones trop corrompues par le speckle pour étre

suffisamment fiables.

Flux optique

En traitement de séquences d’images, le flux optique correspond a la distribution des
vélocités apparentes du mouvement des motifs d’illumination dans une image, causées par le
mouvement relatif entre un observateur et la scéne visuelle [222]. L’estimation du flux
optique repose sur la correspondance entre variation d’intensité et mouvement. D’une

part, on suppose qu'un mouvement implique un déplacement d’intensité, et d’autre part,
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on suppose qu’une variation d’intensité dans I'image traduit nécessairement un mouvement
dans la scene. En réalité, ces conditions ne sont pas toujours entierement satisfaites, c’est
pourquoi on suppose qu’elles se réalisent localement dans 'image. La précision avec laquelle
le flux optique approxime le mouvement de 'image dépend en partie du degré de validité de
ces hypotheses. Le speckle induit des variations plus ou moins importantes de 'intensité des
pixels, donc plus le speckle est important et plus le flux optique est bruité, et ¢’est justement
ce qu’on veut mesurer.

Il est possible de calculer les vélocités de I'image a partir des dérivées spatio-temporelles
des intensités de 'image. Sion appelle I(x,t) la fonction d’intensité de I'image, qui dépend de
la position x et du temps ¢, le déplacement de I'image s’exprime par: [(x,t) = I(x+0x,t+0t),
ou 0x est le déplacement de 'image de la région (x,t) apres la durée 0t. En prenant alors le
développement en série de Taylor d’ordre 1 de I, ou plus généralement en faisant I’hypothese

dl
que l'illumination est conservée, soit i 0, on obtient I’équation de contrainte du gradient:
VI -v+1;=0 (11.2.4)

avec VI = (I,,I,)T le gradient spatial de I'image selon les directions x et y, I; la dérivée
partielle temporelle de I et v = (u,v)T la vélocité de I'image. Cette équation ne définit qu’une
seule contrainte sur le mouvement de I'image, qui n’est donc pas suffisante pour calculer les
deux composantes u et v de v. Seule la composante du mouvement dans la direction du
gradient local de la fonction d’intensité de 'image peut étre estimée, il s’agit du probleme
d’aperture [223]. Puisque le probléme est mal posé, il faut le contraindre pour obtenir une
solution unique. La méthode de Lucas & Kanade suppose que le déplacement d’un point de
I'image entre deux instants consécutifs est petit et constant dans un voisinage R du point
considéré [224,225]. L’équation de contrainte du gradient (11.2.4) peut étre alors résolue
par la méthode des moindres carrés sur R. Cela revient a résoudre ’équation matricielle

suivante:

Av=b (11.2.5)

L(p1) 1,(p1) —Ii(p1)
I.(p2) 1y(p2) v [11 ot b — —1I;(p2)
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ou pi, ..., pr sont les r pixels appartenant a la région R. La solution est alors donnée par:

v=(ATA) A (11.2.6)

Uniformité spatio-temporelle

Une fois le flux optique obtenu, on exploite alors I’hypothese que les déplacements d’un
tissu sont approximativement uniformes (spatialement et temporellement). En effet, on
suppose que les déplacements d’un méme tissu, s’ils sont peu corrompus par le speckle,
sont approximativement uniformes dans 'espace (autrement dit, les pixels d’'un méme tissu
se déplacent approximativement de la méme fagon). On peut également supposer que le
mouvement passé d'une région de tissu aura tendance a se poursuivre dans les instants
suivants, puisque 'accélération des tissus est censée étre progressive. Ainsi, plus une zone
présente des déplacements bruités et hétérogenes, et plus cette zone est corrompue par le
speckle. Il faut donc quantifier la variabilité spatio-temporelle des déplacements.

On divise d’abord I'image US en sous-régions homogenes. Plutot que d’utiliser une grille
rectangulaire réguliere, on utilise les superpixels [226], qui permettent de grouper les pixels
d’intensités similaires et ainsi éviter de créer une région contenant un contour visible. Un
exemple de division en superpixels est donné a la figure 11.11.

La variabilité spatio-temporelle m,,,; est ensuite calculée comme suit pour chaque

superpixel 2:

1 1 _
Myar; = ﬁ Z ||Vt,j - Vt—l,j” + $ ﬁ Z ||Vt,j - Vt7i||2 (11-2-7)

K3 ]EQZ ? jEQZ

avec NN; et €); respectivement le nombre et ’ensemble des index des pixels appartenant

superpixel 7, v, ; le vecteur déplacement du pixel d’index j au temps ¢, v;; le déplacement

. . . 1
moyen au sein du superpixel ¢ au temps t. Le terme N Y jeq, IVt — Vi—1,]| correspond

a la wvariabilité temporelle moyenne au sein du superpixel, tandis que le terme

_ 2 . . 1 e1e s . .
\/N% Yieq, [Vej — Veill” permet de tenir compte de la variabilité spatiale au sein du

superpixel.
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Fig. 11.11. Division d’une image US en superpixels.

11.2.3. Résultats préliminaires
11.2.3.1. Données US

Les données US utilisées pour cette étude sont acquises avec le systeme Clarity Autoscan
(Elekta, Stockholm, Sweden). Initialement congu pour I'imagerie de la prostate, ce systéme
a été adapté pour l'imagerie du foie avec la fabrication d’un bras balancier, permettant
une pression approximativement constante de la sonde sur la peau tout en laissant le patient
respirer librement, comme montré a la figure 11.12. L’acquisition des données a été approuvée

par le comité d’éthique du CHUM (projet numéro 17.289)

A A A AR A

Fig. 11.12. Acquisition d’images US du foie avec le bras balancier.
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11.2.3.2. Atténuation des US

La méthode de modélisation de D'atténuation des US est adaptée sur MATLAB pour
les images US du foie. La figure 11.13 présente un exemple d’image US et la carte
d’atténuation correspondante obtenue. Il n’est pas possible de valider quantitativement cette
estimation, toutefois une évaluation qualitative peut étre effectuée. On observe des gradients
d’atténuation au niveau des zones d’intensité élevée de 'image US, qui correspondent a des
interfaces pour lesquelles une perte de la transmission est attendue. En revanche, d’apres
I’observation visuelle de la séquence US, la zone sombre dans la partie gauche de I'image
US est une zone de tres faible qualité visuelle, trés bruitée, et ne contenant pas de structure
anatomique. Cette zone n’est pas particulierement discernable sur la carte d’atténuation.

Ce résultat confirme que I'estimation de 'atténuation seule n’est pas suffisante pour évaluer

Faible atténuation
Atténuation élevée

Fig. 11.13. Image US et la carte d’atténuation correspondante.

la qualité d'une image US.

11.2.3.3. Variabilité spatio-temporelle des images US

La figure 11.14 représente le flux optique obtenu pour une image de foie en mouvement
et illustre la variabilité spatiale des vecteurs de déplacement. On constate que le mouvement
est relativement uniforme et continu dans le foie (en termes de direction et magnitude),
tandis que les zones de faible qualité visuelle (mises en évidence par 1'observation visuelle
de la séquence) présentent des vecteurs de directions et magnitudes variées. Ce mouvement
bruité est non réaliste, et donc non fiable. La figure 11.15 illustre la variabilité temporelle
du flux optique, c¢’est-a-dire la différence entre les vecteurs de deux images successives. Les

vecteurs résiduels de faible magnitude dans le foie indiquent que le mouvement a tres peu
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changé entre les deux images, tandis que les zones de faible qualité visuelle se traduisent
par des vecteurs résiduels de magnitudes élevées. A partir du flux optique est obtenue la
carte de variabilité spatio-temporelle correspondante, donnée a la figure 11.16. On observe
que la partie de faible qualité visuelle dans la partie gauche de I'image est mise en évidence
par cette carte, comme le bas de I'image, et que le foie présente une faible variabilité spatio-
temporelle. Toutefois, la partie en bas a droite de I'image est en réalité de faible qualité,

mais présente une faible variabilité spatio-temporelle.

Fig. 11.14. Flux optique d'une image US de foie qui se déplace avec la respiration vers
la droite. Par soucis de visibilité, tous les vecteurs ne sont pas affichés. La région a)
agrandie correspond a une région de tissus du foie, pour laquelle on observe un champ
de vecteur approximativement homogene. La région b) agrandie ne correspond pas a une
entité anatomique précise, mais plutot a 'arriere-plan de faible qualité, avec peu de signal et
corrompu par le speckle. Dans cette région, la variabilité spatiale du flux optique est élevée.

11.2.3.4. Combinaison

Les cartes d’atténuation des US et de variabilité spatio-temporelle du flux optique,
basées sur des phénomenes physiques différents, offrent des informations pertinentes
et complémentaires sur la qualité de l'image. FEn multipliant la carte de variabilité

(préalablement normalisée entre 0 et 1) et la carte d’atténuation (déja normalisée entre
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Fig. 11.15. Différences du flux optique entre deux images successives. Cette image illustre
la variabilité temporelle du flux optique.

Variabilité spatio-
temporelle faible

Variabilité spatio-
temporelle élevée

Fig. 11.16. Image US et la carte de variabilité spatio-temporelle correspondante.

0 et 1), il est possible de combiner ces informations en une carte unique représentant
I'incertitude de chaque pixel. La figure 11.17 présente le résultat obtenu a partir des cartes
précédentes (illustrées aux figures 11.13 et 11.16). La région du foie, qui présente une
faible incertitude en comparaison du reste de I'image, est reconnaissable sur la carte ainsi
obtenue, tandis que les zones de moins bonne qualité sur sa gauche et sa droite sont mises
en évidence avec une incertitude plus élevée. Des exemples supplémentaires, sur d’autres

individus, sont présentés a la figure 11.18.
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Faible incertitude
y
Incertitude élevée
Fig. 11.17. Image US et la carte d’incertitude correspondante, issue de la combinaison de
I'information sur I'atténuation et la variabilité spatio-temporelle.

11.2.4. Discussion et conclusion

Ce travail montre le potentiel d’'une méthode de quantification de la qualité d'une
image US basée sur la physique des US. Ici, la qualité d’image est définie comme la
capacité a extraire de facon fiable les informations de I'image. Deux phénomeénes physiques
caractéristiques de I'imagerie US et responsables de la dégradation de la qualité sont pris en
compte, a savoir I'atténuation et le speckle. La modélisation de I'atténuation est adaptée
la méthode de Karamalis et al., tandis qu'une approche innovante basée sur la nature
dynamique des US est développée afin de modéliser I'intensité (non-uniforme) du speckle
au sein de I'image. Les résultats montrent que ces deux phénomenes physiques apportent
des informations complémentaires qu’il est possible de combiner en une méme carte.

Une autre source d’incertitude qu’il serait intéressant de modéliser pour ’évaluation de
la qualité de I'image est la variation de la résolution latérale en profondeur. Parce qu’elle
est généralement trois a cinq fois plus faible que la résolution axiale, la résolution latérale
est considérée comme un facteur limitant de la résolution spatiale du systeme US [42]. La
résolution latérale dépend en grande partie de la largeur du faisceau US, qui varie notamment
selon la fréquence des US, la distance aux transducteurs et la focalisation du faisceau.
La résolution latérale de I'image dépend également du type de sonde utilisée (linéaire ou
curvilinéaire). Pour des travaux futurs, il faudra modéliser la résolution latérale en fonction
de la profondeur en combinant un modele physique du profil de faisceau et la spécificité
du type de transducteur. Finalement, ce travail se concentre sur 'imagerie du foie. Il sera

intéressant d’évaluer cette approche a d’autres parties de 'anatomie.
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Image originale

Image originale avec
le foie indiqué

Carte d’atténuation

Carte de variabilité
spatio-temporelle

Combinaison

Combinaison avec le
foie indiqué

Fig. 11.18. Exemples de cartes d’atténuation, de variabilité spatio-temporelle du flux
optique et leur combinaison. Pour faciliter l'interprétation, les formes pointillées bleues
indiquent I’emplacement du foie.

L’évaluation de la qualité US proposée dans cette étude présente deux avantages majeurs.
Tout d’abord, elle fournit une carte (c’est-a-dire, une valeur par pixel), ce qui offre des
informations plus riches qu'une simple mesure globale. Par ailleurs, le calcul de cette
carte est automatique: il n’y a pas besoin d’entrainement préalable par des spécialistes,
ni d’annoter les images. Ces avantages permettent de proposer la carte de qualité pour
différentes applications. En observant la carte de I'incertitude, les utilisateurs des US peuvent
ajuster en temps réel la position de la sonde et les parametres de I'appareil en bénéficiant

d’une rétroaction sur leurs actions, et donc optimiser la qualité de 'image selon la zone
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d’intérét [227]. La carte développée pourrait étre également étre intégrée a des algorithmes
de traitement d’images. Par exemple, elle peut servir a accélérer et optimiser les méthodes
de segmentation et de suivi en masquant les pixels non fiables, ou servir de prior pour les
méthodes probabilistes [217,228,229]. Parce que les entités anatomiques présentent un flux
optique plus uniforme que les tissus d’arriere-plan et généralement une atténuation élevée au
niveau des interfaces entre les tissus, la carte met en évidence automatiquement des zones
d’intérét afin d’y appliquer subséquemment des techniques de segmentation ou de suivi [230].
En particulier, dans le cas du suivi indirect en radiothérapie, I'imagerie US d’un substitut
interne, tel que le foie, doit s’effectuer a distance (pour des raisons de radioprotection,
l'opérateur ne doit pas étre présent dans la salle de traitement). Bien qu’il soit possible
d’ajuster le positionnement de la sonde au début du traitement, le positionnement optimal
est susceptible d’évoluer au cours de la fraction selon la respiration du patient. Pour cela,
certaines études ont proposé un asservissement automatique pour ajuster la position de la
sonde et les parametres d’imagerie en temps réel a ’'aide d’un robot, basé sur la qualité de
I'image [231-233]. Dans ces études, seule I'information sur I'atténuation est utilisée comme
mesure de la qualité. Il est attendu que 'ajout de l'information sur le speckle proposée
dans ce travail permette d’améliorer cet asservissement. Finalement, la carte d’incertitude
permettrait d’isoler le foie afin d’en extraire les vecteurs de déplacement fiables et éliminer
les déplacements non réalistes. Pour conclure, les résultats préliminaires présentés dans ce

travail offrent donc un point de départ pour des études plus completes et approfondies.
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Chapitre 12

CONCLUSION

Un enjeu critique en radiothérapie adaptative est la gestion du mouvement, notamment
lors de I'administration de doses élevées pour les traitements hypofractionnés du cancer
du poumon. Le suivi en temps réel consiste a synchroniser le faisceau d’irradiation avec le
mouvement de la cible tumorale. L’efficacité de cette approche repose en grande partie sur la
précision avec laquelle la position de la tumeur est prédite. Or, il s’agit d’une tache complexe.
Pour compenser la latence du systéme, ’algorithme de suivi doit pouvoir anticiper la position
future de la cible. Le suivi indirect présente une difficulté supplémentaire: la tumeur n’étant
observée que ponctuellement pendant la fraction, sa position est estimée indirectement a
partir de 'observation continue d’un substitut. Ces deux étapes sont toutes deux sources
d’erreurs potentielles et d’incertitudes majeures pour la localisation de la cible tumorale. Un
puissant systeme de gestion du traitement devrait alors pouvoir prédire la position de la
tumeur mais également les incertitudes qui y sont associées.

Le premier objectif principal de cette these était alors de développer une méthode pour
le suivi indirect qui:

(1) combine la compensation de la latence et la corrélation cible-substitut sous un méme

cadre mathématique

(2) prédit I'incertitude associée a la prédiction de la position future de la cible.

Cet objectif a guidé notamment les articles 1 et 2 présentés dans cette these. En article 1,
une méthode bayésienne basée sur la théorie du filtre de Kalman est développée, adaptée
spécifiquement aux contraintes du suivi indirect (tant au niveau de la disponibilité des

données qu’au niveau de la faisabilité des calculs en temps réel). Cette approche permet de



prédire non seulement la position future de la tumeur a partir d’un signal substitut, mais
également les incertitudes y étant associées. La méthode et le formalisme mathématique
présentés dans cette étude sont a la base des adaptations et applications proposées
subséquemment aux articles 2 et 3. La méthode bayésienne est validée sur des données
d’IRM dynamique comprenant des changements de respiration, avec différents substituts, et
comparée a un NN non linéaire. Les résultats indiquent que la méthode proposée est plus
robuste que le NN, et que le substitut interne présente la corrélation a la fois la plus forte et
la plus stable dans le temps avec la cible. Cette étude met toutefois en évidence certaines
limites de "'approche proposée. Les résultats montrent qu’un modele de corrélation constant
n’est pas adéquat lorsque la corrélation cible-substitut est non-stationnaire, ce qui affecte au
cours du temps la précision des intervalles de confiance prédits. En article 2, une adaptation
de la méthode bayésienne est proposée afin d’améliorer sa robustesse face aux changements
de respiration. Plus précisément, une estimation adaptative de la matrice de covariance du
modele de corrélation est développée, dans le but de limiter la violation des hypothéses du
filtre de Kalman. Cette estimation est basée sur le calcul de la déviation du mouvement
du substitut par rapport au mouvement vu lors de I'entrainement initial. Les résultats de
cette étude confirment la nécessité d'une estimation adaptative de la matrice de covariance
du modele de corrélation pour compenser l'inadéquation du modele constant utilisé dans
Particle 1 et démontrent que cette approche permet d’obtenir des régions de confiance
plus fiables et robustes dans le temps. L’hypothese qu'un changement de comportement
du substitut pourrait indiquer un changement de corrélation est ainsi également validée.
Puisque les prédictions peu fiables sont généralement associées a des erreurs élevées, la
détection automatique des erreurs élevées a partir des régions de confiance adaptatives est
évaluée. Les résultats révelent qu’a sensibilité élevée (90%), une spécificité d’environ 50%
est obtenue. Cette étude s’aligne avec le second objectif principal de cette these, qui était
d’évaluer le potentiel des incertitudes ainsi prédites pour controéler la précision des prédictions
de la position de la cible tumorale. Cet objectif général est présent notamment dans les
articles 2, 3 et dans la premiere partie du chapitre 11. En article 3, les régions de confiance
adaptatives précédemment développées sont ainsi exploitées pour proposer et évaluer un
processus de validation innovant basé sur 'incertitude des prédictions. Contrairement aux

processus traditionnels, ce nouveau processus est controlé par 'algorithme et s’adapte en
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temps réel, sans étre restreint a des intervalles de temps fixes et prédéterminés. La méthode
bayésienne est alors modifiée de facon a intégrer des mesures occasionnelles de la position
de la cible et ne pas propager inutilement les incertitudes passées. Les résultats confirment
que les incertitudes prédites par la méthode bayésienne permettent de détecter les erreurs
de prédictions élevées, et démontrent que le processus de validation basé sur ces incertitudes
a le potentiel d’étre plus efficace que les validations régulieres. En particulier, les résultats
révelent que lefficacité des processus de validation ne dépend pas uniquement du nombre
de mesures effectuées, mais aussi des moments auxquels sont acquises ces mesures. Afin
de compléter I'évaluation de la méthode bayésienne, la premiere partie du chapitre 11
propose une évaluation expérimentale sur des données cliniques de patients atteints de
cancer du poumon, traités au Cyberknife au CHUM. Les fractions de traitement sont
simulées rétrospectivement avec la méthode proposée. En comparant avec les prédictions
produites par le systéme de suivi Synchrony® lors des fractions, les résultats indiquent que
la méthode bayésienne peut atteindre des performances similaires a celles de ce systeme
clinique. Finalement, puisque I'imagerie ultrasonore pourrait étre employée pour visualiser
les substituts internes tels que le foie, une étude préliminaire sur I’évaluation automatique
de la qualité des images ultrasonore est présentée au chapitre 11. Les informations de deux
phénomenes physiques caractéristiques de I'imagerie US et responsables de la dégradation
de la qualité sont modélisées et combinées en une carte d’incertitude par image. Dans le
cas du mouvement du foie, les résultats préliminaires indiquent que la carte développée

permettrait de distinguer le foie de 'arriere-plan de faible qualité visuelle.

Plus globalement, les travaux de ce projet doctoral visent a améliorer le contréle en temps
réel de la précision des prédictions de la position de la cible tumorale lors des traitements de
suivi indirect en radiothérapie. Dans ce contexte spécifique, un premier impact majeur de
cette these est de démontrer le potentiel des approches probabilistes pour prédire la position
future de la cible a partir d’'un substitut, mais aussi et surtout I'information en temps réel
sur les incertitudes de ces prédictions. L’intégration de la déviation du mouvement du
substitut par rapport aux conditions d’entrainement constitue une innovation essentielle
car elle permet de prédire par la suite des régions de confiance adaptatives, en se basant
exclusivement sur l’observation du signal substitut. La connaissance en temps réel de

I'incertitude, jusqu’alors non développée pour le suivi indirect, pourrait assister les décisions
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de gestion des mouvements et le choix des marges de traitement. L’estimation de I'incertitude
apporte en effet de précieuses informations sur la qualité et la fiabilité des prédictions,
sujettes a des erreurs potentiellement élevées. Dans la pratique clinique actuelle, des mesures
de validation de la position de la tumeur sont acquises a intervalles de temps réguliers et
prédéterminés afin de vérifier les erreurs de prédiction et corriger les modeles de prédiction
et corrélation. Les travaux rapportés dans cette these montrent qu’il est possible d’optimiser
ce processus de validation en déterminant les instants de mesures a partir des régions de
confiance adaptatives. Plutot que d’attendre la prochaine mesure prévue, une mesure de
validation est déclenchée des que la prédiction n’est pas suffisamment fiable. Ce processus
permettrait d’améliorer l'efficacité du traitement et la réduction de l'exposition des tissus
sains aux rayonnements. Ces travaux mettent également en évidence le potentiel du foie
comme substitut interne, tres peu étudié dans la littérature, qui apparait étre un substitut
plus robuste et fiable que les marqueurs externes pour le suivi indirect de cibles pulmonaires.
Bien que les méthodes présentées dans le cadre de cette these aient été développées dans le
contexte du suivi indirect en temps réel, elles pourraient s’appliquer aussi bien aux techniques

de ciblage respiratoire (ou gating).

Les fondations théoriques présentées dans cette thése peuvent servir de base pour le
développement ultérieur d’algorithmes plus complexes adaptés de la méthode proposée. Par
exemple, il existe des extensions du filtre Kalman spécifiques aux systemes non linéaires, tels
que le filtre de Kalman étendu et le filtre de Kalman sans parfum [181], avec l'intégration
possible de processus gaussiens [182]. Il serait également possible d’employer des filtres
particulaires, également basés sur l'inférence bayésienne [146]. Les cas hautement non
linéaires pourraient potentiellement bénéficier de ces alternatives. Il faudrait toutefois vérifier
la robustesse des intervalles de confiance prédits.

La méthode bayésienne proposée pourrait s’intégrer aux systémes cliniques existants,
notamment au Cyberknife. Les applications développées ont été simulées avec des contraintes
similaires & celles de Synchrony® (en termes de données et de période d’entrainement). Bien
que les travaux présentés dans cette these offrent des preuves de concept, des validations
expérimentales supplémentaires restent a effectuer avant d’envisager une intégration dans la
pratique clinique. Il faudrait par exemple utiliser des données de patients dans lesquelles

la position de la cible est mesurable a haute fréquence (par exemple par fluoroscopie ou
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IRM dynamique), sur une longue période et pour une large cohorte de patients. Avec de
telles données, le processus de validation pourrait également étre davantage raffiné pour la
pratique clinique. Il serait possible d’ajouter des délais minimum et maximum entre deux
mesures de validation successives. Il serait intéressant également de développer un processus
pour adapter le niveau de confiance choisi selon le patient. Par exemple, si on observe que
les mesures sont trop fréquentes mais que les erreurs sont faibles, alors il faudrait diminuer
le niveau de confiance pour augmenter la spécificité. Au lieu d’utiliser une seule mesure
pour vérifier erreur de prédiction, on pourrait aussi penser a prendre deux a trois mesures a
réparties sur le cycle respiratoire afin de s’assurer de ne pas manquer une erreur élevée selon
la phase respiratoire, au détriment d’une dose d’imagerie plus élevée recue par le patient.
Les bénéfices de la méthode proposée pour le suivi indirect sont évalués dans cette these
en termes d’erreurs de prédiction. Il serait intéressant pour de futurs travaux d’évaluer
également 'impact dosimétrique de cette méthode. Pour ce faire, il serait possible d’utiliser
un fantome de test (c’est-a-dire, un objet d’un matériau équivalent aux tissus humains
permettant de mesurer la dose regue) capable d’imiter un patient qui respire. Les doses
regues a la cible tumorale prédite par la méthode ainsi qu’aux tissus sains lors d’une fraction
de traitement pourraient étre alors évaluées et comparées aux doses planifiées. Toutefois, il
est difficile techniquement de reproduire parfaitement la géométrie interne d’un patient, ainsi
que la complexité et la nature stochastique des mouvements de la tumeur, des organes et
tissus environnants. Une autre fagcon de procéder serait de simuler un plan de traitement et
la dose recue dans un patient virtuel qui respire, a partir de simulations Monte Carlo [234].
Finalement, les résultats présentés dans cette these suggerent que le foie, en pratique
visible en continu par imagerie US, serait un meilleur substitut que les marqueurs externes.
Cette hypothese ayant été validée a partir du mouvement du foie obtenu par IRM dynamique,
il faudrait la vérifier directement a partir de données US. L’étude présentée au chapitre 11
offre des résultats préliminaires qui pourraient étre utilisés dans des travaux futurs pour
faciliter 'extraction automatique du mouvement du foie. Il faudrait également obtenir des
données US simultanément avec des mesures de la cible tumorale afin de construire et valider

le modeéle de corrélation.
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Appendix A

Démonstrations de relations utiles pour le

filtre de Kalman

A.1. Relations préalables

Soient F une matrice quelconque et S; et S, des matrices symétriques définies positives,

donc inversibles.

A.1.1. Premiére relation préalable

F'S;'FS,FT + FT = FT527'FS,FT + FT
& F'S;'FS,F' + F'S;'S, = F'S27'FS,FT + S/ 'S, F*

F'S;Y(FS,F' +S,) = (FTS27'F + S71)S, FT

3

& (FTS;'F 4+ S;H 7 'FTS; ! = S\ FH(FS,FT 4 S,) ™! (A.1.1)




A.1.2. Seconde relation préalable

(FTST'F + S; D 'FTS;! = SoF T (FS,FT 4 S)) ™! d’apres la relation précédente
& SI'F(FT'S'F 4+ S; 1) 'F'S;! = ST'FS,FH(FS,FT +S)) !
= (S{'FS,FT +1— 1) (FS,FT +8,) 7!
= (S{'(FS,FT +8)) — 1) (FS,F" +8)!
St

— (FSoFT +8))!

donc

SI'F(FT'S'F + S; ) 'FSy! = 87! — (FSoFT +8)) ! (A.1.2)

A.2. Une premiere relation utile

Relation:
A N (x;a+ By, X )N (y; /,Ly,Zy) d"y =N (X; a+Bpuy, X, + BEyBT) (A.2.1)

Preuve:

Premierement, on peut facilement constater que si
N (w; By, X )N (y; uy,Ey) d"y =N (u; Bpy, Xy + BEyBT) (A.2.2)
RTL

alors la relation serait vraie aussi pour u = x — a, puisque la matrice de covariance de u est
la méme que celle de x — a et de x.

Cette identité allégera donc la notation de la preuve.

-3 {(xfBY)TEx’l(xfo)+(yfuy)TEy*1 (yfuy)]

Rn/\/’(X;By,Ex)N (y; Nyvzy) d"y :fRn - 2m)" /|1 Zx] |2y ] =
(A.2.3)
On pose:
Ay =x—Bp, (A.2.4)
Ay=y— Ky
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On a alors:

—l{(x—Bu ~BAy) 3, (x-Bu —BAy>+A5T,2y_1Ay}
" 2 Yy Yy dnA
N (x;By, Z) N (y; py, 3y ) d"y L .
R (2m)" /125 |2y

x| | &y

e e Ban T e ma Al s
(2m)" /12« [Zy]
(A.2.5)

On transforme alors I'exposant ainsi:

expression = (Ax — BAy)" 2,71 (A, — BA,) + A;Ey_lAy
=AY A - AST'BAy - AUBTE, AL+ AJBTEL T BA, + AT A
(A.2.6)

Puisque A)T, BTY, 1Ay est un scalaire, et 3y est une matrice symétrique, on peut écrire:

AIBTE, A, = (ATBTE, AT
(A.2.7)
= AT, 'BA,

On a donc:
expression =AIY, 'A, — 2418, 'BA, + A] (B'E, 'B+3,7) A, (A28

Conséquemment:

o SATEL AL Jien o3[ 2ATS: T BAyFATY (BT, I BAE, 1) A d"A,

N (x: By, S N (v py . By) 'y =
R (2m)" /3] [y

(A.2.9)

On veut utiliser la propriété suivante qui se démontre par la décomposition spectrale de

la matrice de covariance X:

/ e~ "B xgny = (o7 |35

Rn
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On cherche alors & faire apparaitre la forme (x — z)TX7!(x — z) dans 'exposant. On

écrit alors:

(Ay . Z)T (BTZ;IB + 2;1) (Ay . Z) :AyT(BTZ;IB + E;I)Ay _ 2ZT(BTE;1B + 2;1>Ay

z' (B'E'B+ X, ")z
(A.2.10)
Par identification avec 1’équation (A.2.9), on doit avoir:
—2A1%,'BA, = 22" (B"S'B+ 5, M)A,
On trouve donc:
2= (B"S;'B+%,')"
2= (B"S;'B+%,") B, 'A, (A.2.11)

=¥BTE, AL
Les termes de la seconde exponentielle de I’équation (A.2.9) peuvent alors se remplacer selon:

—2A7%, 'BA, +A) (B'S B3, ) Ay = (A, —2)'S Ay —2) - 2"S 'z
(A.2.12)

On a finalement:

e 3 ANEx T Ax

(2r)" \/W/

1 T —1
77A ST TAx 3
=— - / emalAy=a TR Ay gn A
n

(2m)" /1 Zx] |2y ]

6 1AT2 _1Ax €7ZT2 1
= \/ (2m)™ | X
(2m)" /1 Zx] |2y ]
B =
(2m)"" /15 IEyI

v—2)TE~ (Ay—z)—zTE_lz] dnAy

/nN(X; By, Zx) N (vi 1y, By) d"y =

(A.2.13)
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On calcule le terme dans I'exponentielle en remplacant z et 3 par leur expression

respective:
ALSTIA 2SSz = ALSTIA, - (EBTE AT TH(EBTE, A,
=AY A, - AIS'BY'BTE, 1A,
= AIS'A, - AIS'B(B'S'B+ ') B'S, A,
= AT {2;1 - 3.'B(B"3'B + 2;1)‘1 BTEX‘l} A
= AT (BE,B" + %) A (d'aprs la relation préalable 2 (A.1.2))
(A.2.14)
Il faut ensuite calculer le déterminant |%| = ’(BTZ; 'B + 3y 1)_1’. On utilise la relation
préalable 1 (A.1.1) comme suit:
(B's;'B+3;')  ==,B"(BL,B" +%,) = (B")

= ‘(BTEng + 2;1)_1’ — ‘EyBT (B=,B" +%,) =, (B") "

|Ey|’BT’|Ex| (A.2.15)
(B, BT + %,)[[BY|

|3y |2 ]
(BXyBT + %)

Ceci complete la preuve et nous donne

o 3AL[E+BEBT] Ak

N (x; By, E) N (y; py, By ) d"y = A.2.16
R (v: b2 J@m)" /|5« + B, BT| ( )
A.3. Une deuxieme relation utile
Relation
N(y;c+Dx,Ey)N(x; anzx) - .
N (y;c+Dp,. 2y + DX,DT) =N (e p.3) (A3.1)
avec
p=(1-KD)p, +K(y-c)
¥ =(1-KD)3%, (A.3.2)

K =5,D" [, + DE,D"|
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Preuve
On fait d’abord la preuve pour ¢ = 0, puisque la matrice de covariance de y est la méme

que celle de y — c. On pourra alors remplacer y par y — ¢ dans la preuve obtenue, puisque
N (y —¢;Dx,Xy) = N (y;c + Dx,%,)

ce qui completera alors la preuve. Cette propriété allégera la notation. On écrit alors:

N (5 Dx Sy A o) /Ty 5 DELDT e 3PS5 -5 )
N (y;Dpy, By + DEDT) \/(QW)H\/|EX| |Ey|€_%[(Y—Dux)T[Zy+D2xDT}’1(y—D#x)]

(A.3.3)

Les termes dans les exponentielles peuvent s’écrire:

expression = (y — Dx)" 3" (y — Dx) + (x — )" 3" (x — py)
~(y - Dp,)" [y + DD (y - Dpsy)
=(y = Dpy =D (x — )" 3" (y — Doy — D (x — ) (A.3.4)
+ (= ) 2 (x = )
~(y~Dp)" [Z, + DD (y - Dps,)

On pose Ay =y —Dpu, et Ay =x — py, et I'on trouve:

expression = (A, — DA,)" 31 (Ay —DA,) + ATS A, - A;l: {Zy + DX, D" o Ay
Ty—1 Ty—1 THTy -1 THTy -1
=AY Ay - AN DA -AD YA+ A D Y DA,
+AIS A - AT[S, + DED'] A,
(A.3.5)
Puisque tous les termes sont scalaires, on peut écrire:
expression :A§2;1Ay — QA)T,E;lDAX + AzDTE;lDAx
Tyr—1 T Tt
+AS'AL - AT B, + DEDT] A,
— _1 — — J—
A7 (5, - (S, + DEDT) | A, - 2475 DAL+ AL [DE;'D + £ A,
(A.3.6)
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On cherche & faire apparaitre la forme (x — z)"S7!(x — z) dans I'exposant. On écrit alors:

(Ax—2)" (DTS;'D + 1) (Ax — 2) =A" (DTS, 'D + £.)A, - 22" (DTS, 'D + 51) A,

+z'(D'E;'D+ 2"z
(A.3.7)
Par identification, on a:
T Ty—1 -1\ _ ATy -1
z"' (D', 'D+5') =A]3,'D
=
(D'%,'D +5,')z =D"5;'A, (A.3.8)
=

z=(D'S,'D + =) D'E'A,

On doit alors vérifier si ce choix nous permet d’obtenir chaque terme obtenus précédent dans

I’expression, c’est-a-dire —QA;l;E;,lDAx et A; E;lDEXDT (Zy + DZXDT>_1} Ay:

~27" (D"S,'D + 5;') A, = - 2[Al (D'S;'D + 21 2]

T

= —2|Al(D"S;'D+5") (D'S,'D+3;') DS,

I R
=—2A7%'DA,
(A.3.9)

et
2" (D'%;'D + 3. z
=Als,'D (D', 'D+3Y) (D'S,'D+3;) (D'S,'D+3;') D',

AT [y-1 Ty—1 ~1\ Iy Tyt
—Ay[5,'D (DS D+ £) DTS A,

(A.3.10)
D’apres la relation préalable 2 (A.1.2), on peut simplifier ce dernier terme:
T [s— - -1\ ! - T [s— -1
A]|Z;'D(D'S)'D + 21 Dszl] Ay, =A] %) - (2, +DE,DT) | A,
(A.3.11)
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L’expression devient:

-1 T\ ! Ty—1 T [Ty—1 -1
5~ (Sy+ DEDT) | A, - 2475 DA+ AL [DTE; D+ 5] A,

. T
expression =Ag

=(Ax—2)" (D'S;'D +3") (A — 2)

(A.3.12)
avec
z=(D'S,'D+3;') DA,
On écrit alors:
N (yiDx,B) N (x5 1y, ) /ISy + DELDT[e 342 (P72 DA s) (A.3.13)
N (v Dpiy, Sy + DX,DT) NEEENGAIY
On remplace z, Ax et A, par leur expression respective. On obtient:
Ay —zZ=X— [,ux + <DTE;1D + 2;1>_1 DTE;,l (y — Dux)]
=x — [+ =D" (DI,D" + 3y ) (y — Dy, )] (A.3.14)
avec
K = 5,D" (DSD" +%,) (A.3.15)
On pose:
p = [y + K(y —Dpy)]
(A.3.16)
= (DS, 'D+3;") "
= (D'5,'D+ %)
On peut réécrire ¥ pour faire apparaitre K avec la relation préalable 1 (A.1.2)
Ty—1 ~1\ !
» = (D'%,'D + 5"
-5, - 5,D" (DE,D" + %,) DX, (A.3.17)
=3, — KDX,
On a démontré a I’Appendice A.3 que:
| _ |Ex| [Zy]
S+ BYyBT| = (A.3.18)

BrEtBs ]
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Cette relation s’applique aussi en faisant les substitutions 3y — 3y, ¥y — 3y et B — D:

%, + DE,DT| By | [ x|
’ ’ [DTE;'D + 2;1}1'
=
)2y+D2xDT\ - 1
|2y [ 2 _’[DTz;lDJrz;l}l’
_1
Y

On trouve l'expression finale:

N (y; Dx,By ) N (% py, Ex)
N (v;Dpy, 2y + DELDT)

=N (x; p, %)

avec

p=(1-KD)p, +Ky
¥ =(1-KD)X,

K -%.D" [%, + Dx,D"]
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(A.3.20)

(A.3.21)
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